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Voorwoord

Het is geen gemakkelijke opgave, een onderwerp voor een profielwerkstuk kiezen. Ook wij
kregen te maken met dit probleem. Gelukkig kwamen we al snel bij elkaar uit, dat we dit
samen wilden doen, en daardoor konden we hier samen over brainstormen. Na enige tijd
nadenken concludeerden we dat we iets wilden doen, of maken, waarmee we de maatschappij
van dienst zouden zijn. Vandaag de dag zijn er enorm veel problemen die opgelost moeten
worden, in het belang van de maatschappij. Uiteindelijk kozen we een probleem die invioed
heeft op veel mensen, waaronder enkele van onze familieleden: de ziekte kanker. Wij wilden
hier graag door middel van een onderzoek een oplossing voor proberen te vinden, om deze
ziekte minder dodelijk te maken. Tevens beschikken wij beide over een Natuur & Techniek
profiel, waardoor wij op het idee kwamen om onze wiskundige en biologische kennis in te
zetten bij dit vraagstuk. Vervolgens gingen wij op zoek naar moderne technieken bij de
detectie van kanker, waarna wij stuitten op het fenomeen ‘kunstmatige intelligentie’. Het leek
ons erg interessant om hier op door te borduren, en een wetenschappelijk onderzoek te doen
op basis van de combinatie van deze twee zaken: kunstmatige intelligentie en kanker. Om de
mogelijkheden hiervan te verkennen namen wij contact op met mensen die hier verstand van
hebben. Na enkele gesprekken en veel onderzoek op het internet, wilden wij zelf een neuraal
netwerk maken, specifiek een convolutioneel neuraal netwerk, dat longkanker kan herkennen

op scans.

Voordat wij dit onderzoek aan u tonen, willen wij enkele mensen bedanken voor hun hulp.
Zonder deze ondersteuning was dit verslag niet tot stand gekomen, in de huidige staat.
Allereerst willen wij meneer Wessels bedanken, voor zijn uitstekende begeleiding, en de
gedetailleerde feedback die hij aan ons gaf. Daarnaast willen wij Ard de Reus bedanken, voor
de hulp bij enkele problemen bij het debuggen van het neurale netwerk. Ten slotte willen wij

mevrouw van der Kooij bedanken, voor haar feedback in de eerste stadia van dit project.

Wij hebben ons netwerk SynapticEdge genoemd. Er is een bedrijf die dezelfde naam draagt,
en wij hebben de eigenaars gecontacteerd om hierover te overleggen. Tot dusver hebben wij
geen reactie gekregen. Als u enige bezwaren heeft tegen deze naam, kunt u contact met ons

opnemen via,;

Yahya Oufkir — yahyaoufkir2005@gmail.com

Ted de Reus — teddereus@hotmail.com




Abstract

Longkanker is een van de meest voorkomende en dodelijkste typen kanker. VVoordat er een
diagnose opgesteld kan worden bij een persoon, moeten een aantal verschillende mensen
bepaalde vormen van scans analyseren, en dit kost veel tijd. Daarom is in dit onderzoek

gekeken naar de automatisering van het analyseren van pathologische afbeeldingen.

Dit is gedaan door een convolutioneel neuraal netwerk te programmeren met drie convolutie-
lagen. Het model is deels gebaseerd op enkele andere onderzoeken. Vervolgens hebben wij dit
netwerk getraind en getest door middel van een dataset bestaande uit pathologische

afbeeldingen van longweefsel.
Het model heeft bij de eerste training een accuraatheid van 95% bereikt.

Uit de resultaten valt te concluderen dat convolutionele neurale netwerken goed als extra
input kan fungeren bij de detectie van longkanker, maar vanwege ethische redenen en

technische imperfecties niet zonder menselijke tussenkomst kunnen functioneren.
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Introductie

Van de mensen die in 2020 werden gediagnosticeerd met kanker, waren de op één na meeste
gevallen longkanker; maar liefst 2.2 miljoen. Bij de mensen die overleden na deze
vaststelling, was longkanker veruit het vaakste de boosdoener; maar liefst 1.8 miljoen. De
ziekte kan het best omschreven worden als een sluipmoordenaar; in de eerste stadia valt het
bijna niet op, dat er een tumor aanwezig is; en als het eenmaal is gevonden, is het meestal al te

laat.

Er wordt tegenwoordig nog niet heel veel gebruik gemaakt van kunstmatige intelligentie in
deze sector. Sommige ziekenhuizen zitten hierbij in de testfase, zoals het Medisch Centrum
Leeuwarden. Zij zijn bezig met de ontwikkeling van een elektrische neus, die kenmerken van
longkanker kan herkennen in de adem van een mens. Gezien het feit dat dit nog steeds in de
testfase is, zou het volgens longarts-oncoloog W.H. van Geffen erg nuttig zijn als er meerdere
vormen van kunstmatige intelligentie worden geimplementeerd in het ziekenhuis: ‘Een
netwerk met een accuraatheid van 95% zou al heel erg goed zijn, maar dit is helaas niet
genoeg. Dit betekent echter niet dat wij het niet kunnen gebruiken. Het zou nog steeds
uitermate handig zijn.’? Ondanks het feit dat het menselijke component onvervangbaar is, kan

een automatisering zeer handig zijn als extra input bij het traject van een patiént.

De eerder vernoemde elektrische neus werkt door middel van een neuraal netwerk. Dit valt
onder de term ‘kunstmatige intelligentie’. Dat betreft systemen en softwareprogramma’s die
het brein van de mens proberen na te bootsen. Een neuraal netwerk is een net van een bepaald
aantal componenten, die signalen aan elkaar doorgeven. Het netwerk kan zogezegd van haar
eigen fouten leren, waardoor het enorm kundig kan worden in een specifieke taak. Dit heeft
grote mogelijkheden: zelfrijdende auto’s, algoritmes van sociale media en patroonherkenning

op afbeeldingen zijn enkele voorbeelden hiervan.

Met dit onderzoek willen wij zelf een neuraal netwerk maken, dat longkanker kan detecteren
op een bepaalde vorm van scans. Hiermee hopen wij dat longkanker sneller gevonden kan
worden bij patiénten, er sneller diagnoses kunnen worden gesteld, en er mogelijk

mensenlevens worden gered.

1Van Geffen, 2022
2Van Geffen, 2022




Na enkele bladzijden te hebben gelezen, zal het opvallen dat er veel Engelse termen worden
gebruikt in dit profielwerkstuk. Dit is omdat het jargon der kunstmatige intelligentie bijna in
zijn geheel Engels is, en het verwarrend zou zijn om dit allemaal om te vormen naar
Nederlandse versies. Aan de hand van deze Engelse termen zullen de concepten en

toepassingen worden uitgelegd.

Aanpak

Om een eigen neuraal netwerk te kunnen ontwerpen, moet er een literatuur- en
wetenschappelijk onderzoek worden uitgevoerd. Daarbij kunnen wij eerst kennis opdoen over
de desbetreffende onderwerpen, en ze daarna in de praktijk brengen. Ten eerste is het
belangrijk om de longen en longkanker te analyseren. Om dit proces een extra stimulans te
geven, hebben we een interview gehouden met Longarts-oncoloog W.H. van Geffen. Deze
informatie staat beschreven in hoofdstuk 1. Vervolgens moet alle relevante informatie over
het kunstmatige neurale netwerk worden beschreven, voordat zo’n netwerk iiberhaupt tot
stand kan komen. De vergaarde informatie over dit onderwerp staat beschreven in hoofdstuk
2. Na deze twee literaire onderzoeken, kon de kennis in praktijk worden gebracht. De
structuur en het proces van ons eigen neurale netwerk worden behandeld in hoofdstuk 3. Ten
slotte hebben we het resultaat van de trainingen bekeken, en de accuraatheid van het netwerk.

Deze laatste stap wordt behandeld in hoofdstuk 4.

Hoofdvraag

Om ons uiteindelijke doel van het onderzoek te beantwoorden, is het belangrijk om een
hoofdvraag op te stellen. Aan de hand daarvan trachten wij dit profielwerkstuk te schrijven.

Deze hoofdvraag luidt als volgt:

‘Hoe kunnen kunstmatige neurale netwerken worden toegepast om longkanker te detecteren?”’




Deelvragen

De hoofdvraag is een redelijk ruime vraag. Het is erg lastig om alleen aan de hand hiervan het
onderzoek op te stellen, en daarom is het belangrijk om deze in te delen in een aantal
deelvragen. Deze deelvragen vormen de basis van elk hoofdstuk in dit verslag. De deelvragen

luiden als volgt:

Deelvraag 1: ‘Wat houdt longkanker in en hoe kan het worden opgespoord?’
Deelvraag 2: ‘Wat zijn neurale netwerken en hoe werken ze?”’
Deelvraag 3: ‘Hoe functioneert ons neuraal netwerk, en wat is de structuur ervan?’

Deelvraag 4: ‘Hoe presteert ons neuraal netwerk en hoe kunnen we dit optimaliseren?”’

Eisen

Voordat wij begonnen met dit onderzoek, hebben wij een aantal eisen opgesteld. Aan deze
eisen moet ons eigen gebouwde neurale netwerk voldoen. Het is echter lastig om een
voorspelling te doen over de accuraatheid van het netwerk, dus dat is hierbij niet opgenomen.

Er is wel een minimum qua percentage gesteld dat haalbaar zou moeten zijn.

Eis 1: Het programma moet compact zijn, zodat het gemakkelijk hergebruikt kan worden.
Eis 2: Het netwerk moet een accuraatheid hebben van minimaal 80%
Eis 3: Het netwerk moet binnen een uur getraind kunnen worden.

Eis 4: Het netwerk moet getraind kunnen worden op de beschikbare hardware en software.




Hoofdstuk 1

Klassieke analyse van de longen en longkanker
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Introductie Hoofdstuk 1

Het is voor dit onderzoek belangrijk om eerst kennis te vergaren van zowel de bouw als de
functie van de longen, en longkanker. Als wij eenmaal de anatomie en fysiologie begrijpen,
kunnen we de opsporing van longkanker automatiseren. Daarom kunnen wij onszelf deze

deelvraag stellen:
‘Wat houdt longkanker in en hoe kan het worden opgespoord?”’

Daartoe geven wij in dit hoofdstuk eerst een beschrijving van de bouw en werking van de
longen. Vervolgens is het belangrijk om te weten waarom dit onderzoek echt belangrijk is,
door te kijken naar de statistieken van longkanker. Daaropvolgend zullen wij uitgebreid
ingaan op longkanker. Hoe het ontstaat, hoe het herkend kan worden en welke behandelingen
er mogelijk zijn. Ten slotte moeten wij eerst zelf tumoren kunnen herkennen in longscans,
voordat we deze vaardigheid aan een neuraal netwerk kunnen leren. Daartoe is een analyse

van de longscans praktisch.

1.1 Functie en bouw van de longen

De longen bevinden zich in de borstkas. De onderkant van de longen strekt zich uit tot het

diafragma, ofwel het middenrif. De bovenkant loopt door
Luchtpijp

tot over de clavicula, ofwel de sleutelbenen. Er bevindt zich

Bronchién

een kleine ruimte tussen de twee longen, wat bestempeld

Bronchiol

wordt met de naam mediastinum. Daarin bevinden zich
meerdere dingen, zoals een groot deel van het hart, de Ao
luchtpijp en de slokdarm.® Bij elke long kunnen twee
verschillende oppervlakten onderscheiden worden: het Figuur 1.1: Anatomie van de longen.?
costale oppervlak, wat tegen de ribben en de

tussenribspieren ligt, en het mediale oppervlak, wat tegen het mediastinum aan ligt. De longen

worden omgeven door een beschermend vlies, wat de pleura genoemd wordt.*

3 Biologielessen, z.d.
4 JufDanielle, 2017
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De longen zijn het orgaan die de uitwisseling van zuurstof en koolstofdioxide tussen lichaam
en omgeving regelt. Lucht komt via de mond en/of neus het lichaam binnen, en gaat vanuit
daar naar de trachea, de luchtpijp. Die splitst in twee hoofdbronchién, die zich vertakken in
een bronchus lobaris, vervolgens in een bronchus segmentalis, en tenslotte in bronchiolen.

Aan het uiteinde van deze bronchiolen komt de lucht terecht in de alveoli, de longblaasjes.®

Door middel van de wetten van diffusie

e Diffusie in de longen
passeren zowel zuurstof als "

Inhoud van het longblaasje

wand van het longblaasje

wand van het bloedvat

rode bloedcel die zuurstof opneemt

koolstofdioxide de wand van het

longblaasje en de wand van het

N B W N -

bleaplasma dal koolslofdioxide afgeef

haarvat: aan de ene kant is een hoge

- Cliffusie van zuurstof

concentratie zuurstof, en aan de andere

Figuur 1.2: Werking van diffusie in een longblaasje.>

kant een hoge concentratie
koolstofdioxide. Beide stoffen willen bewegen naar de zijde waar de concentratie lager is; de
koolstofdioxide diffundeert het longblaasje in, en de zuurstof diffundeert het haarvat in.

Vervolgens wordt de koolstofdioxide weer uitgeademd.

In het menselijk lichaam is de rechterlong iets uitgebreider dan de linkerlong; dit komt omdat
het grootste deel van het hart zich aan de linkerkant van het lichaam bevindt. Dit is terug te
zien in het aantal longkwabben: de rechterlong heeft er drie (lobus superior, medius en
inferior), de linkerlong twee (superior en inferior).® Een kwab is een eenheid met haar eigen
ader, slagader en luchtpijp. ‘Ze kunnen onderscheiden worden door fissura, de
scheidingslijnen. Deze kwabben zijn niet allemaal noodzakelijk; als er bijvoorbeeld in een
longkwab een kankergezwel zich vormt, kan deze kwab verwijderd worden door middel van
lobectomie. Daarbij wordt er, onder narcose, een longkwab verwijderd bij de patiént. Een

mens kan namelijk verder leven met een longkwab minder.

5 Biologielessen, z.d.
6 JufDanielle, 2017
7Isala, 2021
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1.2 Longaandoeningen

Longaandoeningen is een verzamelnaam voor ziekten aan de longen. Astma valt hier
bijvoorbeeld onder, maar longkanker ook. In 2018 Aantal sterfgevallen per kankersoort (2015)
telde Nederland circa 1.2 miljoen mensen met een

chronische longziekte, en jaarlijks zorgde dit voor

23.000 sterfgevallen.® De jaarlijkse zorgkosten

hiervoor bedragen €2.6 miljard. In 2021 kregen

horen, waaronder 7.871 mannen en 6.849

14.720 mensen de diagnose van longkanker te ‘ I I I I I I I I
, A _ _ [ |

vrouwen.® Het komt vooral voor bij ouderen; 90%

van de mensen die hiermee te maken kregen zijn 55

) . Figuur 1.3: Aantal sterfgevallen per kankersoort.10
jaar of ouder. Ongeveer 68% van de mensen die

longkanker kregen, zijn eraan overleden. Ondanks dat het de meest voorkomende kankersoort
is in Nederland, overlijden nog steeds enorm veel mensen hieraan. Dit aantal is de laatste
dertig jaar sterk toegenomen; ruim tweeduizend mensen meer overlijden hier jaarlijks aan.

Het is dus een probleem dat veel aandacht vereist.°

1.3.1 Vorming longkanker

Een tumor ontstaat door ongecontroleerde celdeling, wat het gevolg is van afwijking in een of
meerdere genen. Er zijn twee verschillende soorten longkanker: niet-kleincellige longkanker
en kleincellige longkanker.!! Er is ook nog een aantal zeer zeldzame longkankers, maar die
zullen hier niet behandeld worden, omdat ze zelden voorkomen. De vaststelling van het type
kanker wordt gebaseerd op een biopsie: daarbij wordt een klein stukje weefsel uit het
specifieke deel van het lichaam weggenomen, zodat het onder de microscoop bestudeerd kan

worden. Uit de informatie die daaruit gehaald wordt, kan een conclusie worden getrokken.

Niet-kleincellige longkanker kan onderverdeeld worden in drie categorieén.? Bij
adenocarcinoom zit de tumor meestal in het buitenste deel van de longen, en is het nog niet
uitgezaaid naar de lymfeklieren. Dit is meestal het gevolg van roken, of er is sprake van

genafwijking. Een plaveiselcelcarcinoom houdt in dat de tumor in het centrale deel van de

8 Longcijfers, z.d.

9 KWF, 2021

10 |ntegraal Kankercentrum Nederland, 2017
11 AllesOverKanker, 2022

12 Kanker.nl, z.d.
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longen zit, en het zich bevindt in cellen in de binnenkant van de longen: plaveiselcellen. De
derde categorie, grootcellig carcinoom, kan overal in de longen ontstaan en groeit relatief

gezien zeer snel.

Kleincellige longkanker groeit extreem snel, en zaait daarom vaak ook uit. Dit kan via de
lymfebanen en het bloed uitgezaaid worden naar het lymfestelsel, de bijnieren, de hersenen,
de botten en de lever. Van alle mensen die longkanker krijgen, lijdt twintig procent onder
kleincellige longkanker, en tachtig procent onder niet-kleincellige longkanker. De vorming
van longkanker komt 85% van de keren voort uit roken, maar het kan dus ook vanuit andere

factoren ontstaan. Blootstelling aan asbest of radioactieve stoffen kan ook een rol spelen.

Als het type longkanker eenmaal gevonden is, kan de behandeling bepaald worden op basis
van de fase waarin de tumor zich bevindt. De fase wordt op drie dingen gebaseerd: de grootte
van de tumor, de mate waarin de tumor zich heeft verspreid in de lymfeklieren, en de mate
waarin de tumor zich heeft verspreid over andere organen. Dit kan gebaseerd worden op de

biopsie of gemaakte scans.

1.3.2 Opsporing longkanker

Oorspronkelijk was het bestuderen van biopten de standaard voor het achterhalen van een
tumor. Echter, het analyseren van digitale foto’s kan een helpende hand bieden. Daarvan zijn
diverse manieren mogelijk om een beginnende longkanker op te sporen in het lichaam. VVoor
de longen zijn er echter maar een paar van toepassing. Er wordt in ieder geval bij alle

methodes gekeken naar de bouw van weefsels en de kenmerken van cellen.

1.3.2.1 PET-scan

Bij een PET-scan (Positron Emissie Tomografie) wordt er radioactieve stof het lichaam
ingebracht, die koppelt aan suikermoleculen.'® Deze scan meet namelijk

de biologische processen in het lichaam. Kankercellen hebben een

hogere stofwisseling dan normale cellen, en hebben daarvoor meer :
suikermoleculen nodig. Door middel van deze methode kan er gekeken e (P°
worden waar in het lichaam de radioactieve stoffen zich ophopen, en dat

B ] 3 Figuur 1.4: Een PET-scan van
kan wijzen op een tumor. De tumor ziet er dan op de scan namelijk longen die een tumor bevatten.*

13 American Lung Association, 2022
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volledig zwart uit, tegen een witte achtergrond (zie rode pijl op de afbeelding).* Deze
methode wordt echter meestal pas toegepast als een MRI-, CT- of X-RAY-scan geen
volledige uitsluitsel geeft. Aangezien deze scan op zichzelf niet heel duidelijk is, wordt er
meestal gebruik gemaakt van een combinatie van een CT-scan en een PET-scan. Daartoe

moeten we eerst weten wat een CT-scan inhoudt.

1.3.2.2 CT-scan

Een CT-scan (Computer Tomografie) lijkt qua vorm sterk op
de MRI-scan, maar verschilt in een paar aspecten. Er wordt
namelijk gebruik gemaakt van réntgenstraling om een
gedetailleerde dwarsdoorsnede van het lichaam te maken.®

Sommige onderdelen van het lichaam moeten hierbij

gecontrasteerd worden van elkaar, wat mogelijk wordt

gemaakt door contrastvloeistof. Er worden bij deze methode

vele foto’s uit verschillende hoeken gemaakt, wat gevormd
. o . Figuur 1.5: Een CT-scan van een long die een

kan worden tot een nauwkeurig driedimensionaal beeld. tumor bevat.16

Daaruit kunnen longaandoeningen worden geconstateerd. De

afbeelding hiernaast toont een CT-scan van longen die een tumor bevatten.®

Als er een combinatie van de PET- en CT-scan wordt gebruikt, volgt daaruit een zeer
nauwkeurig beeld van het lichaam. Door ze bijeen te voegen krijg je namelijk een

driedimensionaal beeld, waarin alle

metabolische processen worden
weergegeven. In de beeldbron is aan de

linkerkant een CT-scan van de longen

weergegeven, en aan de rechterkant een
Figuur 1.6: Een combinatie van een PET-scan en een CT-scan.?”

combinatie van een PET- en CT-scan.’

Met de CT-scan kan er al een tumor vermoed worden (geel omcirkeld), en de combinatie van

beide kan dit vermoeden goed bevestigen.

14 Society Of Nuclear Medicine & Molecular Imaging, z.d.
15 American Lung Association, 2022

16 San Diego Imaging, z.d.

17 American Lung Association, 2022
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1.3.2.3 X-RAY-scan

Een X-RAY-scan is een opname van het menselijk lichaam die
gemaakt wordt door middel van rontgenstralingen. Dit werd in de
198 eeuw ontdekt.'® Er werd toen met zeer sterke X-stralen dwars
door het lichaam heen gekeken, zodat alle weefsels en botten

zichtbaar werden. Tegenwoordig zijn deze stralen een stuk

zwakker. Op deze scan kunnen er vage, witte stukjes worden Figuur 1.7: Een X-RAY-scan van longen die
gezien die er niet horen te zijn. Dat wijst vaak op een tumor. een tumor bevatten. ™

Omdat deze vage stukjes niet heel goed te zien zijn, zijn de andere methoden meer geschikt

voor het herkennen van een tumor. Op de afbeelding is de tumor met een rode pijl

aangegeven.®®

1.3.2.4 MRI-scan

Bij een MRI-scan (Magnetic Resonance
Imaging) worden er magnetische- en
radiogolven gehanteerd.?’ Aan de hand daarvan
wordt een nauwkeurig beeld opgesteld van

weefsels, botten, pezen, spieren, kraakbeen en

gewrichten. Daardoor worden er lengte- en

. Figuur 1.8: Een vergelijking van een X-RAY-scan (links) en een MRI-
dwarsdoorsnedes van het lichaam gemaakt, scan (rechts).?!

waaruit tumoren en eventuele uitzaaiingen

kunnen blijken. Op de beeldbron hiernaast is een vergelijking van een X-RAY-scan (links) en
een MRI-scan (rechts) te zien.?* Daaruit blijkt dat een tumor beter te herkennen valt op een
MRI-scan, omdat het niet meer een vaag, wit stukje is. Het is duidelijk een incorrectie in het

systeem.

Naar deze foto’s wordt meestal niet gekeken door een oncoloog, maar een radioloog. Dat is
een arts die er op getraind is om scans van het lichaam met een kritisch oog te bekijken en te
interpreteren. Er zijn over het algemeen drie situaties waarbij een tumor in de longen wordt
gevonden. Ten eerste kan het gezwel per ongeluk herkend worden, omdat er een scan werd

afgenomen van het lichaam met een ander doeleinde. Ten tweede worden er bij mensen die

18 American Lung Association, 2022
19 My Lung Cancer Team, 2022

20 Thieme Meulenhoff, 2020

21 ResearchGate, 2007

16




veel roken jaarlijks CT-scans afgenomen, met een zeer lage dosering aan rontgenstraling.??
Een tumor in de longen komt vaak voor bij deze groep mensen, en door dit jaarlijks te
checken kunnen tumoren al in een vroege stage ontdekt worden. Ten slotte kunnen
symptomen wijzen op een longkanker. De symptomen van longkanker zijn afhankelijk van de
plaats en de grootte van de tumor, maar het houdt vaak hoesten, opgeven van bloederig slijm

en benauwdheid in. Pijn of heesheid kunnen ook op een kankergezwel wijzen.??

1.3.2.5 Pathologische scan

Bij een pathologische scan wordt er gekeken naar het weefsel van het desbetreffende
orgaan.?* Dit wordt gedaan aan de hand van
een biopsie; met een naald wordt een stukje
weefsel genomen, die vervolgens onder de o
microscoop bekeken kan worden. Op cellulair
niveau kan de patholoog hier verdachte

dingen zien, en mogelijke kankercellen.?

Echter, als deze biopsie is genomen, kan dit

niet meteen bekeken worden. Daarvoor moeten Figuur 1.9: Een scan van een coupe waarin kankercellen zijn
waargenomen. Deze zijn op de afbeelding omlijnd.?s
eerste maakt een analist zeer dunne ‘plakjes’
van dit weefsel, die tussen twee glazen plaatjes worden gelegd; een coupe.? Vervolgens
krijgen deze coupes een kleuring bestaande uit hematoxyline en eosine.?” Daardoor kan men
onder de microscoop een paars/roze-achtige kleur waarnemen, waardoor afwijkingen des te
beter te zien zijn. Als men er eenmaal achter is dat er kankercellen in het weefsel voorkomen,
kan er nog immuunhistochemie worden toegepast. Daarbij worden er bepaalde stoffen op de
coupe losgelaten, waardoor men kan zien of de kankercellen de tumor zelf zijn, of dat het
uitzaaiingen zijn. Deze pathologische stap zal altijd noodzakelijk blijven, aangezien de soort
longkanker kan worden geconstateerd (kleincellig of niet-kleincellig), en het voor de

behandeling altijd belangrijk is om te weten hoe de kankercellen eruit zien.

22NOS, 2022

23 AllesOverKanker, 2022

24 CWZ, 2022

25NOS, 2017

26 |CT & Health, 2018

27 Laboratorium Pathologie Oost-Nederland, 2022
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1.3.3 Behandeling longkanker

Als longkanker wordt gedetecteerd in een menselijk lichaam, is de overlevingskans redelijk
groot als er nog geen uitzaaiingen plaats hebben gevonden. De behandeling kan dan bestaan
uit een operatie en/of bestraling. Als er wel uitzaaiingen zijn, wordt de kans op overleving
alsmaar kleiner: bij uitzaaiing in de lymfeklieren is de behandeling nog gericht op genezing,
door middel van chemotherapie en bestraling, maar als het zich al heeft verspreid in andere
organen, is dat niet meer het geval. Daarbij proberen artsen slechts het kankergezwel te
remmen, en de pijn van de patiént te verminderen; een palliatieve behandeling.?® Het is dus
belangrijk om er vroeg bij te zijn, omdat daarna de levenskansen alsmaar lager en lager

worden.

1.4 Conclusie

De deelvraag van dit hoofdstuk is als volgt:
‘Wat houdt longkanker in en hoe kan het worden opgespoord?’

Om hierop een antwoord te kunnen vormen, hebben we eerst de anatomie en fysiologie van

de longen bekeken. Vervolgens hebben we uitgebreid onderzoek gedaan naar longkanker: hoe
het ontstaat, de manier waarop het opgespoord kan worden en de behandelmogelijkheden. De
statistieken waren hierbij ook belangrijk. Tenslotte hebben we enkele longscans geanalyseerd,

om erachter te komen hoe een gezwel herkend kan worden.

Concluderend kunnen we de deelvraag als volgt beantwoorden: longkanker is een zeer
dodelijke tumor die voorkomt in het weefsel van de longen. Over het algemeen wordt het
veroorzaakt door het inademen van stoffen die slecht zijn voor de gezondheid. Afhankelijk
van enkele factoren zijn er een aantal behandelmogelijkheden. Het kan worden opgespoord
door middel van een variatie aan scans. Vervolgens kan een biopsie worden genomen om

verder onderzoek te verrichten.

Nu wij de noodzakelijke kennis hebben over de longen en longkanker, kunnen wij deze
toepassen in de komende hoofdstukken, om aan de hand van kunstmatige intelligentie de

classificatie van longkanker te automatiseren.

28 AllesoverKanker, 2022
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Introductie Hoofdstuk 2

Voordat men met zekerheid kan zeggen of iemand longkanker heeft, moeten er eerst een
aantal processen worden uitgevoerd. Enkele scans en een biopsie zijn noodzakelijk, en er zijn
allerlei verschillende specialisten nodig om dezen met een kritische blik te bekijken. Er is in
deze sectie grote vraag naar automatisering, omdat dit extra input kan bieden bij
vergaderingen. Dit kan worden bereikt door middel van kunstmatige intelligentie. Dit heeft
betrekking op systemen en machines die de
intelligentie van de mens nabootsen om bepaalde taken
uit te voeren, en tijdens dit proces hun eigen prestaties
gebruiken om ervan te leren, zodat ze er steeds beter in
worden.?® Er zijn heel veel vormen van kunstmatige
intelligentie, maar bij dit profielwerkstuk maken wij

gebruik van deep learning. Dat maakt onderdeel uit

van machine learning,% en is in essentie een neuraal

netwerk met drie of meer lagen; een input-laag, Figuur 2.1: Een illustratie van de
categorieén van kunstmatige

een verborgen laag, en een output-laag. intelligentie.

Deze netwerken kunnen grote hoeveelheden data gebruiken,

om zeer vaardig te worden in een specifieke taak.!

Deze neurale netwerken zijn ook weer in te delen in verschillende categorieén.
Convolutionele neurale netwerken kunnen patronen in afbeeldingen herkennen; randen,
helderheid, en verschillende kleuren. Dit kan erg

nuttig zijn bij de opsporing van longkanker, aangezien

hierbij ook kenmerken op afbeeldingen steeds

terug komen, waardoor kankercellen te herkennen zijn.

Het neurale netwerk kan getraind worden om deze kenmerken snel te herkennen, en kan zo
een deel van het proces van de detectie van longkanker automatiseren. Het is echter eerst
belangrijk om de theorie te begrijpen, voordat wij dit in de praktijk kunnen brengen. Daartoe

kunnen wij onszelf de volgende deelvraag stellen:

29 Oracle, z.d.
30 Eigen werk, 2022
311BM, 2020
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‘Hoe werken neurale netwerken en hoe kunnen wij deze gebruiken om longkanker te

detecteren?’

Om achter het antwoord van deze vraag te komen, zal er uitleg worden gegeven over
(convolutionele) neurale netwerken en de werking ervan. Er zal eerst een bescheiden
beschrijving worden gegeven van de geschiedenis van kunstmatige intelligentie, en hoe dit
deels overgenomen is van het biologische neurale netwerk. Vervolgens zal de werking, en

mogelijke toepassingen van het convolutionele neurale netwerk worden beschreven.

2.1.1 De rekenkunde van computers

Oorspronkelijk zijn computers ontworpen om louter instructies op te volgen, die wij hebben
geformuleerd in de formele wiskunde. Deze instructies worden gereduceerd tot
basisberekeningen. De berekeningen voert een computer uit door gebruik te maken van een
binair getallenstelsel: 1 en 0. De binaire code die hieruit voortvloeit, is een representatie voor
de maat waarin elektrische signalen worden doorgegeven. De CPU (Central Processing Unit)
speelt in dit proces een prominente rol. De CPU bevat een ALU (Arithmetic Logic Unit) dat
de berekeningen uitvoert, data logisch vergelijkt en tenslotte bepaalt of er stroom door wordt
gelaten door de transistoren. Een computerprogramma is in feite niks anders dan een binaire
reeks dat bepaalt of er stroom door de CPU zal lopen en uiteindelijk of een programma zal

worden uitgevoerd.? 3

Niet alleen de werking van binaire computers berust op elektrische signalen, ook onze
hersenen werken op een vergelijkbare manier: door elektrische geleiding. In de hersenen
gebeurt dit door middel van neuronen. Een groot verschil is dat de hersenen uitgerust zijn met
veel meer neuronen (maar liefst 86 miljard) dan dat processoren met transistoren zijn uitgerust
(gemiddeld 5.2 miljard). Het afsterven van neuronen heeft daarom ook geen grote invioed op
de cognitieve capaciteit en functionaliteit van het neuraal netwerk. In tegenstelling tot een
CPU, kan de deletie van een transistor namelijk grote invlioed hebben op het uitvoeren van de

code.?

Bovendien bestaat er een groot ontologisch verschil tussen de werking van de hersenen en een

computer. Binaire code moet zorgvuldig en precies worden opgeschreven opdat een

32 Buijsman, 2020
33 LaMarco, 2019
34 Just a moment. . ., z.d.
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programma kan worden uitgevoerd door de computer. De mens daarentegen heeft geen
instructies nodig, het leerproces gaat via zogenaamde “trial-and-error”. Dit leerproces
beschikt over twee cruciale componenten: (i) een subject experimenteert regelmatig met
diverse strategieén en probeert een probleem te benaderen vanuit verscheidene invalshoeken,
uitsluitend de aanpak die leidt tot een groter profijt wordt behouden voor in de toekomst; (ii)
dit resulteert in sterkere synaptische verbindingen tussen de neuronen in de hersenen van het

subject. Hierdoor kunnen elektrische signalen in de hersenen sneller worden overgebracht.®®

Een nieuwe stroming in de computertechniek heeft haar inspiratie gevonden in dit leerproces.
Met de opkomst van deze nieuwe manier, is er geen menselijke interferentie nodig om
instructies te geven aan een computer. De computer probeert zelf een oplossing te zoeken
voor het probleem en leert, door fouten te maken, welke oplossing optimaal is voor een

specifiek probleem: kunstmatige intelligentie.® 7

2.1.2 Ontstaan van kunstmatige intelligentie

Toen het idee van kunstmatige intelligentie voor het eerst concreet werd omschreven in de
jaren 50 van de vorige eeuw, was er sprake van ambitie en optimisme. Na een periode van
innovatieve stagnatie reisde er een revolutionair idee op. Geinspireerd door de simpliciteit,
doch eender zo grote functionaliteit van het biologisch brein, ontwikkelden onderzoekers
ANN’s (Artificial Neural Networks). Deze kunstmatige neurale netwerken hebben gezorgd
voor veel vooruitgang in verschillende sectoren. Spraakherkenning, zelfrijdende auto’s en
automatische kentekenherkenning zijn hier goede voorbeelden van. Daarnaast hebben neurale

netwerken voor veel vooruitgang gezorgd op de beurs en in de gezondheidszorg.®

Er bestaan verschillende soorten artificiéle neurale netwerken. Deze soorten verschillen van
elkaar in neurale architectuur en worden elk toegepast op een ander soort situatie. In het
algemeen berust de werking van deze soorten allemaal op hetzelfde principe. Een ANN
probeert patronen te herkennen in data op basis van statistische analyse of simpelweg omdat
het netwerk heeft geleerd om bepaalde patronen te herkennen. Om dit te bereiken krijgt een
netwerk een dataset als input waarvan het waarheidsgehalte bekend is. Deze dataset wordt
ook wel de “training data” of “training set” genoemd. De gehele set bevat een “label”, hierop

staat wat de juiste respons is. Het netwerk zal de eigen antwoorden vergelijken met de labels

35 Fukushima, 1988

36 KPN, n.d.

37 Korthout & Brundel, n.d.
38 Buijsman, 2020
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en zichzelf aanleren wat de meest deugdelijke combinatie van parameters is om een passend
antwoord te geven. Een model heeft dan enkele patronen herkend in de data en heeft het
vermogen om deze patronen selectief te reproduceren en te toe passen op nieuwe data. Zo kan
ook deze nieuwe data geclassificeerd worden door het kunstmatig neuraal netwerk.

Een kunstmatig net kan bijvoorbeeld “voetbal” en “hockeybal” classificeren. Als input wordt
de training set aan het netwerk gevoed. Het netwerk probeert bepaalde eigenschappen te
herkennen, bijvoorbeeld de vorm, grootte en kleur. Elk van deze eigenschappen worden door
het netwerk gerepresenteerd als binaire variabelen. Vervolgens worden de eigenschappen
uitgedrukt in functies en samengenomen tot een vector. Deze eigenschapsvector is in dit geval
[vorm, grootte, kleur]. Na de training set geven we het neurale net nieuwe data om voor ons te
kunnen classificeren. Aan de hand van de patronen die het netwerk heeft kunnen herkennen in
de trainingsfase, de eigenschapsvector, kan het een foto classificeren als voetbal of

hockeybal.3® 40 41

2.2.1 Werking van een biologisch neuraal netwerk

Het idee van een neuraal netwerk komt voort uit het menselijk lichaam. Neuronen maken daar

informatieoverdracht mogelijk. Een neuron bestaat uit enkele onderdelen.*? Het cellichaam

. . input
staat centraal, daaraan zitten de uitlopers vast. Er

dend\l_'_l.tes: ‘ 1 axon terminals

zijn twee typen uitlopers: dendrieten en axonen.

Een dendriet ontvangt impulsen uit nabijgelegen axon

neuronen of zintuigcellen, en leidt ze naar het

|

cell body output

cellichaam. Axonen hebben een tegengestelde

werking, en zijn de afvoerende uitlopers: Ze
Figuur 2.1: Een visualisatie van een biologisch
neuron.*?

sturen impulsen naar nabijgelegen neuronen
of zintuigcellen, door middel van neurotransmitters.
Een myelineschede isoleert de uitlopers ter bescherming. Ten slotte kunnen we in het midden

een nucleus waarnemen; de celkern.*® Hierin ligt onder andere het DNA van de cel besloten.

39 Bhattacharya, 2020

40 Njelsen, 2015

41 Great Learning Team, 2022
42 Nectar, 2020

43 A.C. Neves et al., 2018
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Deze impulsen, die de axonen en dendrieten respectievelijk afvoeren en ontvangen, moeten
echter wel ergens vandaan komen, anders kunnen cellen niet met elkaar communiceren. Daar
is een actiepotentiaal voor nodig. Door positieve en negatieve ladingen gescheiden te houden
met een celmembraan tussen de intracellulaire ruimte (K+) en de extracellulaire ruimte (Na+)
kan er een potentiéle elektrische stroom opgewekt worden.** In cellen wordt dat uitgedrukt in
millivolt (mV). Omdat deze twee stoffen worden gescheiden door een membraan, wordt het
actiepotentiaal hier de membraanpotentiaal genoemd. De lading natrium is extracellulair
veertien keer zo groot als intracellulair, en de lading kalium is intracellulair dertig keer zo
groot als extracellulair. Door deze verschillen in concentratie wil het natrium naar binnen
diffunderen, en het kalium naar buiten, volgens de basisregels van diffusie die in hoofdstuk
éen zijn behandeld. Deze diffusie wordt mogelijk gemaakt door de natrium-kaliumpoorten.
Het celmembraan laat eerst een klein beetje natrium door, en op een gegeven moment is de
drempelwaarde bereikt. Dan gaan de natrium-kalium poorten open, en diffunderen de stoffen
door het celmembraan heen. De ladingen in de twee ruimtes gaan constant heen en weer,
waardoor de potentiaal omhooggaat tot wel 30 mV (zie top van de grafiek). Deze tijdsspanne
wordt de refractaire periode genoemd. Als dit eenmaal gebeurd is, is de intracellulaire ruimte
relatief negatief geladen ten opzichte van de extracellulaire ruimte. Daardoor ontstaat het
rustpotentiaal, wat ongeveer -70 mV bedraagt. Als we de lading uitzetten in een grafiek als

functie van de tijd, gaat dat er dus op deze manier uitzien:*

Lading actiepotentiaal

40
20

-20

U (mV)

-40
-60
-80

-100

lading

Figuur 2.2: Een grafiek van de lading van een celmembraan uiteengezet als functie van de tijd.*

44 JufDanielle, 2017
45 Eigen werk, 2022
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In de refractaire periode stijgt de lading eerst door de diffusie van de natrium-ionen, en
vervolgens daalt het weer door de diffusie van de kalium-ionen. Ten slotte beinvloedt de
hyperpolarisatie, wat veroorzaakt wordt door de voorzetting van beweging van kalium-ionen,
de lading nog een beetje, totdat de lading weer op het rustpotentiaal komt. Vanuit daar kan het

proces zich weer herhalen.

Als dit actiepotentiaal is ontstaan in een cel, kan het axon het doorsturen naar andere
neuronen, door middel van neurotransmitters. Deze liggen tussen neuronen in, en kunnen een
signaal doorgeven. Doordat dit proces constant herhaald wordt, kan het signaal over grote
afstand worden verplaatst. Als het lichaam een prikkel van buitenaf ontvangt, wordt dit door
sensorische neuronen snel doorgegeven aan de hersenen. De neuronen in de hersenen maken
een ‘beslissing’, en dit wordt door motorische neuronen weer teruggestuurd naar de
betreffende spieren. Deze enorme neurale netwerken maken de bewegingen van het menselijk

lichaam mogelijk. Dit gebeurt in kwesties van milliseconden.

2.2.2 Werking van een kunstmatig neuraal netwerk

De werking van een ANN (Artificial Neural Network) berust op de biologische principes die
zijn behandeld in de vorige paragraaf. Dit kunstmatig netwerk kan worden
geprogrammeerd door artificiéle neuronen (zogenaamde nodes), te implementeren in
het netwerk. Deze nodes zijn non-lineaire functies die afhankelijk zijn van een
parameter, ook wel “weight” genoemd. Deze nodes zijn gestructureerd in 3 layers: (1)

de input layer; (ii) de hidden layer; (iii) de output layer.*® EIk neuron in een bepaalde

Hidden

layer heeft een connectie met elk neuron in de Input B Giviput

volgende layer, en een connectie wordt
weergegeven als een reéel getal. Een neuron is in 7
staat om van elke input een output te produceren. L 4

De outputs in eerdere nodes fungeren daarmee als

input voor de volgende nodes. De weights w
Figuur 2.3: Een visualisatie van de structuur
van een standaard kunstmatig neuron.#

bepalen de sterkte van de synaptische
verbindingen tussen de nodes, en daarmee ook in
hoeverre de output van de vorige node wordt doorgegeven aan een node in de

volgende layer. De input wordt daarmee door elke node ietwat aangepast zodat er

46 M. Malik, 2018
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uiteindelijk een output wordt gegenereerd door het netwerk.*’

In de input layer wordt niks anders gedaan dan de input data doorgeven aan de hidden
layer. Ze worden daarom ook wel passieve neuronen genoemd, omdat ze de input op
geen enkele manier manipuleren door bijvoorbeeld een functie op de data toe te
passen.*

Vervolgens gaan de inputs van de neuronen van de input layer, naar de neuronen van
de hidden layer. Belangrijk is om te realiseren dat een model over meer dan één
hidden layer kan beschikken. In het net dat in figuur 2.3 is weergegeven beschikt het
model over slechts één hidden layer. In de hidden layer worden de berekeningen
uitgevoerd. Alle inputs van de hidden nodes hebben een weight toegewezen die naar
verhouding de grootheid van de input beinvloedt. Met andere woorden, een relatief
grote weight leidt ertoe dat de bijbehorende input relatief van groot belang is op de
uiteindelijke output. Een relatief kleine weight maakt dat de bijbehorende input van

relatief klein belang is.*

Nadat de input is gemanipuleerd door de weight van een hidden neuron wordt er een non-

lineaire transformatie toegepast door middel van een activatiefunctie. Activatiefuncties zijn

wiskundig gedefinieerd voor een bepaald bereik en bepalen zo of een node wordt geactiveerd

of niet (oftewel, of de gegenereerde input meetelt voor de output). Alleen inputs uit nodes die

binnen het gedefinieerde bereik vallen, worden meegenomen in het non-lineaire model. Dit

valt te vergelijken met het biologische drempelwaarde principe. Een signaal wordt alleen

doorgegeven door een neuron als de actiepotentiaal wordt bereikt.>® Naast de weight en

activatiefunctie bevat elke node ook een bias. De bias bepaalt hoe snel de output van een

neuron in de ene laag, wordt doorgegeven aan een neuron in de volgende laag.

Het doel van een kunstmatig net is om de beste weights en biases te kiezen voor elke node die

de algemene prestatie optimaliseert opdat er een zo accuraat mogelijk model ontstaat.

Het model dat zojuist is behandeld, kenmerkt zich door twee belangrijke aspecten: (i) het

heeft meerdere lagen; (ii) elke node krijgt een input, genereert door middel van wiskundige

berekeningen een output en geeft dit door aan de volgende node. Daarom wordt een

47 Rashid, 2016

48 Techopedia, 2018

49 Chandra, 2020

50 Courville et al., 2015

26




soortgelijk kunstmatig neuraal netwerk ook wel een MLFNN ! (Multi-Layer Feed-forward

Neural Network) genoemd.

2.3.1 Werking van een node

o os) 4

Output

Inputs

Activation
Function

Weights

Figuur 2.4: Een afbeelding van de werking van een node.*?

In de figuur hierboven is schematisch de werking van een node i weergegeven.? De nodes
kunnen worden gerepresenteerd door gebruik te maken van een zogenaamde "mapping
function". Een mapping function (te noemen W(-)) karakteriseert zich door elk element dat
zich in een bepaalde verzameling bevindt, te koppelen aan een verzameling elementen dat
zich in het co-domein van het oorspronkelijke element bevindt.>® In de context van neurale
netwerken is het kunstmatige net te zien als een verzameling op zich, te noemen N . N bevat
alle nodes waarmee een node i een connectie heeft. Een formele definitie is dus ¥(i) € N.
Deze deelverzameling bestaat dus uit alle nodes in de voorgaande layers die een connectie

hebben met node i uit de volgende layer.>

Allereerst krijgt de node een input toegediend. Als een node zich in een hidden layer bevindt,
dan zijn deze inputs de outputs van de neuronen in de vorige layer waar dit neuron een
connectie mee heeft. Aan elke input x,,, (algemeen geldt dat x,,, € Z*) wordt een weight w,,
toegewezen. Daarna wordt er een sommatie op de termen toegepast en een bias (identiek aan
het neuron) toegevoegd aan het geheel. Deze berekening wordt ook wel "de gewogen som"
genoemd. Op deze manier worden zowel de ‘belangen’ van de weights als de bias in acht

genomen. Ten slotte wordt er een non-lineaire transformatie op de gewogen som toegepast.

51 Great Learning Team, 2022
52 R.M. e Silva De Oliveira, 2017
53 Mapping Diagrams, z.d.

54 Svozil et al., 1997
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Dit wordt gedaan door de gewogen som als een argument te gebruiken voor een non-lineaire
functie. Dit veroorzaakt een output van een neuron. Deze output kan worden gebruikt als

input voor een neuron in een volgende layer.% ¢

Algemeen kan de gewogen som worden gedefinieerd als een reeks;

¢ = (W1xq + WXy + W3X3 . +WpXy)+ Db

4 Z;:nzl(wmxm) +b
(1)

Hierin is w,, de weight die wordt gekoppeld aan een input m, x,, de input en b de bias (ook

wel de drempelwaarde coéfficiént genoemd).

Op de gewogen som wordt vervolgens een activatiefunctie toegepast. Welke activatiefunctie
wordt toegepast hangt af van het neuron en het doel van een kunstmatig net. Het resultaat dat

de activatiefunctie voor ons genereert is de output van een node;

e&) = ;i

(2)

Hierin is y; de output van node i, &; de gewogen som of input van node i en ¢(x) de

activatiefunctie.

Het probleem met deze notatie is dat het, als we kijken vanuit het perspectief van een
computer, erg moeilijk is om te verwerken, vooral wanneer een systeem meerdere nodes
heeft. De notatie kan daarom wiskundig worden verbeterd door de weights en inputs weer te
geven in de vorm van matrices. De output kan vervolgens worden berekend door het

inproduct van de matrices te nemen °’;

55 Dreyfus, z.d.
56 Burkov, 2019
57 Rashid, 2016
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by

W-x+b=[ 5

Wko = Wkn

Woo - WO,n] xO(O)
xn(O)

2.3.2 Activatiefuncties

In paragraaf 2.2.1 is gekeken naar hoe in de natuur wordt bepaald of een signaal wel of niet
wordt doorgegeven. Dit had immers betrekking op of een neuron de drempelwaarde
(actiepotentiaal) bereikt of niet. In kunstmatige neurale netwerken is dit principe
overgenomen. Echter nu bepalen niet de kalium- en natrium-ionen of de drempelwaarde
wordt bereikt, maar een non-lineaire functie: de activatiefunctie. De gewogen som wordt hier
als argument genomen. De uitkomst van de functie bepaalt of een node de drempelwaarde
heeft bereikt, of niet. Dit bepaalt weer of een node wordt geactiveerd en dus meeweegt in de
uiteindelijke uitkomst. Als de uitkomst binnen het bereik van de functie valt, dan heeft een

node de drempelwaarde bereikt en zal de node meewegen.

Een belangrijk criterium voor het kiezen van een activatiefunctie is differentieerbaarheid. Een
activatiefunctie moet continu differentieerbaar zijn om het leerproces mogelijk te maken.
Wanneer een functie niet continu differentieerbaar is, dan kan de minimale afwijking van een
netwerk niet worden bepaald, en zal een netwerk niet kunnen leren. De precieze werking van
het leerproces zal in het vervolg uitgebreid worden behandeld. VVoor nu is het voldoende om
te weten dat zonder de afgeleide van een activatiefunctie te kunnen nemen, een neuraal net

zich niet kan verbeteren.

Er zijn verschillende soorten activatiefuncties. Elke soort wordt toegepast om een ander soort

probleem op te lossen. De meest gebruikte activatiefuncties zijn:

1) Logistic function (Sigmoid)
2) Hyperbolic tangent (TanH)
3) Rectified Linear Unit (ReLu)
4) SoftMax
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De Sigmoid functie is de meest gebruikte activatiefunctie. De Sigmoid functie is gedefinieerd
als:

f(x) =e%x, 0<f(x)<1

(3)

De functie is continu differentieerbaar, waardoor men gemakkelijk de functie kan gebruiken
in modellen. Toch brengt het gebruik van de sigmoid functie enkele problemen met zich mee.

Hiervoor moeten we kijken naar de grafiek van de afgeleide van de sigmoid;®®

(¥} = g{x) = sigmoid(x}*

We kunnen zien dat de hellinggrafiek alleen in el
het interval [—3, 3] een relatief grote output .
genereert. Bij waarden buiten dit interval krijgen I
we een output "0" - g ]

lim f'(x)=0en xl_i)r;nw f'(x)=0

X—>+0o0

Figuur 2.5: De afgeleide van de sigmoid functie.>8

De sigmoid is daarom nogal gevoelig voor saturatie. Een netwerk trainen wordt daarom een

lastige zaak, omdat de functie vaak een nulpunt genereert.

De functie tanh heeft veel overeenkomsten met de sigmoid functie. Tanh kan worden
gedefinieerd als de ratio tussen sinh en cosh;

sinh(x) _ e¥*-e™*
cosh(x) T eXtex

tanh(x) =

(4)

Het verschil met de sigmoid functie is dat het punt van symmetrie van tanh(x) de oorsprong

is. Hierdoor kunnen de outputs verschillen in teken.

58 Gupta, D., 2020
59 Sharma et al., 2020
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Tegelijkertijd is ook tanh(x) snel gesatureerd en daarom niet aantrekkelijk om te gebruiken als

activatiefunctie.

ReL.u is een grote verbetering op de andere activatiefuncties. De afgelopen jaren wordt ReLu
steeds meer geimplementeerd in neurale netwerken. De functie is erg efficiént. Omdat voor
elke input &; met &; < 0 wordt een output van 0 gegenereerd. Indien &; > 0, is de output
simpelweg &;. Het domein van de functie is daarmee [0, [ . Dit domein geeft een goede
representatie van de mate waarin een bias bijdraagt aan een input. Een kleine bias ligt
namelijk buiten het gedefinieerde domein en zal dus resulteren in het niet mee laten wegen

van de betreffende node.5° 61 62

Wiskundig is ReLu geformuleerd als;

f(x) = max (0,x) of f(x) = {2 ;C; 8

(5)

De outputs die activatiefuncties geven kunnen worden beschouwd als de kans dat een
bepaalde data-eenheid tot een specifieke class (een class is hetzelfde als een categorie)
behoort. Activatiefuncties worden daarom gebruikt in binaire classificatie. Echter, in een
neuraal netwerk voor multi-dimensionele classificatie is het niet voldoende om een kans als
output te krijgen voor louter twee classes. In een classificatieprobleem met meerdere
dimensies zijn er in de output layer meer dan twee nodes te vinden. Het is daarom van belang
dat er een output voor elke class, oftewel elke node, wordt gegenereerd. De functie die
hiervoor kan zorgen is de Softmax functie. Softmax genereert een output tussen de 0 en 1. Op

deze manier kan de output als een kans worden gezien. Softmax is gedefinieerd als:

e

02); =
()l }(zlezj

(6)
Softmax karakteriseert zich door een vector z als argument te nemen. Deze vector is

opgebouwd uit waarden z;, waarvoor geldt z; € R. Dit brengt echter een probleem met zich

mee: doordat de waarden van de vector z alle reéle waarden aan kunnen nemen, ontstaat er

60 Sharma et al., 2020
61 Gupta, 2022
62 Ding et al., 2018
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geen goede kansverdeling. Op de vector wordt de standaard exponentiele functie toegepast
(e*), ook nu is er nog steeds geen sprake van een goede kansverdeling. De uitkomsten van
elke dimensie moeten namelijk opgeteld op 1,0 uitkomen (100%).

Om dit probleem te verhelpen wordt in de noemer een sommatie toegevoegd: Zj-‘zl e”. Dit
garandeert dat er een goede kansverdeling ontstaat (dat de sommatie van alle kansen die
gegenereerd worden door K dimensies van de vector altijd op 1 uitkomt). K staat hier voor het

aantal classes of vector dimensies van z.8

Als voorbeeld nemen we vector z = [6, 9, 4, 2] als input. Het objectief is om de elementen
in de vector om te zetten in een kansverdeling. We beginnen met het toepassen van de

exponentiéle functie op elke term van de vector;

e?t = e® = 403,42 ...

e?2 =¢% =8103,08...
e? =e* =5459..
e? =e¢?=1738..

Nu zal de normalisatie term moeten worden berekend:;

Z e%i = eZ 4 %2 4 % 4 % = 8568,49 ...

J=1

Men beschikt nu over alle componenten om voor elke dimensie een goede kansverdeling op te

stellen (Het totaal van de kansen komt nu uit op 1,0 (100%);

o 40342, _ o
91 = 856849 ..
o, 810308... _
%)z = g5e849 .. 0
54,59 ..
7)o = —22" 637 .1073
0(2); = gregao .~ O3 0
738 ..
— _ ] — . —4
0(z), = 856849 .. 8,61.. -10
63 Wood, z.d.
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Dit representeert voor iedere dimensie ongeveer een kans van;
0(z); =47%

0(z), = 94,5%

0(z); = 0,6%

0(z), =0,1%

Uit deze resultaten kan men concluderen dat de grootste kans is dat de input behoort tot class

Z2.

2.3.3 Het leerproces van een neuraal netwerk

Zoals eerder is besproken, ligt de essentie van een kunstmatig net vooral in de manier waarop
het netwerk "leert”. Met behulp van algoritmes kunnen neurale netwerken bepaalde patronen
herkennen in data en daarmee de data classificeren. Hoe meer data een netwerk ingevoerd
krijgt om te classificeren, hoe beter het net wordt in het vervullen van deze taak. Hiermee is
een duidelijk verschil te zien tussen traditionele algoritmes en ANN's. Oudere modellen raken
op een bepaald punt gesatureerd. De kwantiteit van de data speelt hierbij geen rol in de
verbetering van de prestatie van het model.®* In tegenstelling tot neurale netwerken waarbij
het leerproces, en daarmee de prestatie van het net, berust op de kwantiteit van de data. Het
model bereikt geen plateau. Echter, hoe werkt dit leerproces precies? Hoe kan een netwerk de

prestatie verbeteren met behulp van de aangevoerde datasets?

A
Deep learning

Most learning
Performance algorithms

Amount of data

Figuur 2.6: Een visualisatie van de mogelijkheden die Deep Learning biedt
ten opzichte van traditionele algoritmes.*

64 M. Kraus, 2019
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Om te beginnen is het raadzaam om te weten wat wordt bedoeld met "leren”. Met het leren
van een neuraal netwerk bedoelen we het proces van het zoeken naar de juiste weights en

biases die de functionaliteit van het netwerk optimaliseren.

In het begin worden de weights en biases willekeurig gekozen. Wanneer het netwerk nu de
opdracht krijgt om een bepaald beeld te classificeren, zal dit leiden tot een onjuist antwoord.
Men weet dat dit een onjuist antwoord is omdat de data altijd is gelabeld met het juiste
antwoord, ter vergelijking. Dit onjuiste antwoord kan worden gebruikt om enkele parameters
in het netwerk aan te passen. Vanuit een wiskundig perspectief tracht er een functie te worden
opgesteld om de afwijking van de outputs van het juiste antwoord in kaart te brengen. Deze

functie wordt de error functie (ook wel cost functie) genoemd °;
1 2
E@) =5 ) 19 — ti
o

(7)

Hierin zijn ¢(¢;, w;) en t; respectievelijk de output van een node en de gewenste output van
een node (target value). Het somteken is aanwezig omdat de functie de afwijking van alle
output nodes in kaart brengt (daarvoor fungeert de “o0” onder het somteken) . Hiervoor dienen
de afwijkingen van alle output nodes bij elkaar opgeteld te worden. De error functie is in feite
niks anders dan de absolute waarde van het verschil tussen de output en de gewenste output
(de afwijking van het gewenste antwoord). Toch wordt de cost functie gekwadrateerd. Dit

wordt gedaan om drie redenen ¢

e Een kwadratische functie levert ons in algebraisch opzicht veel voordelen. Wanneer
namelijk de afgeleide wordt genomen, zal de twee wegvallen tegenover de constante
voor de somteken.

e Het maakt dat grote weights een grotere rol spelen in de afwijking.

e Voor deze functie geldt dat voor elke waarde a (a € Dg) 3 lim  E(w) zodat
w-—a
lim E(w) = E(a). Zodoende is differentiaalrekening toepasbaar op de error functie.
w—-a

Echter, de afgeleide van de absolute waarde is niet gedefinieerd op a = 0, waardoor

de functie van de absolute error niet continu differentieerbaar is.

65 Bishop, 2006
66 Rashid, 2016
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Het doel is om een zo klein mogelijke waarde E(w) te verkrijgen. Dat zal immers betekenen
dat de output erg dicht bij het gewenste antwoord ligt. Een manier om dit te bereiken is om de
error functie te differentiéren en zo het universele minimum te bepalen. Deze aanpak leidt
echter al snel tot problemen aangezien een neuraal netwerk soms wel tienduizenden

parameters kan bevatten en E(w) daarom veel argumenten zal hebben.®’

2.3.4 Gradient descent

Een efficiéntere aanpak ten opzichte van de error functie, is de zogenaamde gradient descent.
In plaats van een minimum te vinden voor de functie door de afgeleide te bepalen, wordt er
een gradiént gebruikt. Een gradiént is een manier om de output te bepalen als de weights
worden aangepast. Het geeft de grootte van de variatie aan in de richting waarin de functie
verandert. De gradient wordt geformuleerd als een richtingsvector die bestaat uit de partiéle
afgeleiden van de functie (ook wel de Jacobi matrix genoemd). Om dit concept te

verduidelijken zal er een voorbeeld worden gegeven.®

Gegeven is de functie f(x, y) = x%y. Het objectief is om systematisch, zonder direct gebruik
te maken van de afgeleide, een minimum voor f(x, y) te vinden. De Jacobi matrix bevat de
richting en grootte van de "stap” die moet worden genomen om het hoogste punt te bereiken.

De gradiént is dan als volgt te formuleren;

of 0
or- B )

dx’ dy

(8)

of
a—ny,
d
f_
dy

e Vf = [2xy, x?]

De gradiént kan zodoende worden gebruikt om vanaf een willekeurig punt a,, , het minimum
te bereiken. Dit kan worden gedaan door voor elk nieuw punt a,,,, de richting te bepalen waar

het punt zich naar moet verplaatsen, totdat een minimum wordt bereikt ;

57 Nijelsen, 2015
68 MIT OpenCourseWare, 2010
69 Kwiatkowski, 2021
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Apt+1 = An — ny(an)

(9)

Deze formule geeft de richting aan van de verplaatsing naar het minimum. Deze richting
wordt op elk punt a,,, opnieuw geévalueerd. De parameter y is een constante en zorgt ervoor dat
de verplaatsing steeds kleiner wordt naarmate a,, het minimum nadert, hiervoor moet de
parameter een kleine waarde aannemen. Dit voorkomt dat de extreme waarde gepasseerd

wordt.”®

In de context van het trainingsproces van een neuraal netwerk is het doel om een minimum te
bereiken van de error functie. Dit moet worden gedaan door de juiste weights en biases te
vinden. Om de juiste weights en biases te vinden, is het nodig om een gradiént van de error
functie te gebruiken opdat de nieuwe positie steeds opnieuw geévalueerd kan worden.
Immers, door de gradiént kan men te weten komen hoe de error verandert als de weights en
biases aan worden gepast. De aanpassing van de weights en biases kan dan als volgt worden

geformuleerd %,

L+1) _ (L)
Wi = Wi = /WE(a)jk)

0E
@+ _ @) _
S W = Wiy /1<_8wjk>

(10)
L+1) _ @)
b;""" = b — AVE(b;)

OE
L+1) _ 1)
= bj = bj A <_6bj>

(11)

70 Donges, 2022
71 Svozil et al., 1997

36




Om de weight aan te passen die een node j en een node k verbindt, wordt de oorspronkelijke
weight geévalueerd door er een gradiént op toe te passen. Zo kan worden achterhaald hoe
groot de verandering moet zijn aan de
oorspronkelijke weight om de nieuwe
weight, w1, te verkrijgen. Wederom
wordt er een parameter, 1, toegepast die nu
specifiek de learning rate ' wordt
genoemd. Deze learning rate bepaalt hoe

snel een model zich adapteert aan het

probleem. Een kleine learning rate zal

ervoor zorgen dat gradient descent veel

Figuur 2.7: Een plot van een error functie als functie van de

langzamer gaat, dit verkleint het risico op weights.”

het missen van een minimum.”

Het aanpassen van een bias gaat op een vergelijkbare manier. Een duidelijk verschil is echter
dat de gradiént nu wordt geévalueerd

op een bepaald punt met betrekking tot de bias,

en niet tot een weight. Een belangrijk punt om

op te merken is dat de gradiént een negatief

teken heeft, omdat de verplaatsing altijd

tegengesteld is aan de richtingsvector.

2.3.5 Backpropagation

De essentie in dit optimalisatievraagstuk is om de gradiént van de error functie te berekenen,
VE . VE is opgebouwd uit alle partiéle afgeleiden die een rol spelen in het aanpassen van de
error. Dit zijn de afgeleiden van de error functie met betrekking tot de weights en biases van
elke layer L ;

v = 0E  OE 0E OE
T @ 9p®’ T W 5pD

(12)

72 Njelsen, 2015
73 Genesis, 2022

37




Om VE te bereken, moet er een expressie worden gevonden voor de partiéle afgeleiden. Dit
kan worden gedaan door de output als het ware terug te herleiden. Er wordt dan gekeken naar
welke factoren in eerdere layers hebben bijgedragen aan de afwijking. Dit kan verhelderd

worden door middel van een visualisatie;

(L1 L0

@)

E(w)

Figuur 2.8: Een visualisatie van de mate waarin
verschillende parameters bijdragen aan de error.

In het diagram zien we hoe het signaal van bovenaf wordt bewerkt, en uiteindelijk (samen met
de target output) in een error. Zoals al eerder uitgebreid is uitgelegd, wordt de output van een
node uit de vorige layer (x~1)) gebruikt als input voor een node uit layer L . Hier worden een
weight en een bias aan gekoppeld om een gewogen som te formuleren. Op de gewogen som
wordt een non-lineaire functie toegepast zodat het product ¢(¢) ontstaat. Vervolgens wordt er,
samen met de target value ¢t , een error E(w) geformuleerd. Op deze manier wordt het signaal

door het netwerk verzonden. Om deze reden wordt dit proces forward propagation genoemd.
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Het doel is om te weten hoe de error functie verandert als de weight die node j uit layer L — 1
verbindt met node k uit layer L verandert. Hiervoor wordt het signaal niet vooruit gezonden,
maar wordt er achterwaarts geredeneerd. De term hiervoor is daarom backwards propagation.

Een wiskundige notatie hiervoor is de partiéle afgeleide van de error functie ten opzichte van

de weight wjy; aa—Ek Deze afgeleide kan niet ogenblikkelijk worden beschreven. De reden
wj

hiervoor is dat er sprake is van één of meer tussenliggende variabelen. Dat betekent dat de

verandering van een weight een functie is van de verandering van de andere variabelen. Om

% _ e berekenen, is dus de kettingregel nodig. Deze kan worden opgesteld door vast te

aa)jk
stellen dat de waarde van E(w) verandert wanneer de output ¢(& j) verandert. De output
fluctueert wanneer de gewogen som, ¢;, wordt aangepast. Wanneer de weight w;;, wordt
aangepast, zal dit een invlioed hebben op de waarde van de gewogen som ¢;. Zodoende kan de

afgeleide worden bepaald 7;

(13)

__0 1 e p 200 9%
_afp(fj)zzojlgo(fj) 11736 o

Dit kan worden herleid door op te merken dat de output van een node alleen afhangt van de
weights die een verbinding hebben met die node. VVoor een node j is men daarom niet
geinteresseerd in de outputs van de overige nodes ’°;

_0 1y 1200(8) 9

_ 99(¢;) 9;
= (e(&) -1) 35, day.

74 MIT OpenCourseWare, 2010
75 Rashid, 2016
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az_(;,-) is de afgeleide van de activatiefunctie. Om een concreet beeld vast te stellen zal worden
J

uitgegaan van de sigmoid functie die in paragraaf 2.3.2 is genoemd ’;

1
1+e™*

olx) =

=>d0_d 1 _d(1+ ~x)-1
dx dxl4+e* dx €

=—1+e™®?%2.e* —1=0+e¥)2.e*
Clte*-1 1 (14e* 1 ( 1 )
T o 14e* 14e* \l4+e* 1+e*)\14e*

“Stel O'(X) = $”

d
S d_z =o(x)(1-0a(x))

(14)
Uit eq. 13 en eq. 14 volgt dan het volgende;
0¢;
= (¢(§) — 1) - a(&)) (1 - U(fj)) P
a
= (o) =)o) (1-0(6) g0 ) me
JEP
= (e —4) - a(§)) (1 —U(fj)) "%
Algemeen geldt dan: a‘;% =(p()—t) - ¢'(§5) - x
(15)

Deze expressie kan nog algemener worden omschreven. Er bestaat namelijk niet één vorm
van de error functie. De afgeleide van de error functie kan simpelweg worden gesubstitueerd

door de algemene partiéle afgeleide van elke error functie in verhouding tot de output;

76 Anidhya Athaiya et al., 2020
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O0E OE

aw,k 640(51) )y

(16)

Deze uitdrukking geldt echter alleen wanneer j € L. Deze uitdrukking moet worden
aangepast wanneer de weight een node uit de input layer verbindt met een node uit de hidden

layer, oftewel wanneer j € Lj;qqen. D€ component die opnieuw moet worden geformuleerd

zal de afgeleide met betrekking tot de output van de layer L — 1 zijn, oftewel —— P (f y - Om de
J

partiéle afgeleide wiskundig te kunnen formuleren, zal de situatie eerst kritisch moeten
worden onderzocht. Wanneer de output van een node j uit de layer L een afwijking heeft,
dragen alle nodes k uit L — 1 (die een input van j aanpassen met een weight) bij aan de error.
Daarom zal er een sommatie op alle nodes uit L — 1 moeten worden toegepast. De partiéle

afgeleide zal dan zijn " '8;

OE Z 0E dp(g)" o
o0(s;)  &ov g aplV

(17)

Hierin is p de output van een node. De superscripts geven de layer aan waar een parameter
zich bevindt. De subscripts geven de node in de desbetreffende layer aan. Deze afgeleide is

verder te herleiden;

0E . 8¢
< Z ap(L)qo (SJ)ap(LJ n - Z ap(L)‘p &) -

key 9Pj ke

Nu kunnen er twee universele uitdrukkingen worden opgesteld voor de aanpassing van de

weights afhankelijk van de positie van node j .

77 Svozil et al., 1997
78 Budhwant, 2018
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VOOI’j € Loutput;

0 _ B ey
dwj 6<p(fj) (XY J
(18)
Voor j € Lpjqgen;
OE 0E
o = Z —5¢ (Eop - 0'(&) - %
jk ke¢6 ;
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2.4.1 Convolutionele neurale netwerken

Convolutionele neurale netwerken (CNN) zijn een toepassing van de ANN architectuur die in
de vorige paragrafen is behandeld. Tegelijkertijd maakt een CNN gebruik van andere
technieken, waardoor CNN's breed toepasbaar zijn, in tegenstelling tot een eenvoudig
feedforward ANN. ANN's blijken namelijk inefficiént te zijn als het gaat om beeld- en
audioverwerking. Zoals eerder is uitgelegd, kan een beeld worden gezien als een vector van
waarden. Hierin is elke pixel gerepresenteerd als een getal. De vector dient vervolgens als
input voor het feedforward network. Hierbij ontstaat echter een probleem, het netwerk herkent
hierdoor alleen pixelwaarden. Het kan echter geen ruimtelijke structuren herkennen. Een
CNN daarentegen beschikt wel over vermogen om ruimtelijke structuren te herkennen. Dit

wordt gedaan door een filter op de afbeelding toe te passen.

Het tweede aspect dat convolutionele neurale netwerken onderscheidt van ANN's, is het feit
dat er veel minder parameters nodig zijn om een beeld te kunnen classificeren. In een
feedforward netwerk fungeerde een output van een neuron uit de vorige layer als input voor
een neuron uit de volgende layer. Ter illustratie, voor een beeld van het formaat 224x224 met
drie kleuren zijn er al snel rond de 150.000 weights nodig.

Een CNN beschikt over meerder gespecialiseerde layers die elk één taak hebben. Elke layer

richt zich op het identificeren van één deel van het beeld. De output is een matrix met een
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kansverdeling. Deze kansverdeling kan worden geinterpreteerd als de kans dat het beeld

behoort tot een bepaalde class.’® &

2.4.2 De architectuur van een convolutioneel net

Fully

Convolution Connected

Input

Feature Extraction Classification

Figuur 2.9: Een afbeelding van de kenmerken en de architectuur van een convolutioneel netwerk.8!

Een convolutioneel neuraal netwerk kenmerkt zich door drie layers:8!
1) Convolutie layer

2) Pooling layer

3) Fully connected layer

In deze paragraaf zullen deze layers en enkele concepten worden behandeld.

73 Shreya, 2022
80 Stewart, 2019
81 Ogundokun, 2022
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2.4.2.1 Convolutie layer

Wanneer een feedforward netwerk wordt input neurons
gevisualiseerd, worden de input neuronen

verticaal gerangschikt. In een

convolutioneel neuraal netwerk worden de

00000 hidden neuron
T=Yars fus

neuronen op een andere manier e

weergegeven, als een vierkant. Zo ontstaat
er een groepje nodes in de convolutielayer
die allemaal aan slechts één node in de eerste hidden Figuur 2.10: Een visualisatie van de manier
N ) . waarop een node in de hidden layer aan
layer zijn verbonden.®? Bovendien is elke groep nodes  meerdere nodes in de convolutielayer
.. . . verbonden kan zijn.#?
verantwoordelijk voor een gebied van de input data.
Zo kan de nadruk worden gelegd op verschillende
eigenschappen en kunnen de details van een beeld
worden herkend. Een groepje gespecialiseerde nodes
in deze layer dat fungeert als een filter wordt een

local receptive field of kernel genoemd.®?

De kernel verschuift langs de hele afbeelding, beginnend bij de bovenste rij pixels. Zo
doorloopt de kernel elke rij pixels door totdat de hele afbeelding is gepasseerd.® Tijdens het

verschuiven wordt er een lineaire

transformatie toegepast op de input

afbeelding doordat er een scalair product

* —
wordt genomen van de waarden van het
Kernel

convolutievenster en de pixelwaarden van |

. | 1 Output
de input. PE—
Een kernel verschuift niet noodzakelijk één Figuur 2.11: De werking van de kernel op de

inputafbeelding.8

pixel. Het convolutievenster kan namelijk

ook meer pixels verschuiven. Het aantal pixels waarover een kernel verschuift tijdens één
verplaatsing wordt de stride genoemd.

Wanneer de stride bijvoorbeeld 3 pixels is, zal het venster 3 pixels per keer verschuiven. De

afmetingen van een kernel worden bepaald door de kernel size. Een kernel size van 4 is

82 Rashid, S., 2019
83 Martinez, 2020
84 Anh H. Reynolds, 2019
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bijvoorbeeld een receptive field van de afmetingen 4x4. Het is conventioneel om een kernel

size van 3 of 5 te nemen.®

Wanneer er een convolutievenster wordt toegepast op de input data resulteert dit in een
afname van de omvang van de output data. Dit komt onder andere door het feit dat een kernel
sommige waarden vaker passeert dan andere waarden en dat daarom sommige waarden veel

minder worden meegerekend. Dit komt bijvoorbeeld voor bij de randen van een afbeelding.

Een oplossing hiervoor is om padding toe te passen. Padding houdt in dat er aanvullende
dimensies aan de originele input worden toegevoegd. Deze supplementaire waarden zorgen
ervoor dat de output wel dezelfde afmetingen hebben als de afmetingen van de
oorspronkelijke input. De padding rand bestaat uit nullen, zodat de uitkomst niet wordt
beinvloed. Zo worden in figuur 2.11 de afmetingen veranderd van 6x6 naar bijvoorbeeld 8x8.
De bijbehorend output zal vervolgens 6x6 worden, in plaats van 5x5 wanneer er geen padding
zou zijn toegepast. Om de juiste padding size te kiezen, moet er rekening worden gehouden
met de afmetingen van het convolutievenster. Wanneer de afmetingen van een input i; x i,
zijn en de afmetingen van een kernel k; X k;, , dan zijn de afmetingen van de output gegeven

door;
(il_kl+1) X (lb_kb+1)

(20)

Wanneer er p, padding rijen in de lengte worden toegevoegd en p,, padding kolommen in een

breedte worden de afmetingen van de output gegeven door;
(e —ki+p+1) X (ny —kp +pp+ 1)

(21)
Hieruit volgt dat de juiste parameters voor p, enp, p; = k, —1enp, = k;, — 1 zijn.86 87888

Nadat er meerder kernels zijn toegepast op de afbeelding, wordt er een feature map opgesteld.
Hierin zijn de verschillende kenmerken zichtbaar waar een groepje nodes gespecialiseerd in is

om te detecteren. Zo kan de plek van een bepaalde eigenschap in de afbeelding worden

85 Brownlee, 2019
86 Stewart, 2019
87 Kumar, 2022

88 Martinez, 2020
89 Bapat et al., z.d.

45




weergegeven. In figuur 2.12 ziet u een feature map.*® Op de donkere plekken, is de
eigenschap vrijwel niet gedetecteerd. Op de gele plekken zijn de eigenschappen juist wel
gedetecteerd. Dit komt doordat de nodes op deze plekken "sterkere” weights hebben (weights
met een grote importantie binnen het netwerk). Filters reageren sterker op de

corresponderende input pixels, in tegenstelling tot nodes met "zwakkere" weights. %

Figuur 2.12: Een feature map.*°

2.4.2.2 Pooling layer

Een andere layer die kenmerkend is voor het CNN is de pooling layer. In de pooling layer
worden de outputs van de convolution layer verkleind, dit proces heet down sampling. Zo
worden de dimensies van de feature maps verkleind, waardoor een netwerk minder

parameters heeft om aan te passen. Hierdoor wordt het neurale net in rekunkundig opzicht

veel efficiénter.

Een veel voorkomende variant van pooling, is max pooling. Hierbij wordt er een filter op een
bepaalde regio van de feature map toegepast. Vervolgens wordt alleen de maximumwaarde
van de desbetreffende regio meegenomen. De gegenereerde output zal vervolgens alleen de
meest prominente waarden bevatten van de feature map. Zo blijven alleen de belangrijke
parameters over en worden alle irrelevante parameters verwijderd.

Wanneer er bijvoorbeeld op een groep nodes van 4x4 een max pool functie van 2x2 wordt

toegepast, zal er per regio (2x2) één maximumwaarde worden meegenomen om de output te

% Tertiary Infotech, 2021
%1 Khandelwal, 2020
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genereren. Na max pooling zal er daarom een groep neuronen van 2x2 ontstaan.% Hierdoor

wordt het aantal nodes grofweg met 75% gereduceerd.

Max Pool - 7
—_—»
Filter - (2 x 2)
Stride - (2, 2) 8

Figuur 2.13: Een visualisatie van max pooling.??

Een andere vorm van pooling is average pooling. Intuitief kan worden gesteld dat de exacte
plaats van een eigenschap vrijwel niet belangrijk is. Wat wel belangrijk is, is de positie van
een eigenschap ten opzichte van andere eigenschappen. In tegenstelling tot max pooling
waarbij er per regio alleen de meest sterke parameter wordt meegenomen in de output, wordt
er bij average pooling een gemiddelde genomen van alle parameters. Dit resulteert in een
output bestaand uit de gemiddelde positionele waardes van de eigenschappen binnen een
feature map.% Hierna worden deze output waardes samengenomen tot een matrix en

doorgevoerd naar de volgende layer.

Average Pool . 4.5
—_—

Filter - (2 x 2)

Stride - (2, 2) 425

Figuur 2.14: Een visualisatie van average pooling.%3

92 Savyakhosla, 2022
93 Savyakhosla, 2022
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2.4.2.3 Fully Connected Layer

De convolutional en pooling layers behoren tot de eerste fase van het oplossen van een
classificatieprobleem: feature extraction. Hierbij worden alle relevante eigenschappen
genomen uit de input data. De tweede fase is het daadwerkelijk classificeren van de
afbeeldingen. Hiervoor zijn de fully connected layer en output layer van groot belang.

De fully connected layer krijgt als input een één dimensionale vector van de pooling layer (de
output na de pooling was oorspronkelijk multi-dimensionaal, deze is echter flattened tot een
één dimensionale vector). Daarna wordt er een finale versie van de feature map aangemaakt.
Daarnaast geeft een fully connected layer de mogelijkheid om het netwerk non-lineaire
functies aan te leren.

Na de fully connected layer kunnen de feature maps worden geclassificeerd door de output
layer. De output layer bestaat uit net zo veel neuronen als classes. Zodoende wordt er een
kansverdeling opgesteld voor elke class. Hierbij representeert de output van elke node een

kans dat de afbeelding bij de class hoort die de node representeert.%*

2.5 Convolutie als wiskundige operator

Een convolutie layer ontleent zijn naam aan de convolutie, een wiskundige berekening. De
convolutie wordt aangeduid met het teken = 95. Dit teken wordt weliswaar ook gebruikt voor
gewone vermenigvuldigingen, maar moet hier niet mee verward worden. In deze paragraaf zal
een uitleg worden gegeven van deze wiskundige berekening. Hierbij zal worden gekeken naar

de toepassing van de convolutie in het net.

Om te beginnen zal worden gekeken naar de output van een node in de hidden layer die zich

bevindt in rij i en kolom k %;

1-1b-1

b
Z Wip X X(1+0),(1+k)
b=0

1
@
1=0

(22)

94 StackExchange, 2022
% Wolfram MathWorld, z.d.
% Songho, z.d.
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Hierin zijn w; p, , X141, 1+ €N @ () respectievelijk de weight matrix (bestaand uit de weights

van elke connectie met elke node uit de recpetive field) met afmetingen [ x b, de input van de
node uit de hidden layer (gepositioneerd op {x, y}) en de activatiefunctie.

Daarnaast is te zien dat de limieten van de somtekens afhankelijk is van de afmetingen van de
weight matrix. Algemeen geldt dat bij een weight matrix van [ x b de limieten gegeven zijn

door:l—1enb—1.

Deze notatie kan compacter worden geformuleerd;

Boeee )

i

(23)

Hierin zijn Y, ;9; , w en )} ; x; respectievelijk de verzameling outputs, de weight matrix en de
verzameling inputs. Daarnaast wordt er op de weight matrix en de som van de inputs een
convolutie toegepast, aangeduid met een asterisk (x). Wiskundig is een convolutie van twee
functies f en g gedefinieerd als de integraal van het scalair product van de twee functies

waarbij g een translatie van t is ondergaan ten opzichte van de x-as %" %;

(f *9)(®) = f F@g(t—1) dr
(24)

Om dit concept te verduidelijken zal er een voorbeeld worden gegeven.

Gegeven de functies fen g ;

fle) =t3—4t
g) =t?

Belangrijk is om op te merken dat voor functies die alleen op R*worden ondersteund

(negatieve argumenten maken de verplaatsing 0), de grenzen anders kunnen worden beperkt
99.

97 Better Explained, z.d.
%8 Colah, 2014
99 Wikipedia-bijdragers (3), 2022
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(ﬂmxw=ff@ma—ﬂm
0
(25)

Voor f, g: [0,0] - R

De convolutie van £(t) en g(t) is dan;
t

(F+9® = [ @ - a0 - 0de
0

t
o f (t?13 — 1% — 4t%1 + 47)dT
0

t2t* 15 4t2%¢2 4 473 t
@ —_—— —— —
4 5 2 3

0

t2(O)* > 4t2()?* 4()3

55 t—3 —(0-0-0+0)
te  t5 4t* 4¢3
(:}_—_—_ —
4 5 2 3
t®  t5  4t* 4¢3
. (f*g)(t)= Z_E_T-I_T

In de context van de convolutie layer kan f bijvoorbeeld worden gezien als de output van een
local receptive unit en g als de weight matrix bestaand uit alle weights van de nodes in de
unit. Om de feature map te berekenen moet de volgende berekening worden uitgevoerd (de

linear rectifier, ReLu, wordt als activatiefunctie genomen);

fi_j,k = max(wg *Xi s 0)

(26)

Hierin refereert {i, j} naar de positie in de pixel index, staat x; ; voor de input op positie {i, j}

en is w} de getransposeerde weight matrix.*% 101

100 | in et al., 2014
101 Koushik, 2916
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2.6 Overfitting

Als er sprake is van overfitting in een neuraal netwerk, komen bepaalde eigenschappen
dusdanig veel in de data voor, dat het neurale netwerk dit gaat associéren met uitkomsten,
terwijl dat niet de bedoeling is.X%? Als een neuraal netwerk bijvoorbeeld wordt getraind om
getallen te herkennen, en er telkens bij het getal acht een blauw hoekje op de afbeelding staat,
kan het neurale netwerk het blauwe hoekje met het cijfer acht associéren, terwijl dat niet de
bedoeling is. Dit kan ook vergeleken worden met het boek The Signal and the Noise!®: het
netwerk kan soms de ruis, de irrelevante aspecten herinneren in plaats van het signaal te

herkennen.

Er zijn meerdere oplossingen mogelijk om dit probleem te verhelpen.% Het verkrijgen van
meer data is hier één van. Als er meer data zijn, zal er minder kans zijn op toevallige
overeenkomsten die herkend worden door het neurale netwerk. Er zullen nog steeds bepaalde
aspecten zijn die in een bepaalde hoeveelheid van de data terugkomen, maar in het grote
geheel zal er steeds maar één aspect zijn dat steevast terugkomt, en dat is hetgeen waar het

neurale netwerk op getraind moet worden; in ons geval zal het de longkanker zijn.

Een andere oplossing houdt in dat het neurale netwerk zelf vaak versimpeld kan worden. Als
een gecompliceerd neuraal netwerk simpele data verkrijgt, zal er des te meer worden gezocht
naar overeenkomsten; het netwerk is overfitting. Dat kan dus gecorrigeerd worden door het

netwerk eenvoudiger te maken. Het netwerk kan ook vereenvoudigd worden door de weights

kleiner te maken, of zelfs enkele X

. X
neuronen weg te laten. Bij een X

X X
neuraal netwerk kan er dus soms
X X X X X X
gesproken worden dat hoe simpeler X X XX X
Under-fitti A irate-fitti (o] -fitti
het netwerk, hoe beter het werkt; P ppropirateriting forcettting. oo
explain the variance) good to be true) NG

‘Less is more’.
Figuur 2.15: Een visualisatie van overfitting.1?

102 dewangNautiyal, 2022
103 Nate Silver, 2015
104 dewangNautiyal, 2022
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2.7 Conclusie

De deelvraag die centraal stond in dit hoofdstuk is:

‘Hoe werken neurale netwerken en hoe kunnen wij deze gebruiken om longkanker te

detecteren?’

Allereerst is in dit hoofdstuk gekeken naar de werking van het menselijk brein. Hierbij stond
de interactie tussen biologische neuronen centraal. Vervolgens is er op dit proces gelaboreerd
om een kunstmatig model te beschrijven, dat geinspireerd is door de werking van het
menselijk brein. Daarnaast is gekeken naar de verschillende componenten van een kunstmatig
net, en hoe een neuraal net eigenlijk leert. Toch bleek een ordinair feed forward netwerk niet
toereikend om ons classificatieprobleem op te lossen. Om die reden werd een andere vorm
van het ANN geintroduceerd, het convolutionele neuraal netwerk. Dit netwerk bleek veel
overeenkomsten te hebben met het MLFNN maar had tegelijkertijd ook speciale concepten
die de architectuur van dit netwerk uniek maken. VVan deze onderdelen is de werking extensief
behandeld.

Concluderend, neurale netwerken werken door patronen in data te herkennen en kunnen zo
een input classificeren. VVoor een iets complexer classificatie probleem zoals het detecteren
van longkanker is een feedforward netwerk niet genoeg, en zal men daarom gebruik moeten
maken van een convolutioneel neuraal netwerk. Vervolgens kan een aanzienlijk aantal scans

van de longen als input gebruikt worden, om de detectie van longkanker te automatiseren.
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Hoofdstuk 3

Het ontwerp van SynapticEdge
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Introductie Hoofdstuk 3

In de vorige twee hoofdstukken is een anatomische beschrijving gegeven over de bouw van
de longen en de ziekte longkanker. Daarnaast is de werking van neurale netwerken extensief
behandeld. Met deze kennis in het achterhoofd, kunnen wij nu de behandelde concepten
implementeren in een model door zelf een kunstmatig neuraal net op te zetten dat longkanker
detecteert. Om ons doel voor dit hoofdstuk duidelijk te maken, kunnen wij onszelf de

volgende deelvraag stellen:

‘Hoe functioneert ons neuraal netwerk, en wat is de structuur ervan?’

Om een antwoord te vinden op deze vraag, zullen in dit hoofdstuk allereerst de
benodigdheden voor dit project worden uiteengezet. Dit betreft zowel de hardware als de
software die zullen worden gebruikt. Daarna zal er een stroomdiagram worden opgesteld dat
zal fungeren als het fundament voor ons netwerk. Hierin staan de componenten globaal in
beschreven. Tot slot zal stapsgewijs worden uitgelegd hoe ons programma is geschreven en
hoe het functioneert. Het is goed om te bemerken dat de getoonde code ‘#’ bevat gevolgd
door groene tekst. Deze maken geen onderdeel uit van de code, maar zijn slechts

opmerkingen om te verduidelijken wat de code inhoudt.

54




3.1.1 Benodigdheden

Om een convolutioneel neuraal netwerk te programmeren, zal eerst moeten worden

geinventariseerd welke middelen nodig zijn om dit te kunnen doen. Hierin maken wij

onderscheid tussen hardware en software. Daarnaast zal moeten worden gekeken naar een

programmeertaal om de code voor het netwerk in te schrijven. Voor dit convolutioneel

neuraal net is gekozen om de code in de programmeertaal Python te schrijven. Deze taal is

geselecteerd wegens de volgende redenen:

1)

2)

3)

De programmeertaal biedt uitstekende mogelijkheden om goed leesbare code te
schrijven, python lijkt namelijk erg veel op de menselijke taal. Hierdoor is de taal veel
meer intuitief en is het mogelijk om zeer complexe programma'’s in een beknopte
manier te schrijven. Dit is in tegenstelling tot andere programmeertalen, die vaak
abstracter zijn. Hierdoor loopt de programmeur tegen het risico dat de nadruk vooral
ligt op het oplossen van problemen in de code en niet op de technische aspecten van
het programma.

Python is een voortreffelijke keuze als het gaat om het modelleren van een neuraal
netwerk, vanwege de vele integreerde libraries. Deze libraries besparen een
ontwikkelaar veel tijd omdat ze over onderliggende code beschikken om extensieve
taken op te lossen. Dit maakt de ontwikkelingsomgeving goed gestructureerd en
optimaal om goede code te schrijven.

Python code is universeel en onafhankelijk van de omgeving waar het in getest wordt.
Hierdoor wordt het ondersteund door veel besturingssystemen. Dit maakt het

makkelijker om de code op verschillende systemen toe te passen.

De benodigdheden voor het kunstmatig neuraal net zijn zoals eerder gezegd te onderscheiden

in hardware en software. Daarnaast wordt gebruik gemaakt van een dataset. Hierna volgt een

beknopt overzicht van al deze benodigdheden. Vervolgens zal bij elk onderdeel een korte

toelichting worden gegeven;
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Hardware

Een computer (zie figuur 3.1) met de volgende
specificaties is gebruikt:1%

Grafische Kaart: ROG Geforce GTX 1070 Ti

Processor: AMD Ryzen 5 3600

Werkgeheugen: Corsair Vengeance LPX DDR4 2x8 GB
Moederbord: Asrock B450M Pro4 Micro-ATX
Voeding: CORSAIR CX750 80 PLUS Bronze
CPU-Koeler: NZXT Kraken X73

Computerkast: Icue 465X RGB Mid-Tower

Figuur 3.1: Een afbeelding van de
gebruikte hardware.10

Software

e Integrated Development Environment (IDE): Jupyter Notebook (Visual Studio Code)
e Programmeertaal: Python
e Softwarebibliotheken: - Matplotlib

- Numpy

- Pandas

- Tensorflow

- Keras

Dataset

e Lung and Colon Cancer Histopathological Images (kaggle.com)

e 25.000 pathologische afbeeldingen, waarvan 15.000 afbeeldingen van longweefsel.1%

105 Eigen werk, 2022
106 Borkowski et al., 2019
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3.1.2 Softwarebibliotheken

Om een neuraal netwerk te kunnen programmeren is het zeer belangrijk om libraries te
gebruiken. Deze bibliotheken verschaffen de programmeur van verscheidene functies, die
nodig zijn om code te kunnen schrijven. Deze functies lossen de basisproblemen op. Hierdoor
hoeft een programmeur zich hier niet druk over te maken, waardoor het proces veel efficiénter
wordt. Daarnaast bevatten softwarebibliotheken veel bijkomende functies, die op de
achtergrond taken behandelen die met alleen de programmeertaal niet zouden kunnen worden
uitgevoerd, of heel omslachtig zouden moeten worden beschreven om uit te kunnen voeren.
Softwarebibliotheken zijn eigenlijk niks anders dan code die andere programmeurs hebben
geschreven en gepubliceerd opdat andere ontwikkelaars de code gelijk kunnen implementeren

in hun projecten.

In ons neuraal netwerk hebben wij de softwarebibliotheken matplotlib, numpy, pandas,
tensorflow, scikit-learn en opencv gebruikt. Wij zullen eerst een beschrijving geven van deze

softwarebibliotheken, zodat u weet waarvoor deze dienen.

Tensorflow is een library die vooral wordt gebruikt voor machine learning. Keras is een API
dat gesitueerd is op tensorflow. Matplotlib, numpy en pandas zijn onderdeel van een

overkoepelend systeem genaamd SciPy.

Matplotlib is een softwarebibliotheek die veelal wordt gebruikt voor het plotten van grafieken
en het visualiseren van data. In de context van een neuraal netwerk kan dit handig zijn om
bijvoorbeeld de datasets te visualiseren of om de nauwkeurigheid uit te zetten tegenover de

epoch (cyclus van een trainingsfase).1%’

De numpy bibliotheek wordt veel gebruikt voor zogenaamde scientific computing. Het wordt
doorgaans gebruikt om wiskundige operaties uit te voeren op multi-dimensionele reeksen,
zoals matrices en tensoren. Daarnaast bevat numpy veel mathematische functies om deze
arrays te kunnen manipuleren. VVoorbeelden hiervan zijn lineaire algebra, Fourier
transformaties, goniometrische operaties en statistische berekeningen.

Centraal staan in numpy de multi-dimensionele arrays, of ndarrays. Een ndarray is een
datastructuur dat een N-dimensionale array moet voorstellen. De objecten die hierin zijn
opgeslagen zijn van dezelfde grootte en worden op dezelfde manier geidentificeerd. Deze

Numpy arrays zijn vergelijkbaar met de traditionele Python lists. Echter, python lists kunnen

107 Techopedia (2), 2 juli 2019
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verschillende datatypen bevatten waardoor berekeningen uitvoeren moeilijker en inefficiénter

is. Het is in dit geval dus beter om gebruik te maken van Numpy arrays, 08 109 110

Pandas is de laatste bibliotheek van het SciPy ecosysteem die wij zullen gebruiken voor het
programmeren van het neuraal netwerk. Pandas is een krachtige doch simpel te gebruiken
bibliotheek dat een ontwikkelaar permitteert om data te analyseren en andere taken uit te

voeren die te maken hebben met het bewerken en analyseren van data.

Voor het daadwerkelijk modelleren van het neuraal netwerk hebben wij gekozen voor de
bibliotheken Tensorflow en Keras. Tensorflow is ontworpen door het Google Brain Team en
is gericht op numerieke berekeningen. Tensorflow is gemakkelijk te gebruiken en is daarom
erg populair om neurale netwerken te programmeren. Het kan worden gezien als een
verzameling aan wiskundige functies die gebruikt kunnen worden om complexe problemen in
machine learning op te lossen. Tensorflow geeft een programmeur de gelegenheid om met
relatief weinig code een neuraal netwerk te bouwen. Dit kan dankzij de onderliggende
frameworks en API's.

Een van de API's die wij zullen gebruiken is Keras. Keras wordt veel gebruikt in de machine
learning wereld. De nadruk ligt bij Keras vooral op drie aspecten: (i) eenvoud,; (ii) flexibiliteit
en (iii) vermogen. Keras is ontworpen om alle complexe problemen die zich op de
achtergrond afspelen op te lossen, waardoor een model eenvoudig kan worden gebouwd.
Daarnaast gaat Keras uit van het principe dat programma'’s niet onnodig complex moeten
worden beschreven. Dat wil zeggen dat zelfs complexe programma'’s duidelijk
geprogrammeerd kunnen worden. Deze simpliciteit beinvloedt de werking van Keras echter
niet negatief. Integendeel, het staat in de sector bekend om het vermogen dat door Keras
wordt geleverd. fog; 111 112 113 114

Niet alleen deze softwarebibliotheken zullen worden gebruikt in de code. Tijdens het
programmeren zullen, naast de bovenstaande modules, ook andere modules en bibliotheken
worden geimporteerd. Dit zal worden aangegeven op de plekken waar de modules zullen

worden gebruikt.

108 What is NumPy?, z.d.
105 NumPy, z.d.

110 Hy, J., 2022

111 Tensorflow, z.d.

2 yegulalp, S., 2022
113 Team, K. (z.d. -a)

114 Team, K. (z.d. -c)
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3.1.3 Dataset

De gegevens die zullen worden gebruikt in dit project zijn onderdeel van een dataset van de
site kaggle.com. Kaggle is een community van datawetenschappers en deep learning
ontwikkelaars die datasets publiekelijk maken om machine learning projecten te kunnen
verwezenlijken.

De dataset die wij gebruiken is: " Lung and Colon Cancer Histopathological Images". Deze
dataset bestaat uit 750 afbeeldingen van longweefsel en 500 afbeeldingen van darmweefsel.
De 750 longweefsel afbeeldingen zijn onderverdeeld in drie classes met elk 250 afbeeldingen:
(i) goedaardig longweefsel; (ii) long adenocarcinoom (tumor die ontstaat in de buitenste delen
van de long) en (iii) long plaveiselcelcarcinoom (tumor die ontstaat in de plaveiselcellen, de

binnenkant van de longen). s;

Op al deze afbeeldingen is er vervolgens data augmentation®® toegepast. Hierdoor bevat de
uiteindelijke set in totaal 25000 afbeeldingen waarvan 15000 afbeeldingen tot longweefsel
behoren. Elke class bevat dus 5000 afbeeldingen die zijn ontstaan uit 250 afbeeldingen per
class. Data augmentation is niks anders dan het genereren van nieuwe data uit de
oorspronkelijke data door
verschillende technieken toe te

passen. Dit wordt gedaan om

Augmented
data

de kwantiteit van de data te

verhogen en meer variatie te
brengen in de data, zonder Figuur 3.2: Een visualisatie van de werking van data augmentation.11®
daadwerkelijk nieuwe data te

vergaren. Door de toename van de data en diversiteit in de data, heeft een neuraal netwerk
meer materie om van te leren. Hierdoor wordt de precisie van een netwerk positief beinvloed.
Bovendien verlaagt meer data de kans dat een neuraal netwerk op de verkeerde patronen zal

letten, waardoor het risico op overfitting sterk wordt verminderd.

Data augmentation kan worden bereikt door kleine veranderingen toe te brengen aan de data.
Hieronder valt bijvoorbeeld het spiegelen van een afbeelding, het verkleinen van een
afbeelding, padding, roteren en andere translaties. Algemeen werkt data augmentation op de

manier zoals in figuur 3.1 wordt weergegeven.

115y, Li Sharon, 2020
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Het proces begint met de oorspronkelijke data dat als input fungeert in dit systeem. Deze
wordt doorgevoerd naar de augmentation pipeline. Dit is een virtuele buis waar de processen
voor de augmentation in plaats vinden. Nadat het beeld is bewerkt, komt het als output uit het
systeem. Hierop volgt menselijke verificatie; daarbij wordt door een expert beoordeeld of de

nieuwe, geaugmenteerde data bruikbaar is voor het trainingsproces van een neuraal netwerk.
116 117 118

3.2 Stroomschema voor het proces

Voor dit project is het praktisch om een stroomschema op te stellen alvorens te beginnen met
het schrijven van de code. Alhoewel het stroomschema slechts in grote lijnen het proces

beschrijft, zal het ons erg assisteren om ons programma logisch op te stellen. °

Softwarebibliothe Data visualiseren Data
ken en dataset preprocessing
importeren
+train
set y
Model evaluatie + test Model voor
(model prestaties set convolutioneel
en visualisatie < neuraal netwerk
van de bouwen
resultaten)

Figuur 3.3: Het stroomschema van de verwezenlijking van ons neuraal netwerk.1?

Om te beginnen zullen alle nodige softwarebibliotheken en de dataset moeten worden
geimporteerd. Daarna zal de data worden gevisualiseerd om meer kennis te verkrijgen over
onder meer het formaat van de data. Vervolgens zal het model worden geprogrammeerd en

worden getraind met een trainset. Na het trainingsproces zal het model worden getest door

116 Shah, D., 2022

117 Gondhalekar, A., 2021
118 Dilmegani, C. , 2022
119 Eigen werk, 2022
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middel van een testset, ofwel validatie set. Uiteindelijk zal de prestatie van het netwerk

worden beoordeeld.
3.3.1 Het importeren van softwarebibliotheken

Allereerst zullen alle benodigde softwarebibliotheken moeten worden geimporteerd in het
programma. Dit kan worden gedaan door de import functie te gebruiken.

Nadat een bibliotheek is geimporteerd kan uit deze softwarebibliotheek weer een
deelbibliotheek of speciale functie worden geimporteerd. Om dit te bereiken kunnen twee

varianten worden gebruikt;

from (naam van softwarebibliotheek) import (naam van deelbibliotheek of functie)
Of

import (naam van softwarebibliotheek).(naam van deelbibliotheek of functie)

Naast de softwarebibliotheken zijn er ook andere modules geimporteerd. Deze modules
beschikken over functies die beeldverwerking minder gecompliceerd maken. Daarnaast
hebben wij de module warnings geimporteerd. Deze module beschikt over een functie
genaamd filterwarnings() dat de weergave van waarschuwingen handhaaft. Deze functie neemt
als argument een beperkt aantal strings. In de code is het argument "ignore™
geimplementeerd.'?° Hierdoor worden niet-fatale waarschuwingen genegeerd. In figuur 3.3

zijn alle (voorlopig) geimporteerde bibliotheken en modules te zien.'?!

iarnings

gs.filterwarnings("ig

import sklearn

Figuur 3.4: Alle geimporteerde bibliotheken en modules.1?!

120 Rjturajsaha, 2020
121 Eigen werk, 2022
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3.3.2 Het verkrijgen en importeren van de data

De gebruikte dataset is zoals eerder gezegd afkomstig g

~ UNTITLED (WORKSPACE)

van kaggle.com.?2 Om de data te kunnen gebruiken in

de code is het nodig om de set ook in de

> lung_

ontwikkelingsomgeving te importeren. In Visual
Studio Code kan dit worden gedaan door in de
zogenaamde explorer een nieuwe map toe te voegen
aan de omgeving. De dataset bevindt zich nu ook in het

domein van de IDE, dit is te zien in figuur 3.4.123

Figuur 3.5: De dataset bevindt zich in de IDE.123

3.3.3 Data visualisatie

Om een classificerend model te programmeren, is het van belang een goed beeld te hebben
van de data. Dit betreft kennis te vergaren over alle categorieén in de dataset en het

visualiseren van enkele afbeeldingen binnen de categorieén.

Allereerst zullen we kijken naar de categorieén die zich in de dataset bevinden. Dit kan op
verschillende manieren worden gedaan. Zo kan de dataset worden gerepresenteerd als een list,
waarin elke afbeelding een element in die list representeert. Dit proces is echter erg
langdradig gezien de hoeveelheid data waar wij mee te maken hebben.

Een betere manier om deze opdracht te benaderen is om gebruik te maken van de "OS"
module die al is geimporteerd in het programma. OS bevat vele handige functies die te maken
hebben met het manipuleren van folders. Een van deze functies is os.listdir(). Dit is een functie
die alle afbeeldingen in de set omzet naar elementen die samen een list representeren.
Vervolgens extraheert de functie alle directoires in een bepaalde folder. Hiervoor neemt de
functie de path als argument. In de path staat gespecifieerd waar een bepaald bestand (in

welke map) zich bevindt. Daarna kan er een variabele worden toegekend aan de method die

122 De specifieke URL kan gevonden worden in de bibliografie, onder de naam ‘Larxel’.
123 Eigen werk, 2022
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de path bevat als argument. Zodoende kan de opdracht worden gegeven om deze variabele uit

te printen. De code ziet er dan zo uit;1?4 125

path = U Wt
categorie = os.listdir{path)

print({“"De wvolgen
print{categorie)

Figuur 3.6: De code in python nadat de ‘path’ is toegekend als argument.?24

De output die het systeem dan teruggeeft is de volgende;?°

De volgende categorie&n zijn gevonden in " C:\Users\tedde\Downloads\lung colon_image set\lung image sets

["lung aca®, "lung n", "lung scc’]

Figuur 3.7: De output van het systeem na het toekennen van ‘path’ als argument.126

We kunnen dus zien dat de longweefsel afbeeldingen zijn onderverdeeld in drie classes met
elk: (i) goedaardig longweefsel (lung_n); (ii) long adenocarcinoom (lung_aca, tumor die
ontstaat in de buitenste delen van de long) en (iii) long plaveiselcelcarcinoom (lung_scc,
tumor die ontstaat in de plaveiselcellen, de binnenkant van de longen). VVoor een volledige
beschrijving van deze typen longkanker kan hoofdstuk 1 worden geraadpleegd.

Nu we weten welke classes zich in de dataset bevinden, kunnen we uit elke class een
afbeelding weergeven om een beter beeld te krijgen van de pathologische foto's in de dataset.

Hiervoor gebruiken we de deelbibliotheek matplotlib.pyplot en de module OpenCV.

Allereerst kan er een hoofdfiguur worden aangemaakt. In dit hoofdfiguur zullen drie
afbeeldingen (één afbeelding per categorie) worden uitgezet. Om de hoofdfiguur aan te maken
kan gebruik worden gemaakt van de method .figure(). Deze wordt gebruikt om een nieuw
figuur aan te maken en neemt als argument figsize=(x,y). Hierin staan x en y respectievelijk
voor de lengte en breedte van het nieuwe figuur. Vervolgens worden er twee nieuwe
variabelen aangemaakt, rijen en kolommen. Deze geven aan uit hoeveel rijen en hoeveel
kolommen de hoofdfiguur zal bestaan. Om de afbeeldingen weer te geven is het belangrijk
om te realiseren dat de afbeeldingen kunnen worden gezien als meerdere sub figuren binnen

de hoofdfiguur. Voor elke afbeelding tracht er daarom afzonderlijk een nieuw sub figuur te

124 Eigen werk, 2022
125 Abhishekm482g. , 2022
126 Eigen werk, 2022
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worden aangemaakt. Hiervoor wordt aanvankelijk de method imread()gebruikt. Dit is een
functie die tot OpenCV behoort en neemt als argument een path en laadt vervolgens de
afbeelding waaraan de path refereert. Wanneer de afbeelding door middel van deze method is
geladen, kan dit proces worden opgeslagen in een aparte variabele, om deze later in de code te
gebruiken. Daarna kan er voor elke afbeelding een sub figuur worden aangemaakt door uit de
deelbibliotheek pyplot de method .add_subplot() toe te passen. Belangrijk om op te merken is
dat deze functie ook de positie van het sub figuur in het hoofdfiguur als argument neemt.
Vervolgens worden respectievelijk .axis() en .title() gebruikt om de assen weer te geven en
aan elke afbeelding de desbetreffende class toe te kennen. Om het uiteindelijke product weer
te geven wordt .imshow() gebruikt. Deze neemt de variabele die eerder is opgeslagen (om de
afbeelding door middel van de path te extraheren). Wanneer dit proces op elke class wordt

toegepast krijgen we de volgende code;*?” 128

fig = plt.figure(figsize=(10, 7))

Figuur 3.8: Een afbeelding van de code na het toepassen van de
genoemde processen.127

Zodoende verkrijgen we de volgende visualisatie; 2

lung_aca lung_n lung_scc
= B > N © = 7 -
PR

Figuur 3.9: Een visualisatie van de resultaten na het toepassen van de code
op de dataset.1?9

127 Eigen werk, 2022
128 Sharma, V.
129 Eigen werk, 2022
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3.3.4 Data preprocessing

Een neuraal netwerk kan een dataset dat uit afbeeldingen bestaat niet zomaar als input

gebruiken, de afbeeldingen bevinden zich namelijk niet in het goede formaat. Om een neuraal

netwerk te kunnen trainen en te testen op de afbeeldingen in onze dataset, moeten alle

afbeeldingen voorbewerkt worden, opdat ze wel in het goede formaat worden omgezet. Deze

voorbewerking van data wordt in de Al-sector ook wel data preprocessing genoemd. Data

preprocessing heeft betrekking op de volgende aspecten: '

1)

2)

3)

De afbeeldingen in onze dataset hebben een formaat van 758x758. Wanneer deze
afbeeldingen aan een netwerk worden voorgelegd tijdens de trainingsfase, zal het erg
lang duren om alle pixels te analyseren. Dit gaat in strijd met de derde eis die wij
hebben opgesteld, namelijk dat het netwerk in maximaal een uur getraind moet kunnen
worden. Daarnaast betekent het feit dat er meer pixels zijn er meer nodes en layers
nodig zijn. Hierdoor moet er een onnodig groot netwerk worden geprogrammeerd, en
dat gaat in strijd met de eerste eis die door ons is opgesteld, die betrekking heeft op de
compactheid van ons netwerk. Om dit op te lossen moeten afbeeldingen van een groot

formaat worden verkleind.

Afbeeldingen kunnen niet in hun oorspronkelijke vorm als input dienen voor een
neuraal net. Een van de belangrijkste redenen hiervoor is dat de softwarebibliotheken
alleen kunnen fungeren als de inputs in een numpy array staan. Daarnaast zorgen
numpy arrays ervoor dat berekeningen snel kunnen worden uitgevoerd door de numpy
bibliotheek.

Niet alleen voor het trainen van een neuraal netwerk is data nodig, ook voor het testen
van een net is er data nodig. We hebben echter maar één dataset tot onze beschikking

en zullen daarom de dataset moeten verdelen in een test-set en een train_set. De test-

set zal fungeren als een soort proef die aan het netwerk wordt voorgelegd om zo de

afwijking in kaart te brengen en de nauwkeurigheid.

130 Allg, S., 2021

65




Om het bovenstaande te kunnen implementeren in het programma, zal er naast Numpy en
Pandas (die al eerder zijn geimporteerd) ook scikit-learn worden gebruikt. Specifiek zal de
module train test split worden geimporteerd. Deze module zullen wij later in dit
gedeelte van de code gebruiken om de dataset onder te verdelen in een train-set en een test-

set.

Allereerst maken wij twee lege lists aan om hier later gemakkelijk elementen aan toe te
kunnen voegen. De lists worden aangemaakt voor zowel de dataset als de labels die horen bij
elk element uit de dataset (de label was het goede antwoord dat bij een bepaald element
hoort). Om de dataset om te zetten in een numpy array zou men gebruik kunnen maken van de
method np.asarray () en deze toe te passen op elke afbeelding. Dit kan uiteraard pas
worden gedaan nadat elke afbeelding met behulp van de bibliotheek OpenCV is geopend door
middel van cv2.imread () . Echter, gezien het feit dat onze dataset uit 15000 afbeeldingen
bestaat, is deze aanpak niet efficiént.

Een betere werkwijze zou zijn om een loop in het programma te gebruiken. Deze loop moet er
allereerst voor zorgen dat alle afbeeldingen in de dataset om worden gezet in een list die
bestaat uit de afbeeldingen. Hiervoor gebruiken we de method glob.glob (). Deze method
neemt als argument een verwijzing naar een bepaalde afbeelding (de path van een bepaalde
afbeelding). Maar omdat we willen dat de method wordt toegepast op alle afbeeldingen, wordt
er een algemene path geformuleerd die voor elke afbeelding geldt: {path}/{cat}/*.jpeg.
Dit kan worden gezien als de algemene uitdrukking voor de path van elke afbeelding omdat
alle paths deze vorm hebben. Ze beginnen namelijk elk met de path van de hele dataset,
vervolgens de path van de categorie en als laatste eindigen ze op het bestandstype jpeg. De
loop zorgt ervoor dat de handeling die door glob.glob () wordt verricht net zo lang door
blijft gaan totdat elke afbeelding is behandeld.*3!

Aan het begin van de loop staat de functie enumerate () deze zorgt ervoor dat elke herhaling
wordt genummerd, om zo het aantal herhalingen te weten®,

Nadat alle afbeeldingen in een lijst zijn gezet wordt de lijst opgeslagen in een variabele
"scans" om te gebruiken in de volgende loop. Deze loop zorgt ervoor dat voor elke
afbeelding die zich in de lijst "scans" bevindt de functie cv2.imread () wordt toegepast.
Zodoende worden alle afbeeldingen uit het bestand gehaald en zijn ze klaar om te worden

gebruikt. Vervolgens worden deze afbeeldingen in een formaat dat door het netwerk kan

131 Boyle, T., 2022
132 GeeksforGeeks (1), 2022
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worden verwerkt omgezet. Dit wordt gedaan door de functie cv2.resize () te gebruiken.
Als argument neemt deze method de afbeelding die moet worden aangepast en het gewenste
formaat van de afbeelding. Vervolgens worden de verkleinde afbeeldingen aan de lege lijst
die eerder is aangemaakt (datasets) toegevoegd door middel van de standaardfunctie
.append () . Vervolgens wordt door middel van dezelfde method, na elke herhaling, een

label die correspondeert met een bepaalde afbeelding toegevoegd aan de lege lijst "label™. 133
134

Vervolgens moet de dataset worden opgedeeld in een deel dat kan worden gebruikt voor de
trainingsfase, en een deel dat kan worden gebruikt voor de testfase. VVoordat dit kan worden
gedaan moeten de variabelen worden gedefinieerd die hieraan refereren. We definiéren de
volgende variabelen: x test, y test, x train, y train.Hierin staan "x"en"y"
respectievelijk voor de afbeeldingen uit de test- of trainset en de labels die horen bij de
corresponderen met die afbeeldingen uit de test- of trainset. Na de variabelen te hebben
gedefinieerd kan de dataset worden opgesplitst. Dit wordt gedaan door middel van

train test split ().Aan deze method worden de volgende specificaties gegeven:

1) De te scheiden componenten die in dit geval de dataset en de daarmee corresponderende

labels zijn.

2) Het percentage van de dataset dat moet worden gebruikt voor het op de proef stellen van
het neuraal net, dit wordt de test size enis in dit geval vastgesteld op 0.2 . Dat wil

zeggen dat 20% van de dataset wordt gebruikt voor de testfase.

3) random_state Is de parameter die ervoor zorgt hoe en in welke mate dezelfde
afbeeldingen worden gebruikt voor de testfase. Wanneer deze op nul wordt ingesteld zullen

steeds andere afbeeldingen gebruikt worden voor de testfase.

Het nadeel aan train test split () isdatvoor elke gedefinieerde variabele een list
wordt aangemaakt. Dat is onhandig voor een neuraal netwerk, we wilden namelijk alle lijsten

omzetten naar een numpy array.

133 Abhishekm482g. , 2022
134 How to read images into a script without using imageio or sickit image, 2018
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Om dit toch te doen kan de Numpy-method
np.asarray () 3> worden toegepast op alle
vier variabelen. De code voor het
voorbewerken van de data ziet er dan als

volgt uit; 1%

Figuur 3.10: De code die de data preprocessing uitvoert.136

3.4 Modelleren

Nu de data zijn voorbewerkt kan het neurale netwerk worden geprogrammeerd. Hiervoor
gebruiken wij de softwarebibliotheek tensorflow. Specifiek gebruiken wij hier de
deelbibliotheek keras.

Een neuraal netwerk modelleren met behulp van keras is relatief eenvoudig. Allereerst dient
er een class te worden gemaakt voor het net, dit wordt gedaan met behulp van
.Sequential (). Vervolgens worden de verschillende componenten toegevoegd aan het
netwerk door middel van . add () . In ons model willen wij vier convolutie layers gebruiken.
Na elke convolutie layer zullen we een pooling layer met de functie MaxPool toepassen. Dit
wordt gedaan om het aantal feature maps te reduceren (zie hoofdstuk 2). Daarna zullen de
outputs moeten worden omgezet naar een één-dimensionale vector (door de Flatten functie).
Tot besluit zal deze output worden aangevoerd aan twee Fully Connected Layers. Deze output
wordt weer aangevoerd aan de output layer die drie nodes bevat (elke node representeert één
categorie) en zo een scan kan classificeren. Verder is het belangrijk om op te merken dat in
elke laag de ReLU activatiefunctie is gebruikt, behalve in de laatste laag. In de output laag
moet de input namelijk worden geclassificeerd en daarvoor is softmax geschikt. 3’

Er zal nu per component in het netwerk een beknopte uitleg volgen:

Input layer

Aan de input wordt er allereerst een convolutie toegevoegd (Conv2D). De eerste parameter

die moet worden gespecifieerd is het aantal filters dat moet worden toegepast op de input in

135 GeeksforGeeks (2), 2018
136 Eigen werk, 2022
137 Tensorflow, 2022
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deze laag. Daarna moeten de afmetingen van de kernel worden gekozen. Wij hebben de
afmetingen 5x5 gekozen omdat dit de standaard is in de sector voor de input layer. Na de
kernel te hebben gespecifieerd moet de input shape worden gedefinieerd. Hiervoor worden
allereerst de afmetingen geconstateerd (256x256) en de hoeveelheid primaire kleuren waar we
mee te maken hebben (3). Als laatste wordt ReLu als activatiefunctie gesteld en wordt er

padding toegepast in de laag.

Convolutie lagen

In de convolutie lagen van het middenstuk van ons neuraal netwerk bestaan er grote
overeenkomsten met de input layer van het netwerk. Er bestaan echter drie verschillen:

- In deze lagen hoeven de eigenschappen van de input niet te worden gespecifieerd omdat
deze lagen de inputafbeelding niet direct aangevoerd krijgen.

- De afmetingen van de kernel zijn kleiner gemaakt (3x3). Dit is gedaan omdat er in de Al-
sector over het algemeen de kernel in de hidden layers een kleinere afmeting heeft dan de
kernel in de input layer.

- Het aantal filters wordt steeds verdubbeld na elke laag. Dit wordt gedaan omdat elke laag
andere patronen moet analyseren. Hierdoor moeten nodes in andere lagen op meer patronen
letten dan nodes in vorige lagen. Hiervoor zijn meer filters nodig. Dit kan worden vergeleken
met een camera dat het beeld steeds groter probeert te maken. Zo wordt ook hier na elke laag

steeds verder "ingezoomd" op de input, hier zijn dus steeds meer filters voor nodig.

Maxpool lagen

Na elke convolutie laag is er een Maxpool laag toegevoegd zodat het aantal parameters dat na
het opstellen van de feature maps wordt verkleind. Hierdoor kan het netwerk sneller
functioneren omdat er dan minder parameters in het geding zijn. In deze functie tracht de

pooling size te worden vastgesteld. Wij hebben deze gezet op 2x2.

DFOQOUt

Om overfitting zo veel mogelijk tegen te gaan, kan de module Dropout worden toegepast. Dit
betekent niks anders dan dat enkele nodes worden weggelaten en zo dus niet meetellen in het
proces. De dropout hebben wij gesteld op 0.2 (in latere trainingsfases op 0.3), dit betekent dat

van elke vijf nodes, één node weg zal vallen.

Output layer

De output layer is niks anders dan een Fully Connected layer dat bestaat uit drie nodes (de 3
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staat in dit geval voor het aantal nodes, niet het aantal filters omdat dit geen convolutie layer

is). Daarnaast is, zoals eerder aangegeven, de softmax functie als activatiefunctie gebruikt.

Nadat alle lagen van het netwerk zijn gedefinieerd moet het model een laatste stap ondergaan:
de samenstelling van het model. Deze stap moet worden volbracht alvorens het model kan
beginnen met de trainingsfase. Hiervoor gebruiken we de method . compile (). Om deze
method te gebruiken dienen er drie aspecten te worden bepaald:

- Loss: dit heeft betrekking tot welke error functie zal worden gebruikt. Ons model
classificeert data in meer dan twee categorieén. Wij zullen daarom gebruik moeten maken van
de zogenaamde Sparse Categorical Crossentropy. Deze error gaat namelijk specifiek terug op
de verkeerde categorie die door een neuraal netwerk wordt gekozen om de input te
classificeren.

- Optimizer: voor de trainingsfase wordt er gebruik gemaakt van gradient descent (zie
hoofdstuk 2). Om dit direct te implementeren in een programma zal er veel code moeten
worden geschreven. Dit gaat in strijd met de eerste eis, namelijk dat het programma zo
compact mogelijk moet zijn geschreven. De optimizer is een oplossing voor dit probleem.
Keras biedt namelijk de mogelijkheid om uit verschillende optimizers te kiezen die gradient
descent op de achtergrond uitvoeren. Als optimizer hebben wij "adam™ gebruikt. Uit
onderzoek is namelijk gebleken dat Adam de meest efficiénte optimizer is. Het is namelijk
een snelle methode die weinig parameters nodig heeft om goed te kunnen functioneren. Adam
berekent automatisch de partiéle afgeleiden van de error functie en past na elk deel van de
trainingsfase de learning rate aan waardoor het vrijwel onmogelijk is om het minimum te
passeren.138 139 140

- Metrics: het laatste argument dat moet worden gespecifieerd is "metrics™. Dit argument
wordt gebruikt om het model te evalueren. Een model kan op verschillende vlakken worden
geévalueerd. Wij hebben gekozen om de nauwkeurigheid van ons net te evalueren, en het

argument dat daarvoor aan metrics moet worden gegeven is daarom "accuracy" .4

138 Gjordano, D., 2022

139 Gupta, A., 2022

140 Team, K. , z.d.-b

141 Keras — Model Compilation, z.d.
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De code voor het aanmaken van ons model ziet er dan als volgt uit; 142

neuraal _net .add( 5), input

neuraal_ne

neuraal

neuraal_net.add(F

neuraal _net.add( 256, activation

neuraal_net.add( 128, activation

neuraal_net.add( 0.2))

neuraal_net.add(l 3, activation =

neuraal_net.summary()

.utils.plot_model(
neuraal_net,
show_shapes = >
show_dtype = »
show_layer_activations =

plot_model (neuraal_net, to _file= '

ann_viz(neuraal_net, filename=
e.from_file('S

5')

graph_file =

neuraal_net.save(

'uraa]_npt.rnmpilp{

shape=(2

3

adding

» show_shapes=

title=

Figuur 3.11: De code die ons model aanmaakt.

142 Eigen werk, 2022
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Nadat het netwerk is samengesteld kan het net op verschillende manieren worden
gevisualiseerd. Allereerst kunnen we door middel van . summary () een beknopt overzicht

krijgen van de hoeveelheid parameters in elke layer;*4

Model: "sequential 2"
Layer (type) Output Shape Param #
conv2d 8 (Conv2D) (None, 256, 256, 32 2432

max_pooling2d 8 (MaxPooling (None, 28, 32 e
2D)

conv2d_9 (Conv2D) (None, = 5 6 18496

max_pooling2d 9 (MaxPooling (None, ’ (%]
20)

conv2d_10 (Conv2D) (None, 64,

max_pooling2d 18 (MaxPoolin (None, 32,
g2D)

conv2d 11 (Conv2D) (None, 3

max_pooling2d_11 (MaxPoolin (None,
g2D)

flatten 2 (Flatten) (None, 3
dense_6 (Dense) (None,
dense_7 (Dense) (None,
dropout_2 (Dropout) (None,

dense_8 (Dense) (None,

Total par , €
Trainable params: 8,664,515

Non-trainable params: ©

Figuur 3.12: Een overzicht van het aantal parameters.143

In de bovenstaande figuur is per layer het type en het aantal parameters weergegeven. We
zien dat ons netwerk over maar liefst acht miljoen parameters beschikt.

Om ons model grafisch weer te geven kunnen we gebruik maken van de graphviz
softwarebibliotheek. Zodoende verkrijgen we dan de volgende visuele representatie van ons

netwerk; 14

143 Eigen werk, 2022
144 Eigen werk, 2022
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We kunnen zien hoe de input langs elke laag in het netwerk wordt gevoerd en welke
parameters hier op worden toegepast, om uiteindelijk in de output layer de afbeelding te

kunnen classificeren in drie categorieén.

3.5 trainen

Nadat het netwerk is samengesteld kan het programma nu de trainingsfase doorlopen.
Hiervoor moet een functie worden gedefinieerd voor het trainen van het netwerk. Dit kan
worden gedaan door de method . £it () te gebruiken. Deze neemt als argumenten allereerst
de trainset en de daarbij behorende labels. Daarnaast moet de zogenaamde batch size worden
vastgesteld. Dit is de hoeveelheid data dat een netwerk toegevoerd krijgt in één deel van de
trainingsfase. Een te grote batch size zal erin resulteren dat het netwerk de training niet kan
voortzetten vanwege de overvloed aan data per tijdseenheid. Een trainingsfase is namelijk
opgedeeld in meerdere tijdseenheden, die epochs worden genoemd. Ook deze epochs moeten
worden vastgesteld. Naast de trainset moeten ook de testset en bijbehorende labels als
argument worden genomen. De verbose parameter heeft niks met het trainingsproces zelf te
maken, maar heeft betrekking op de grafische weergave tijdens het trainen.

In python ziet de trainingsfunctie er dan als volgt uit;*°

train_fx = al_net.fit(x_train , y_train,

Figuur 3.13: Een visualisatie van de trainingsfunctie van ons netwerk.14>

145 Eigen werk, 2022
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3.6 Conclusie

In dit hoofdstuk is er gekeken naar hoe ons neuraal netwerk is geprogrammeerd. Daarbij

hebben wij de volgende deelvraag gesteld:

"Wat is de structuur van ons neuraal netwerk en hoe werkt het?"

Allereerst hebben wij gekeken naar de benodigde hardware en software om het kunstmatig net
te kunnen programmeren. Daarna is verder gekeken naar de dataset waar ons neuraal netwerk
op is gebaseerd. Deze dataset moest eerst voorbewerkt worden voordat het als input kon
dienen voor het neuraal net. Als laatste is gekeken naar alle onderdelen van ons neuraal net en

hoe het kan worden getraind

Concluderend, ons neuraal net beschikt over vier convolutie layers die allemaal worden
gevolgd door een Maxpooling layer. De output layer beschikt over drie nodes die de drie te
classificeren categorieén representeren. Ons neuraal netwerk werkt doordat er een train
functie is gedefinieerd en wordt toegepast op ons model. Hierbij wordt er niet direct gradient

descent toegepast, maar gebeurt dit via een module in een softwarebibliotheek.
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Introductie Hoofdstuk 4

In het vorige hoofdstuk is er gekeken naar de structuur van het netwerk ‘SynapticEdge’. In dit
hoofdstuk willen wij dit in de praktijk brengen, door het netwerk te gaan trainen. Vervolgens
zullen de resultaten van deze trainfase gevalideerd worden om tot een resultaat te komen. Om

dit te bereiken, kunnen wij onszelf de volgende vraag stellen:

‘Hoe presteert ons neuraal netwerk en hoe kunnen we dit optimaliseren?’
4.1 Visualisatie

In het vorige hoofdstuk is gekeken naar de architectuur van ons model en de manier waarop
wij deze kunnen trainen. In dit hoofdstuk zal gekeken worden naar de prestatie van dit model.
Voordat dit kan worden gedaan zal allereerst een beter beeld moeten worden gevormd van de
output tijdens het trainingsproces die enige informatie geeft over de resultaten die het netwerk
behaalt. In figuur 4.1 is een soortgelijke output te zien.*6 We kunnen zien dat het model zich
op het moment van trainen in de derde epoch bevindt. Rechts van de epoch is het aantal inputs
te zien die door het netwerk zijn gegaan. Daarna is te zien hoeveel tijd er wordt gedaan om
éen input te doorlopen. Verder zijn ook de afwijking (loss) en nauwkeurigheid (accuracy) van
het netwerk te zien. Hierin onderscheidt men de afwijking en nauwkeurigheid van de trainfase
(accuracy en loss) met de afwijking en nauwkeurigheid van de testfase (val_loss en
val_accuracy).

Epoch 1/30 375/375 [m===================——=====——=—=] - 335 75ms/step - loss: 2.8045 - accuracy:
0.7264 - val_loss: 0.3513 - val_accuracy: 0.8520

0.7782 - val_loss: 0.3937 - val_accuracy: 0.8387

Epoch 3/30 375/375 [z=============================] - 275 71ms/step - loss: 0.3787 - accuracy:
0.8376 - val_loss: 0.2994 - val_accuracy: 0.8783

Figuur 4.1: Een voorbeeld van de output die het netwerk kan geven.146

146 Eigen werk, 2022
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Om te kunnen zien hoe ons netwerk presteert, zal men gebruiken moeten maken van enkele
visuele representaties. Deze visuele representaties kunnen worden opgesteld door middel van
code in Python te schrijven. Hiervoor zal gebruik worden gemaakt van de softwarebibliotheek
Matplotlib.

De visualisaties die wij zullen gebruiken om te kunnen zien hoe ons netwerk presteert zullen
niets anders dan grafieken zijn. In deze grafieken zullen de nauwkeurigheid van het model en

de afwijking als functie van de epoch worden weergegeven.

Om deze grafieken weer te geven in Python kunnen de standaard functies uit Matplotlib
worden gebruikt. Allereerst zal .plot() worden gebruikt om een grafiek aan te maken. Om de
grafiek te specifiéren moet er een argument worden meegegeven aan deze method. Hiervoor
gebruiken we de metric die eerder is gespecifieerd: "accuracy”. Hierna volgen de methods om
de bijschriften en overige stijlen van de figuren aan te passen. Hierbij moet gedacht worden
aan .xlabel() en .ylabel() die fungeren voor de bijschriften van de x- en y-as. Wanneer dit
proces wordt herhaald voor zowel de nauwkeurigheid als de afwijking verkrijgt men de

volgende code;*’

1t.plot(train_fx.history[’

_'...Xlabel( epocn nummer )
1t.grid()

y1t. show()

plt.plot(train fx.history[ *loss’]
plt.ylabel( loss")
plt.xlabel( 'epoch nummer")
plt.grid()

1t.show()

Figuur 4.2: De code waarmee de resultaten gevisualiseerd worden. 47

147 Eigen werk, 2022
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4.2 Resultaten van de eerste training

Voor de eerste training hebben wij het aantal epochs op "10" gezet. Alhoewel het mogelijk is
om het aantal epochs hoger te zetten, hebben wij ervoor gekozen om dit eerst niet te doen, uit

voorzorg voor de gebruikte hardware. De resultaten van de eerste training zijn als volgt;
Epoch 1/10

375/375 [==============================] - 475 1@1ms/step - loss: 4.2702 -
accuracy: 0.5056 - val_loss: 1.0993 - val_accuracy: 0.3213

Epoch 2/10

375/375 [==============================] - 325 87ms/step - loss: 6.7781 -
accuracy: 0.5579 - val loss: 0.5945 - val_accuracy: 0.6747

Epoch 3/10

375/375 [==============================] - 335 87ms/step - loss: 0.6177 -
accuracy: 0.6532 - val_loss: 0.5186 - val_accuracy: 0.7717

Epoch 4/10

375/375 [==============================] - 325 87ms/step - lOSS: 9.5864 -
accuracy: 0.7448 - val_loss: 0.4132 - val_accuracy: 0.8203

Epoch 5/10

375/375 [==============================] - 325 87ms/step - loss: 0.4192 —_
accuracy: 0.8221 - val_loss: 0.3363 - val_accuracy: 0.8617

Epoch 6/10

375/375 [==============================] - 325 89ms/step - loss: 9_4257 -
accuracy: 0.8092 - val loss: 0.3280 - val_accuracy: 0.8557

Epoch 7/10

375/375 [==============================] - 325 87ms/step - loss: 0.4651 —_
accuracy: 0.7729 - val_loss: 0.5558 - val_accuracy: 0.7077

Epoch 8/10

375/375 [==============================] - 325 87ms/step - loss: 0_4219 -
accuracy: 0.8060 - val loss: 0.3228 - val_accuracy: 0.8637
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Epoch 9/10

375/375 [==============================] - 325 87ms/step - lOSS: 6.3459 -
accuracy: 0.8527 - val_loss: 0.3330 - val_accuracy: 0.8543

Epoch 1e/10

375/375 [==============================] - 325 87ms/step - loss: 0.2765 -
accuracy: 0.8848 - val_loss: 0.2831 - val_accuracy: 0.8877

Uit de resultaten blijkt dat de val_accuracy van het model erg fluctueert na elke epoch. Een
verklaring hiervoor is dat het aantal epochs erg laag is. Hierdoor zijn er minder input
afbeeldingen en dus ook een klein aantal afbeeldingen voor de testset. Hierdoor zal het model
grote aanpassingen aan de parameters brengen bij een kleine hoeveelheid input afbeeldingen.

De resultaten van de testset zijn als volgt;

val_accuracy: 0.8877
val_loss: 0.2831

We kunnen hieraan zien dat er geen overfitting optreedt: als dat het geval was, zou de
validation accuracy en -loss erg verschillen met de accuracy en loss van de epochs. Het
verschil bedraagt hier namelijk: 0.8877-0.8848 = 0.0029 voor de accuracy en 0.2831-0.2765 =
0.0066 voor de loss. Dit betekent dus dat het aantal epochs niet omlaag hoeft (zie paragraaf
2.6: Overfitting). Met behulp van de code die in de vorige paragraaf is behandeld kunnen de
resultaten voor de eerste training worden gevisualiseerd. Er zijn hierbij twee grafieken
gemaakt. De eerste grafiek zet de accuracy uit als functie van het aantal epochs. 2 Dat ziet er

als volgt uit:

accuracy
e =4 =]
o o 3
S & S

e
n
el

e
w
o

T T T T T
0 2 4 6 8
epoch nummer

Figuur 4.3: De accuracy als functie van de epochs.148

148 Eigen werk, 2022
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Uit deze grafiek is er geen duidelijk verband op te stellen tussen de accuracy en de epoch, de
waarden fluctueren namelijk heel erg. Wat duidelijk zichtbaar is, is dat de grafiek de waarde
éen niet asymptotisch benaderd, wat logischerwijs wel het geval zou moeten zijn. Dit komt
door het feit dat het aantal epochs erg laag is waardoor het netwerk weinig data kreeg om te
leren. De grafiek stagneert niet op een bepaald punt. Het model is dus nog niet "klaar" met
leren en zal meer data moeten verkrijgen. In de tweede grafiek is de loss tegenover de epoch

uitgezet;4°

4.0 4

3.5

3.0

2.5+

loss

2.0

1.5

1.0+

054

T T T T T
] 2 4 6 8
epoch nummer

Figuur 4.4: De loss uitgezet tegenover de epochs.1#?

In deze grafiek is de vorm van een evenredig wortelverband te herkennen. Daaruit volgt dat

de asymptoot ligt bij een loss van 0. Bij deze grafiek zien we ook nog veel wisselvalligheid in
de waarden. Ook hier zou een groter aantal epochs waarschijnlijk een betere uitkomst bieden.
Met de kennis van deze twee grafieken in het achterhoofd, trachtten wij het model zodanig te

optimaliseren dat het bij de tweede training een beter resultaat biedt.

4.3 Resultaten tweede training
Uit de resultaten van de eerste training is te concluderen dat er sprake is van underfitting.

Doordat wij een relatief kleine waarde hebben gekozen voor de epoch krijgt het model weinig
data. Hierdoor zal het minder patronen herkennen en daardoor minder goed data kunnen
classificeren. Voor de tweede training zullen wij hetzelfde model gebruiken, echter zal nu het
aantal epochs verhoogd worden naar 20 epochs, om de nauwkeurigheid te verhogen. De

tweede training bedroeg 10 minuten en 3 seconden. De resultaten van de tweede training zijn;
Epoch 1/20

375/375 [==============================] - 6@5 13ems/step - loss: 1.7711 -
accuracy: 0.8106 - val_loss: 0.2105 - val_accuracy: 0.9167

149 Eigen werk, 2022
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Epoch 2/20

375/375 [==============================] - 285 76ms/step -
accuracy: 0.9107 - val_loss: 0.2691 - val_accuracy: 0.9113

Epoch 3/20

375/375 [==============================] - 295 78ms/step -
accuracy: 0.9139 - val_loss: 0.2061 - val_accuracy: 0.9123

Epoch 4/20

375/375 [==============================] - 295 76ms/step -
accuracy: 0.9146 - val loss: 0.2595 - val_accuracy: 0.8907

Epoch 5/20

375/375 [==============================] - 3@5 79ms/step -
accuracy: 0.9382 - val_loss: 0.1313 - val_accuracy: 0.9440

Epoch 6/20

375/375 [==============================] - 295 76ms/step -
accuracy: 0.9367 - val_loss: 0.1608 - val accuracy: 0.9263

Epoch 7/20

375/375 [==============================] - 295 78ms/step -
accuracy: 0.9498 - val_loss: 0.1383 - val_accuracy: 0.9370

Epoch 8/20

375/375 [==============================] - 285 76ms/s‘tep -
accuracy: 0.9603 - val_loss: 0.1404 - val accuracy: 0.9480

Epoch 9/20

375/375 [=:============================] - 285 75ms/step -
accuracy: 0.9674 - val_loss: 0.2678 - val_accuracy: 0.9233

Epoch 10/20

375/375 [==============================] - 285 75ms/step -
accuracy: 0.9729 - val_loss: 0.1922 - val_accuracy: 0.9413

Epoch 11/20

375/375 [=:============================] - 285 75ms/step -
accuracy: 0.9783 - val loss: 0.1780 - val_accuracy: 0.9390
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Epoch 12/20

375/375 [==============================] - 285 75ms/step -
accuracy: 0.9637 - val_loss: 0.1499 - val_accuracy: 0.9507

Epoch 13/20

375/375 [==============================] - 285 76ms/step -
accuracy: 0.9732 - val_loss: 0.2503 - val _accuracy: 0.9400

Epoch 14/20

375/375 [==============================] - 285 76ms/step -
accuracy: 0.9858 - val loss: 0.3396 - val_accuracy: 0.9060

Epoch 15/20

375/375 [==============================] - 285 76ms/step -
accuracy: 0.9825 - val_loss: 0.1265 - val_accuracy: 0.9570

Epoch 16/20

375/375 [==============================] - 285 75ms/step -
accuracy: 0.9896 - val loss: 0.2009 - val_accuracy: 0.9413

Epoch 17/20

375/375 [==============================] - 285 74ms/step -
accuracy: 0.9852 - val_loss: 0.1721 - val_accuracy: 0.9573

Epoch 18/20

375/375 [==============================] - 285 74ms/s‘tep -
accuracy: 0.9896 - val_loss: 0.1648 - val _accuracy: 0.9507

Epoch 19/20

375/375 [=:============================] - 285 75ms/step -
accuracy: 0.9912 - val_loss: 0.6046 - val_accuracy: 0.9280

Epoch 20/20

375/375 [==============================] - 285 75ms/step -
accuracy: 0.9739 - val_loss: 0.1970 - val_accuracy: 0.9450
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Aan deze resultaten kunnen we zien dat de accuracy al een stuk minder fluctueert. Het
verdubbelen van het aantal epochs heeft dus goed uitgewerkt. Elke epoch bedroeg ongeveer

28 seconden. De resultaten van de validation zijn als volgt:

val_accuracy: 0.9450
val_loss: 0.1970

Ten opzichte van de eerste training zijn de accuracy en loss sterk verbeterd: de accuracy is
met 0.573 omhoog gegaan, en de loss is met 0.861 naar beneden gegaan. De resultaten
hiervan zijn ook gevisualiseerd door middel van python. De eerste grafiek zet de accuracy uit

als functie van de epochs.™ Dat ziet er dan als volgt uit:

1.000

0.975

0.950

0.925 4

0.900 4

accuracy

0.875

0.850

0.825

T T T T T T T T
0.0 2.5 5.0 7.5 10.0 125 15.0 17.5
epoch nummer

Figuur 4.5: De accuracy uitgezet tegenover de epochs.>0

In deze grafiek zien we dat er een duidelijk wortelverband bestaat tussen de nauwkeurigheid
en het aantal epochs. In deze trainsessie benadert de grafiek wel asymptotisch de waarde "1".

De grafiek voor de loss ziet er als volgt uit; >

loss

T T T T T T T T
0.0 2.5 5.0 7.5 10.0 125 15.0 17.5
epoch nummer

Figuur 4.6: De loss uitgezet tegenover de epochs.15!
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In de grafiek is te zien dat de loss steeds dichterbij "0" komt. Hieruit volgt dat wanneer het
aantal epochs oneindig nadert, de loss gelijk wordt aan "0". Toch zien we dat vanaf de tiende
epoch de loss weinig afneemt. Hierdoor valt te concluderen dat er waarschijnlijk sprake is van

overfitting.
4.4 Resultaten derde training

Om de accuraatheid van het model nog meer te verbeteren is ervoor gekozen om in de derde
trainingsfase de dropout te verhogen. In de tweede testfase was er namelijk sprake van
overfitting. Dit komt doordat het netwerk te veel parameters bevat. Om dit probleem te
verhelpen zullen de parameters van het netwerk dus moeten worden gereduceerd. Daarom is
gekozen om de dropout te verhogen. Het aantal epochs van de tweede training is gehanteerd

in deze fase. De resultaten zijn als volgt;
Epoch 1/20

375/375 [=:============================] - 3@5 72ms/step - loss: 3.278@ -
accuracy: 0.7273 - val_loss: 0.4003 - val_accuracy: 0.8457

Epoch 2/20

375/375 [==============================] - 265 69ms/step - loss: 0.4051 -
accuracy: 0.8262 - val_loss: 0.3551 - val accuracy: 0.8600

Epoch 3/20

375/375 [==============================] - 265 69ms/step - lOSS: 9.3868 -
accuracy: 0.8398 - val_loss: 0.2400 - val_accuracy: 0.9103

Epoch 4/20

375/375 [==============================] - 265 69ms/step - loss: 0.2491 -
accuracy: 0.9021 - val_loss: 0.2064 - val_accuracy: 0.9173

Epoch 5/20

375/375 [==============================] - 26S 7ems/step - lOSS: 6.1854 -
accuracy: 0.9267 - val_loss: 0.1579 - val_accuracy: 0.9360

Epoch 6/20

375/375 [==============================] - 265 69ms/step - loss: 0.1758 -
accuracy: 0.9312 - val _loss: 0.1985 - val accuracy: 0.9303
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Epoch 7/20

375/375 [==============================] - 26S 69ms/step -
accuracy: 0.9235 - val _loss: 0.1442 - val_accuracy: 0.9423

Epoch 8/20

375/375 [==============================] - 265 7ems/step -
accuracy: 0.9419 - val_loss: 0.1626 - val_accuracy: 0.9400

Epoch 9/20

375/375 [==============================] - 26S 7ems/step -
accuracy: 0.9491 - val loss: 0.1621 - val_accuracy: 0.9330

Epoch 10/20

375/375 [==============================] - 265 7ems/step -
accuracy: 0.9660 - val _loss: 0.1513 - val_accuracy: 0.9450

Epoch 11/20

375/375 [==============================] - 26S 7ems/step -
accuracy: 0.9601 - val loss: 0.2523 - val_accuracy: 0.9103

Epoch 12/20

375/375 [==============================] - 265 7ems/step -
accuracy: 0.9664 - val _loss: 0.1679 - val_accuracy: 0.9440

Epoch 13/20

375/375 [==============================] - 265 70ms/step -
accuracy: 0.9702 - val loss: 0.5126 - val_accuracy: 0.8403

Epoch 14/20

375/375 [==============================] - 265 70ms/step -
accuracy: 0.9254 - val_loss: 0.6821 - val_accuracy: 0.8347

Epoch 15/20

375/375 [==============================] - 265 7ems/s‘tep -
accuracy: 0.9613 - val loss: 0.1676 - val_accuracy: 0.9473

Epoch 16/20

375/375 [==============================] - 265 7@ms/step -
accuracy: 0.9807 - val_loss: 0.2349 - val_accuracy: 0.9373

87

loss:

loss:

loss:

loss:

loss:

loss:

loss:

loss:

loss:

loss:

.1952

.1507

.1327

.0899

.1049

.0886

.0878

.2169

L1171

.0558




Epoch 17/20

375/375 [==============================] - 265 7ems/step - lOSS: 6.9701 -
accuracy: 0.9754 - val_loss: 0.1643 - val_accuracy: 0.9447

Epoch 18/20

375/375 [==============================] - 265 69ms/step - loss: 0.0493
accuracy: 0.9840 - val_loss: 0.3229 - val _accuracy: 0.9333

Epoch 19/20

375/375 [==============================] - 26S 7ems/step - lOSS: 6.6276 -
accuracy: 0.9912 - val loss: 0.4716 - val_accuracy: 0.9130

Epoch 20/20

375/375 [==============================] - 265 7ems/step - loss: 0.0727 -
accuracy: 0.9776 - val_loss: ©0.2512 - val_accuracy: 0.9513

Aan de resultaten is een significante toename te zien in de validation accuracy. De validation

loss is echter verslechterd;

val _accuracy: 0.9513
val loss: 0.2512

Wanneer de grafieken van de nauwkeurigheid en loss worden gevisualiseerd krijgen we de

volgende figuren;*°?

0.95

accuracy

0.75

T T T T T T T T
0.0 2.5 5.0 75 10.0 125 15.0 17.5
epoch nummer

T T T T T T T T
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Figuur 4.7: De accuracy uitgezet tegenover de epochs.>? Figuur 4.8: De loss uitgezet tegenover de epochs.
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We kunnen zien dat ten opzichte van de tweede training de accuracy is verbeterd, deze ligt nu
rond de 95%. De loss is echter verslechterd ten opzichte van de tweede training. In de vorige
trainingsfase bedroeg de loss ongeveer 19% terwijl deze nu een waarde aanneemt van 25%.
Een verklaring hiervoor is dat ons model nu nauwkeuriger is in het classificeren van data,
maar tegelijkertijd ook grote afwijkingen heeft gehad van het goede antwoord tijdens het
classificeren van een klein aantal afbeeldingen. Toch blijft de accuracy de belangrijkste
meetwijze als men kijkt naar de prestatie van een model. Daarom kan worden gesteld dat de

resultaten die in deze training bereikt zijn beter zijn dan de eerste en tweede training.

4.5 Resultaten vierde training

De dataset die wij hebben gebruikt is erg groot. Om te voorkomen dat niet alle elementen uit
de set zijn gebruikt voor het trainen van het model is besloten om het aantal epochs te
vermeerderen. Ook hier is dezelfde code gebruikt, de enige aanpassing is het aantal epochs, de
dropout rate blijft gelijk aan de waarde die in de vorige training is gehanteerd. De resultaten
van de vierde training zijn dan als volgt;

Epoch 1/30

375/375 [==============================] - 335 75ms/step - loss: 2.8@45 -
accuracy: 0.7264 - val_loss: 0.3513 - val_accuracy: 0.8520

Epoch 2/30

375/375 [==============================] - 275 71ms/step - loss: 0.4896 -
accuracy: 0.7782 - val_loss: 0.3937 - val _accuracy: 0.8387

Epoch 3/30

375/375 [=:============================] - 275 71ms/step - lOSS: 9.3787 -
accuracy: 0.8376 - val_loss: 0.2994 - val_accuracy: 0.8783

Epoch 4/30

375/375 [==============================] - 275 71ms/step - loss: 9.3168 -
accuracy: 0.8667 - val_loss: 0.2569 - val_accuracy: 0.8783

Epoch 5/30
375/375 [==============================] - 27S 71ms/step - lOSS: 6.2325 -

accuracy: 0.9054 - val loss: 0.2083 - val_accuracy: 0.9223
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Epoch 6/30

375/375 [==============================] - 275 71ms/step -
accuracy: 0.9281 - val_loss: 0.1587 - val_accuracy: 0.9307

Epoch 7/30

375/375 [==============================] - 275 71ms/step -
accuracy: 0.8733 - val_loss: 0.1693 - val_accuracy: 0.9313

Epoch 8/30

375/375 [==============================] - 27S 72ms/step -
accuracy: 0.9183 - val loss: 0.2389 - val_accuracy: 0.9120

Epoch 9/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9458 - val _loss: 0.2132 - val _accuracy: 0.9333

Epoch 10/30

375/375 [==============================] - 27S 71ms/step -
accuracy: 0.9646 - val loss: 0.1717 - val_accuracy: 0.9433

Epoch 11/30

375/375 [==============================] - 275 71ms/step -
accuracy: 0.9691 - val_loss: 0.1656 - val_accuracy: 0.9460

Epoch 12/30

375/375 [==============================] - 275 71ms/s‘tep -
accuracy: 0.9722 - val_loss: 0.2617 - val_accuracy: 0.9340

Epoch 13/30

375/375 [=:============================] - 275 71ms/step -
accuracy: 0.9831 - val_loss: 0.2441 - val_accuracy: 0.9363

Epoch 14/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9836 - val_loss: 0.1987 - val_accuracy: 0.9373

Epoch 15/30

375/375 [=:============================] - 275 71ms/step -
accuracy: 0.9862 - val_loss: 0.2204 - val_accuracy: 0.9493
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Epoch 16/30

375/375 [==============================] - 275 71ms/step -
accuracy: 0.9890 - val_loss: 0.3814 - val_accuracy: 0.9227

Epoch 17/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9877 - val_loss: 0.3667 - val_accuracy: 0.9300

Epoch 18/30

375/375 [==============================] - 27S 72ms/step -
accuracy: 0.9912 - val_loss: 0.2738 - val_accuracy: 0.9483

Epoch 19/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9672 - val_loss: 0.3009 - val accuracy: 0.8870

Epoch 20/30

375/375 [==============================] - 27S 72ms/step -
accuracy: 0.9737 - val_loss: 0.2854 - val_accuracy: 0.9243

Epoch 21/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9876 - val_loss: 0.3133 - val _accuracy: 0.9453

Epoch 22/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9955 - val_loss: 0.4303 - val accuracy: 0.9233

Epoch 23/30

375/375 [=:============================] - 275 72ms/step -
accuracy: 0.9941 - val_loss: 0.3037 - val_accuracy: 0.9363

Epoch 24/30

375/375 [==============================] - 275 72ms/step -
accuracy: 0.9900 - val_loss: 0.3167 - val_accuracy: 0.9467

Epoch 25/30

375/375 [=:============================] - 275 72ms/step -
accuracy: 0.9864 - val loss: 0.2484 - val_accuracy: 0.9430
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Epoch 26/30

375/375 [==============================] - 27S 71ms/step - lOSS: 6.936@ -
accuracy: 0.9917 - val loss: 0.3352 - val_accuracy: 0.9410

Epoch 27/30

375/375 [==============================] - 275 72ms/step - loss: 0.0261 -
accuracy: 0.9948 - val_loss: 0.3026 - val _accuracy: 0.9443

Epoch 28/30

375/375 [==============================] - 27S 72ms/step - lOSS: 6.6211 -
accuracy: 0.9937 - val_loss: 0.4024 - val_accuracy: 0.9463

Epoch 29/30

375/375 [==============================] - 275 72ms/step - loss: 0.0376 -
accuracy: 0.9895 - val_loss: 0.3042 - val_accuracy: 0.9473

Epoch 30/30

375/375 [==============================] - 27S 71ms/step - lOSS: 6.6261 -
accuracy: 0.9924 - val loss: 0.3356 - val_accuracy: 0.9393

Ten opzichte van de derde training is de prestatie van het model erg verslechterd, we zien

namelijk dat de loss is toegenomen en de nauwkeurigheid is afgenomen;
val_accuracy: 0.9393
val_loss: 0.3356

Wanneer we de val_accuracy en accuracy met elkaar vergelijken valt er iets op, die dit
verschijnsel kan verklaren. Tussen de twee waarden bestaat er namelijk een groot verschil van
maar liefst 6%. Dit komt doordat het model op bepaalde patronen is gaan letten die louter
helpen bij het verbeteren van de train nauwkeurigheid. Deze patronen zijn echter van weinig
belang als het gaat om data te classificeren dat zich buiten deze train set bevindt. Derhalve ligt

de val_accuracy hoger en kan er worden gesteld dat er sprake is van overfitting.

Omdat de dropout rate dezelfde waarde aannam als de vorige trainingsfase is het logisch dat
de toename in het aantal epochs voor overfitting heeft gezorgd. Dit kan worden verklaard
doordat het grote aantal epochs dat nu is aangenomen niet past bij de hoeveelheid data die wij
tot onze beschikking hebben. Hierdoor zal het model de afbeeldingen memoriseren, waardoor

het niet geaccumuleerd kan raken aan andere data dan in de train set. Dit leidt tot overfitting.
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De grafieken van de nauwkeurigheid en loss voor deze training zien er als volgt uit;
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Figuur 4.9: De accuracy uitgezet tegenover de epochs. Figuur 4.10: De loss uitgezet tegenover de epochs.

Ook aan de hand van de grafieken kan worden bewezen dat er sprake is van overfitting. In de
laatste vijftien epochs veranderen de nauwkeurigheid en error nauwelijks. Dit wijst erop dat

het model een punt heeft bereikt van stagnatie.

4.6 Discussie

Allereerst moet de lezer er rekening mee houden dat de hardware die gebruikt is voor het
trainen van het netwerk, niet toereikend is om een neuraal net goed te kunnen voorbereiden.
Zoals eerder is aangegeven vereist het trainen van een neuraal net veel rekenkracht. Betere
hardware zou er waarschijnlijk voor hebben gezorgd dat de prestatie van het neuraal netwerk
verder werd geoptimaliseerd.

Bovendien is ons netwerk kleinschalig, waardoor er relatief weinig parameters aan te pas
komen. Een complexer netwerk met meer parameters zal wellicht beter in staat zijn om meer
complexe patronen te herkennen in data om zo een betere nauwkeurigheid te behalen.
Tegelijkertijd betekent de kleinschaligheid van SynapticEdge en het feit dat er geen enorme
rekenkracht nodig is voor het trainen van het netwerk dat het model makkelijk te gebruiken is
in de gezondheidssector. Uiteraard zou SynapticEdge dan verder moeten worden
geoptimaliseerd, toch kan het in de huidige vorm worden gebruikt door pathologen die geen

beschikking hebben tot een krachtige computer.

Daarnaast is het belangrijk om te vermelden dat in deze studie de directe implementatie van

de gradient descent niet is opgenomen. Het is dus onduidelijk of het handmatig instellen en
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formuleren van vergelijkingen in het programma voor het aanpassen van de parameters in het

model een positieve invloed zal hebben op de resultaten.

Ook moet worden opgemerkt dat de data die is gebruikt voor dit onderzoek niet is
genormaliseerd. Dat wil zeggen dat alle waarden voor de data worden omgezet naar waarden
die voor alle elementen uit de dataset hetzelfde zijn. Meestal worden de elementen dan
omgezet naar waarden met een gemiddelde van 0 en een standaarddeviatie van 1. Het feit dat
wij dit niet hebben gedaan betekent dat sommige afbeeldingen meer invloed zullen hebben op

de resultaten dan andere afbeeldingen.

In de eerste fase van het trainingsproces werd een epoch gehanteerd van tien, hieruit bleek dat
er sprake was van underfitting. In de fasen die daarop volgde werd de epoch vastgesteld op
twintig. We hebben het vermoeden dat ook hier nog ruimte voor verbetering is en dat het

optimum waarschijnlijk bij vijftien zit.

Het is belangrijk dat men zich realiseert dat de resultaten imperfect zijn. Wellicht lijkt een
nauwkeurigheid van 95% goed, maar zelfs dat is niet goed als het over mensenlevens gaat. In
de gezondheidssector gaat het over mensenlevens, waardoor het risico niet kan worden
genomen om Al hier de hegemonie over te geven. Zoals longarts van Geffen aangaf zal het

louter fungeren als "een stok achter de deur".

Allerlaatst, in dit onderzoek is slechts gekeken naar de prestatie van één soort model als het
gaat om het classificeren van pathologische afbeeldingen. Er is echter geen aandacht besteed
aan het vergelijken en gebruiken van meerdere soorten netwerk conformaties en de invloed
hiervan op de prestatie. Hierbij kan worden gedacht aan een variatie in de hoeveelheid
convolutielagen, het gebruik van andere activatiefuncties of de hoeveelheid filters. Ook kan
het netwerk worden aangepast om niet alleen pathologische afbeeldingen te classificeren,
maar meer soorten scans die worden gebruikt bij het vaststellen van longkanker. Dit kan
bijvoorbeeld een model zijn dat CT-scans analyseert op de aanwezigheid van noduli en zo
longkanker in de vroegste stadia kan detecteren. Desalniettemin is dit voorbij aan het doel van

deze studie om te onderzoeken.
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4.7 Conclusie

In dit hoofstuk is getracht een antwoord te formuleren op de volgende deelvraag:
"Hoe presteert ons neuraal netwerk en hoe kunnen we dit optimaliseren?"

Allereerst is er beschreven hoe de visuele output die wordt gegenereerd na de training moet
worden geinterpreteerd. Daarna is gekeken naar de resultaten van de vier trainingsfasen. In de
eerste fase is het model getraind met een epoch van tien. Uit de resultaten is echter gebleken
dat er sprake was van overfitting. Er is daarom gekozen om bij de tweede training het epoch-
nummer te verhogen. Dit leidde tot een betere nauwkeurigheid, namelijk 94%. Omdat er ook
hier sterke verdenking was van overfitting is ervoor gekozen om de nauwkeurigheid verder te
verbeteren door de dropout rate te verhogen. Dit leidde tot een nauwkeurigheid van 95%. In
de laatste trainingsfase werd de epoch nog verder verhoogd, dit resulteerde echter niet in een
verbetering van de prestatie van het netwerk.

Als laatste werden de resultaten geinterpreteerd en werden de tekortkomingen van het
onderzoek uiteengezet. Tevens werden er concrete voorstellen gedaan voor

vervolgonderzoeken.

Concluderend, ons neuraal netwerk behaalde eerst een accuraatheid van 88,7%. Om het
kunstmatig net te optimaliseren werden het aantal epochs en de dropout rate verhoogd. De
combinatie van twintig epochs en een dropout van 0.3 bleek het meest effectief te zijn. Dit

leverde een nauwkeurigheid van 95% op.
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Conclusie

In dit onderzoek is getracht een antwoord te vinden op de vraag:

"Hoe kunnen kunstmatige neurale netwerken worden toegepast om longkanker te

detecteren?"

Om een antwoord te kunnen formuleren op de hoofdvraag was het allereerst erg belangrijk
om meer informatie te verkrijgen over de invalshoek die wij hebben gekozen: longkanker.
Hiervoor is in hoofdstuk één uitgebreid gekeken naar het ontstaan van longkanker en de
diagnostiek van de ziekte. Vervolgens is gekeken naar de werking van kunstmatige
intelligentie, in het bijzonder neurale netwerken. Nadat het theoretisch kader was uitgewerkt
kon met deze kennis een poging worden gedaan om een eigen neuraal netwerk te
programmeren. Dit model hebben wij SynapticEdge genoemd, en er zijn vier eisen aan dit
model gesteld. Ten slotte is in het laatste hoofdstuk gekeken naar de prestatie van het net.
Deze had in vier trainingsfases respectievelijk een nauwkeurigheid van 88.5%, 94.5%, 95.1%

en 93.9%. Dit was een relatief goed resultaat.

Concluderend, om longkanker te classificeren door middel van een kunstmatig neuraal
netwerk moet er gebruik worden gemaakt van convolutionele neurale netwerken. Deze
neurale netwerken kunnen erg efficiént patronen herkennen omdat zij filters toepassen en
daardoor gericht complexe patronen in de data kunnen herkennen. Een kunstmatig model zal
echter nooit op zichzelf worden ingezet om longkanker te detecteren omdat de
nauwkeurigheid te laag is om over een mensenleven ingrijpende beslissingen te nemen. Ze

kunnen echter wel als een zeer goed hulpmiddel fungeren bij de detectie van longkanker.
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Nawoord

Wij hebben het schrijven van dit profielwerkstuk als zeer leerzaam ervaren. Ondanks het feit
dat ons doel op het eerste 0og erg lastig te bereiken leek, is het uiteindelijk gelukt. Daar zijn
wij erg blij mee. Wij kijken ook terug op een goede samenwerking: de communicatie verliep
altijd erg soepel, en we vulden elkaar perfect aan. Wij hopen dat ons model in de toekomst
gebruikt kan worden door instanties. Wellicht is daarbij ook nog ruimte voor enkele
verbeteringen, gezien de beperkte tijd die wij hebben gehad. Daardoor hebben wij niet het
meest optimale netwerk kunnen programmeren. Ondanks dat kunnen we kunnen concluderen
dat wij onszelf door dit profielwerkstuk uit de comfortzone hebben gehaald, en dat dit

succesvol is geweest.
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Interview

Datum: 09-12-2022

Opnameapparaat: Xiaomi Redmi Note 8T (ingebouwde microfoon)
Interviewers: Yahya Oufkir & Ted de Reus

Geinterviewde: Longarts-oncoloog W.H. van Geffen

Plaats van opname: Medisch Centrum Leeuwarden

Van Geffen: Ik heb van jullie begrepen dat het profielwerkstuk gaat over de mate waarin
kunstmatige intelligentie een rol kan spelen bij de detectie van longkanker. Ik vind dat zelf

ook erg interessant.

Yahya Oufkir: Dat klopt. Door middel van dit interview willen wij meer inzicht krijgen in het

traditionele opsporingsproces van tumoren in de longen.

Van Geffen: Ik kan jullie hier vast mee helpen, omdat ik er zelf ook mee bezig ben. In januari
komt er hier ook een onderzoeker uit Indonesié die zich ook met dit onderwerp bezig houdt.
Op een scan zie je vaak een vlek als het om een tumor gaat, en wij proberen software te

maken die dit kan herkennen. Deze software moet wel betrouwbaar zijn.

Yahya Oufkir: Ons doel is om een convolutioneel neuraal netwerk te maken, die getraind

wordt met een dataset van histopathologische scans.

Van Geffen: Er zijn verschillende routes als het gaat om de herkenning van longkanker. Het is
een sluipmoordenaar, je vindt de tumor meestal pas als het te laat is. Vaak komen mensen
naar het ziekenhuis met symptomen als afvallen, bloed ophoesten, en zich over het algemeen
slecht voelen. Deze mensen hebben zeer vaak gerookt of gevaped. Na het eerste gesprek
spreek ik dan een aantal onderzoeken met ze af: een longfoto, waar je al viekken op kunt
signaleren, en een scan. De scan is over het algemeen een combinatie van de PET- en CT-
scan, of enkel de CT-scan. De laatstgenoemde kan je dan weer onderverdelen in een normale
die wordt afgenomen van de longen, of eentje waar gebruik wordt gemaakt van
contrastvloeistof. Een derde optie is de hoge-resolutie scan, waarbij je longweefsel kunt
bekijken. Die gebruiken wij bijna niet. Voor jullie onderzoek is het belangrijk om te weten

met wat voor soort scans jullie willen gaan werken.

Yahya Oufkir: Wij denken dat we gebruik gaan maken van histopathologische scans.
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Van Geffen: Ik maak over het algemeen zelf gebruik van een combinatie van de PET- en CT-
scan. Daarbij spuit je mensen radioactieve suikers in. Deze worden gemaakt in het
reactorcentrum in Petten. Er worden ook nog tracers ingespoten. Die gaan naar cellen die heel
actief zijn in het lichaam. Onder deze categorie vallen hartcellen, hersencellen, niercellen, en
kankercellen. Je kunt ook zien of iemand een ontsteking heeft. Door deze combinatie van
scans kan je zien dat de vlek er heel heet uit ziet, dat past bij longkanker. Als de vlek koud is,
zal het geen longkanker zijn. Als wij deze vlek signaleren, of uitzaaiingen in de botten of de
(bij)nier, proberen wij een biopsie te nemen, voor pathologische informatie. Met een naald
krijg je dan een aantal cellen uit het weefsel, die je onder de microscoop kunt bekijken. Dan

kan de patholoog zien of het gaat om kankercellen.

Yahya Oufkir: Kunt u dan zonder het pathologische gedeelte niet vaststellen of het

kankercellen zijn?

Van Geffen: Helaas niet. Aan een biopsie kan soms een risico zitten. Bij iemand die veel
rookt, is de longcapaciteit nog maar 20% in plaats van 100%, en dan bestaat de kans dat er
een klaplong ontstaat door de prik. VVoor iemand met een zodanig lage longcapaciteit kan dit
dodelijk zijn. Bij ‘normale’ mensen is dit meestal geen probleem, maar met weinig
longfunctie dus wel. Het risico met de naald is dan dus te groot. We gaan dan uitvoerig kijken
naar de scans, en dan proberen we de conclusie zo veel mogelijk daarop te baseren. Het is ook
een mogelijkheid om 3 maanden later weer een scan te nemen, om te kijken of de vlek

gegroeid is.
Ted de Reus: Kunnen deze 3 maanden niet al fataal zijn voor de patiént?

Van Geffen: Dat kan zeker. Wij moeten als artsen helaas moeilijke afwegingen maken, dat is
ons werk. Over het algemeen maken wij hierin de goede keuzes, maar dus niet altijd. Soms
zijn we bang dat we deze tijd inderdaad niet hebben, en dan laten we voor de zekerheid
iemand bestralen en/of opereren. Dan kijken we wat daar het resultaat van is. Het komt ook

wel is voor dat na een operatie de vlek een schimmel, of een litteken bleek te zijn.

Yahya Oufkir: Zou kunstmatige intelligentie dan een uitweg kunnen bieden, door het risico

van de biopsie te vermijden?

Van Geffen: Dat kan zeker. Er loopt nu een onderzoek met een elektrische neus. Die ruikt aan
de adem van een mens, en daar wordt dan een neuraal netwerk op los gelaten. Dit neurale

netwerk kan getraind worden. Aan de hand van iemands adem kan die dan tekenen van
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longkanker herkennen. We werken hieraan in het innovatie lab, en we hopen hier binnenkort
mee te kunnen starten. Deze neus is niet perfect, dus software zou hierbij zeker kunnen

helpen.

Yahya Oufkir: Denkt u dat de traditionele manier van de opsporing van longkanker nog

effectief en betrouwbaar genoeg is?

Van Geffen: We hebben helaas geen goede gouden standaard. Je zou eigenlijk het neurale
netwerk aan de hand van deze gouden standaard moeten trainen. Dat zou dan zo goed moeten
zijn, dat je de biopt op een gegeven moment kunt weglaten. Dan kan je zien hoe betrouwbaar
het is. Dit is helaas lastig te bereiken. Er bestaan ook calculators, waarbij je karakteristieken
van de vlek moet invoeren. Die rekent dan vervolgens de kans uit dat de desbetreffende

persoon longkanker heeft.
Ted de Reus: Het menselijk aspect blijft dus uitermate belangrijk?

Van Geffen: Absoluut. Het is niet mogelijk om dit zonder mens te doen. Als wij een neuraal
netwerk implementeren in ons onderzoek, is dit een extra input bij de teamvergadering. Het
vormt zeker niet de eindbeslissing. Die is zo belangrijk, die moet door een mens gemaakt

worden. Wij bespreken hier elke longkankerpatiént.

Yahya Oufkir: Dus stel dat een neuraal netwerk een accuraatheid van 95% heeft, dan is dit

nog niet genoeg om goed uitsluitsel te geven?

Van Geffen: Nee, zeker niet. Als dat wel het geval is, ontstaat er een vorm van
robotgeneeskunde. Ik denk dat er niets gevaarlijker is dat een ziekenhuis wordt overgenomen

door robots.
Ted de Reus: Denkt u dat het in de toekomst ook het geval blijft?

Van Geffen: Dat kan ik niet met zekerheid zeggen. Ik ben er in ieder geval sterk op tegen. Ik
ben voorstander van innovaties, ik houd er van. Maar er bestaat geen krachtigere computer
dan het menselijk brein. Als de robot teveel taken gaat overnemen, brengt dit gevaren met
zich mee. Hier werd in de jaren *70 al over geschreven. Zo lang als ik hier invloed uitoefen,

zal het menselijk component blijven.

Yahya Oufkir: Denkt u dat er dan wel vraag is naar automatisering op dit gebied? Gezien het

belang van het menselijk component.
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Van Geffen: Zeker, ik wil dat ook erg graag. Een netwerk met een accuraatheid van 95% zou
al heel erg goed zijn, maar dit is helaas niet genoeg. Dit betekent echter niet dat wij het niet

kunnen gebruiken. Het zou nog steeds uitermate handig zijn.

Yahya Oufkir: Het lijkt me ook niet echt ethisch correct, om een neuraal netwerk over een

mensenleven te laten beslissen.
Van Geffen: Dat vind ik ook. Waar draait het systeem op dat jullie gaan maken?

Yahya Oufkir: We hebben tot nu toe de skeleton code opgesteld. We doen dit in python, maar
we zijn nog niet klaar. We hebben wel alvast de libraries en de dataset uitgezocht. Deze
dataset bestaat uit pathologische scans. Maar een neuraal netwerk dat getraind is op CT-scans
of PET-\CT-scans zou dus geprefereerd worden, omdat het nemen van een biopsie soms een

te groot risico is.

Van Geffen: Ik denk dat het beide erg nuttig zou zijn. 1k denk dat je bij de pathologische optie
wel goed moet opletten. De uitkomst van een biopsie wordt namelijk gelegd op een coupe.
Een patholoog bekijkt deze, en trekt daar zijn conclusies uit. Deze coupes kunnen in gescand
worden, en daar kan een neuraal netwerk op losgelaten worden. Dit kan erg handig zijn. Maar

je hebt dan wel een andere plek in je diagnostisch traject.

Ted de Reus: Met de pathologische optie heb je echter niet het risico met de biopsie. Denkt u

dat dat een beter zou zijn?

Van Geffen: Daar heb je gelijk in. De biopsie hebben wij helaas wel bijna altijd nodig. Uit
enkel de scan kan je helaas niet volledig je conclusie trekken. Op deze biopsie kun je zien hoe
de kankercellen eruit zien, en wat voor soort kanker het is; kleincellige, of niet-kleincellige.
Een pathologisch neuraal netwerk zal dus nog steeds een hulpmiddel zijn, niet een definitief
besluit. Het is ook belangrijk om te weten dat coupes verschillend gekleurd worden. Als je
cellen direct uit de biopsie op de coupe legt, kan je het nog niet onderzoeken. Er wordt
daarvoor eerst een kleuring er op gedaan. Er bestaan verschillende kleuringen en coupes.
Deze verschillende kleuringen geven verschillende beelden. VVaak wordt er ook nog
immuunhistochemie gebruikt; er wordt dan ndg een stofje op gedaan, die zich vastgrijpt op
bepaalde cellen. Dat kun je gebruiken om te zien of de kankercellen uitzaaiingen zijn, of dat
het de tumor zelf is. Voor alle organen heb je verschillende stofjes. Dit behoort allemaal tot
het pakket van de patholoog.

Ted de Reus: Hartelijk dank voor uw tijd!
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Figuren

Omslag: (ElenVD, 2018)

Voorblad Hoofdstuk 1: (Jane Machin, z.d.)
Voorblad Hoofdstuk 2: (Nohat, 2019)
Voorblad Hoofdstuk 3: (Aigents, 2018)
Voorblad Hoofdstuk 4: (StatisticsByJim, z.d.)

Python Code

In dit deel wordt de code van ons neuraal netwerk getoond. Deze is geschreven in het
programma ‘Visual Studio Code’, in de programmeertaal Python. Zoals al eerder in de
inleiding van hoofdstuk 3 is benoemd, staan er veel ‘#’ in deze code, gevolgd door groene
tekst. Dit zijn opmerkingen om de strekking van de desbetreffende code toe te lichten.

##Softwarebibliotheken voor image processing
from matplotlib import pyplot as plt
import numpy as np

import pandas as pd

import warnings

warnings.filterwarnings("ignore")

import os
import glob
import cv2

from PIL import Image

import sklearn
fig = plt.figure(figsize=(10, 7))
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#uit hoeveel rijen en kolommen bestaat het hoofdfiguur?
rijen = 2

kolommen = 3

# subplot aanmaken voor een random foto uit lung_aca

Lung_aca =
cv2.imread(r'C:\Users\tedde\Downloads\lung colon_image set\lung image sets\lun

g _acallungacal6.jpeg')
fig.add_subplot(rijen, kolommen, 1)
plt.imshow(Lung_aca)

plt.axis()

plt.title("lung_aca")

#subplot aanmaken voor een random foto uit lung n

Lung_n =
cv2.imread(r'C:\Users\tedde\Downloads\lung colon_image set\lung image sets\lun

g_n\lungn20.jpeg')
fig.add_subplot(rijen, kolommen, 2)
plt.imshow(Lung n)

plt.axis()

plt.title("lung_n")

#subplot aanmaken voor een random foto uit lung scc

Lung_scc =
cv2.imread(r'C:\Users\tedde\Downloads\lung_colon_image_set\lung_image sets\lun

g _scc\lungscc25.jpeg')

fig.add subplot(rijen, kolommen, 3)
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plt.imshow(Lung scc)
plt.axis()
plt.title("lung scc")

##Data preprocessing

from sklearn.model selection import train_test split

dataset = []

label = []

for i, cat in enumerate(categorie):

scans = glob.glob(f'{path}/{cat}/*.jpeg")

for scan in scans:

z = cv2.imread(scan)

dataset.append(cv2.resize(z, (256,256)))

label.append(i)

dataset = np.asarray(dataset)

one_hot _encoded Y = pd.get dummies(label).values

x_train, x_test, y_train, y_test = train_test_split(dataset, label, test_size

= 0.2, random_state = 0)

x_train = np.asarray(x_train)

y_train = np.asarray(y_train)
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x_test = np.asarray(x_test)

y_test = np.asarray(y_test)

neuraal net.add(Dense(128, activation = 'relu'))
#Dropout

neuraal net.add(Dropout(9.2))

#Output layer

neuraal net.add(Dense(3, activation = 'softmax'))

#Netwerk visualiseren

neuraal net.summary()

#flowchart van het net

keras.utils.plot model(
neuraal net,
show_shapes = True,
show_dtype = True,

show_layer_activations = True

plot _model (neuraal net, to file= 'SynapticEdge.png', show_shapes=False)

ann_viz(neuraal net, filename='SynapticEdge.gv', title='SynapticEdge')
graph_file = graphviz.Source.from file('SynapticEdge.gv')

neuraal net.save('SynapticEdge.h5")
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##CNN Model

import tensorflow
from tensorflow import keras

from keras.utils import plot_model

from ann_visualizer.visualize import ann_viz

import graphviz

import tensorflow as tf

from tensorflow import keras

from keras.models import Sequential

from keras.layers import Conv2D, MaxPooling2D

from keras.layers import Activation, Dropout, Flatten, Dense

#sequential model initialiseren

neuraal net = Sequential()

#Input layer+Conv2D

neuraal _net.add(Conv2D(32, kernel size = (5,5),

input_shape=(256,256,3),activation="relu’, padding='same'))
#Maxpool layer

neuraal_net.add(MaxPooling2D(pool_size=(2,2)))

#Conv layer

neuraal net.add(Conv2D(64, kernel size = (3,3), activation = 'relu', padding =

"same'))
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#Maxpool layer

neuraal net.add(MaxPooling2D(pool _size = (2,2)))

#Conv layer

neuraal net.add(Conv2D(128, kernel size = (3,3), activation = 'relu', padding

= "same'))
#Maxpool layer

neuraal_net.add(MaxPooling2D(pool_size = (2,2)))

#Conv layer

neuraal_net.add(Conv2D(128, kernel_size = (3,3), activation = 'relu', padding

= 'same'))
#Maxpool layer

neuraal_net.add(MaxPooling2D(pool_size = (2,2)))

#fFlatten naar 1D vector

neuraal net.add(Flatten())

#Fully connected/dense layer

neuraal net.add(Dense(256, activation = 'relu'))
#Fully connected/dense layer
neuraal net.add(Dense(128, activation = 'relu'))

#Dropout

neuraal_net.add(Dropout(0.3))
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#Output layer

neuraal net.add(Dense(3, activation = 'softmax'))

#Netwerk visualiseren

neuraal net.summary()

#flowchart van het net
keras.utils.plot model(
neuraal net,
show_shapes = True,
show_dtype = True,
show_layer_activations = True
)
##Compiling (nodig voor trainen)
neuraal net.compile(
loss = tf.keras.losses.SparseCategoricalCrossentropy(),
optimizer = 'adam',

metrics=["accuracy']

##train functie

train_fx = neuraal_net.fit(x_train , y_train,
batch_size=32,
verbose = True, epochs=10,

validation data=(x_test, y test)

##train en validation loss visualiseren
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plt.
plt.
plt.
plt.
plt.
plt.

plt.

plt

plt.

plt.

plot(train_fx.history['accuracy'])
ylabel('accuracy')

xlabel('epoch nummer')

grid()

show()
plot(train_fx.history['loss'])

ylabel('loss")

.xlabel('epoch nummer')

grid()

show()
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