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Voorwoord

Iedere leerling wordt vroeg of laat geconfronteerd met het maken van een profielwerkstuk.
Hier komt veel bij kijken. Het kiezen van een geschikt onderwerp, dat elke samenwerkende
leerling interessant vindt, is vaak een tijdrovend proces en kan niet “zomaar” even worden
gedaan. Wij zaten hierbij in hetzeltde schuitje. Het leek ons een goed idee om te starten met
het maken van een mindmap . Deze konden we vervolgens gebruiken om op voort te
borduren. Het diende namelijk als een lay-out: een soort wereldkaart aan onderwerpen,
waarbij de landen de verscheidende onderwerpen voorstelden, onderling verbonden door
stromende zeeén en rivieren; met het doel om een duidelijk beeld te verkrijgen van
interessante en haalbare ideeén voor het verslag dat u nu aan het lezen bent. We besloten, na
afronding van de mindmap, om onze schuit te vestigen op het land van de biologie en de
wiskunde. Dit lijkt op het eerste gezicht een onwaarschijnlijke combinatie, maar blijkt bjj
nader inzien een combinatie van twee met elkaar verbonden wetenschappen, om als
welbekend voorbeeld de gulden snede te noemen. We doken vervolgens verder in deze twee
wetenschappen, en kwamen uit op een verrassende toepassing van kunstmatige intelligentie in
de biomedische industrie. Zogenoemde “kunstmatige neurale netwerken”, met een historische
achtergrond bomvol wiskundige formules en abstracte ideeén, zouden toegepast kunnen
worden om de zorg en het welzijn van de mens (op aanzienlijke wijze) te verbeteren. Zo
zouden er sneller diagnoses gesteld kunnen worden bij kankerpatiénten, zou dementie eerder
kunnen worden opgespoord, of zou er sneller een diagnose op hart- en vaatziekten kunnen
worden gesteld. In dit laatste vonden wij onze interesse. We besloten om hier verder naar te
kijken en uit te zoeken wat voor mogelijkheden de tak van de kunstmatige intelligente biedt
binnen de opsporing van hart- en vaatziekten. Geinspireerd door een uitdaging vrijgegeven
door PhysioNet (een initiatief van National Institute of Biomedical Imaging and
Bioengineering (NIBIB), en National Institute of General Medical Sciences (NIGMS))
hebben wij ons eigen neurale netwerk ontworpen en getest.

"' Deze is tevens online gemaakt, en kan openbaar worden bezocht door gebruik van de link
in het logboek. Deze is aan het eind van het verslag gevoegd.


http://www.nibib.nih.gov/
http://www.nibib.nih.gov/
http://www.nigms.nih.gov/
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Dankwoord

Zonder de hulp van een aantal personen was dit verslag niet geweest zoals het nu is. Ten
eerste zouden wij meneer Geurts graag willen bedanken voor de begeleiding die hij aan ons
heeft geboden. Hij heeft ons ontzettend veel geholpen met het structureren van het
profielwerkstuk en heeft meerdere malen de tijd ervoor genomen om ons verslag door te
lezen en van gedetailleerde feedback te voorzien. Door zijn enthousiasme bleven wij
gemotiveerd om aan ons verslag te blijven werken. Ook voorzag hij ons van nieuwe ideeén
en invalshoeken: niet alleen voor dit verslag, maar ook voor de uiteindelijke
profielwerkstukpresentatie. Daarnaast zouden wij de biologiedocenten T. Geurts, de zoon van
meneer Geurts, en meneer Heinhuis ook graag willen bedanken voor het geven van feedback
op ons verslag en de hulp die zij hebben geboden aan ons voor de theorie in hoofdstuk 1. Ten
slotte zouden wij professor en cardioloog Natasja de Groot van het Erasmus MC graag willen
bedanken voor haar medewerking aan ons interview en de pragmatiek van het verslag.
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Abstract

Boezemlfibrilleren is een veelvoorkomende, potentieel dodelijke, hartritmestoornis. Het
opsporen van boezemfibrilleren is echter een arbeidsintensief proces. AliveCor is een bedrijf
dat een apparaat heeft ontworpen dat kan helpen bij het diagnosticeren van boezemfibrilleren.
Patiénten kunnen met behulp van dit apparaat thuis ECG’s opnemen. Het doel van ons
profielwerkstuk is het automatiseren van de classificatie van ECG’s in de categorieén normaal
ritme, boezemfibrilleren, een willekeurig ander ritme en ruis, om zodoende boezemfibrilleren
sneller te kunnen diagnosticeren.

Hiervoor gebruiken wij een convolutioneel neuraal netwerk (CNN) dat door onszelf is
ontworpen, waarvan de basis is geinspireerd door een ander onderzoek. Dit netwerk is
specifiek ontworpen voor het classificeren van ECG’s van AliveCor met een lengte van 30
seconden. Vervolgens hebben wij dit netwerk zelf getraind en getest met een aantal
verzamelingen ECG's.

Het resultaat van ons kunstmatig neuraal netwerk is een nauwkeurigheid van 95%. Dit is een
relatief goed resultaat, maar voor praktische redenen is het wenselijk een nauwkeurigheid van
boven de 98% te behalen.

We kunnen uiteindelijk concluderen dat kunstmatige intelligentie een potentiéle oplossing is
voor het arbeidsintensieve werk dat komt kijken bij het beoordelen van ECG’s. Daarnaast
kunnen we concluderen dat het met hedendaagse computers mogeljjk is om een CNN te
maken en te trainen met een redelijke nauwkeurigheid.
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Introductie

Volgens World Health Organization zijn hart- en vaatziekten de nummer één doodsoorzaak
op globaal niveau. Volgens een schatting zou het dodental hiervan jaarlijks rond de 17,9
miljoen mensen liggen. Dit getal vertegenwoordigt 31% van alle sterfgevallen, wederom op
internationaal niveau. 85% van het dodental zou atkomstig zijn van hartinfarcten, of van

beroerten. !

Atriale fibrillatie, ook wel boezemfibrilleren genoemd, is een van de mogelijke typen hart- en
vaatziekten. Zo zou dit kunnen leiden tot bloedpropjes, een beroerte, hartfalen of tot andere
complicaties. Normaliter vindt keer op keer dezelfde routine plaats: het hart ontspant en trekt
daarna weer samen in een regelmatig tempo. Bij boezemfibrilleren trekken de boezems
onregelmatig samen, waardoor er minder bloed in de hartkamers terechtkomt. Jaarlijks
overlijden er wereldwijd ongeveer 193.300 mensen door boezemfibrilleren (en
boezemflutter). P

Kunstmatige neurale netwerken bestaan al een lange tijd, maar sinds kort is het

gebruik hiervan pas enorm toegenomen door de vele nieuwe toepassingen waarin kunstmatige
neurale netwerken ingezet kunnen worden. Zulke netwerken, die tevens vallen onder het
kopje “kunstmatige intelligentie”, zijn kort gezegd softwareprogramma’s die proberen het
menselijk brein na te bootsen. Deze netwerken kunnen worden gebruikt

in bijvoorbeeld zelfrijdende auto’s, medische diagnostiek, of bij patroonherkenning in
afbeeldingen. In plaats van het expliciet programmeren hoe het softwareprogramma dit
mogelijk kan maken, vindt het programma de benodigde mechaniek achter deze

capabiliteit zelf uit. Hierdoor kunnen neurale netwerken goed worden ingezet voor het
analyseren van data die athangen van vele variabelen, zoals foto’s, die tot voor kort alleen nog
maar door de mens correct konden worden geinterpreteerd.

Het doel van ons onderzoek is om een neuraal netwerk te ontwerpen, die in staat is om
boezemfibrilleren op te sporen en daarbij verschillende ECG-opnamen kan classificeren in
verschillende categorieén, zonder menselijke tussenkomt. Onder een ECG verstaan we hierbij
een visualisatie van de elektrische activiteit van de hartspier. Hiermee proberen we het
mogelijk te maken om sneller en accurater diagnoses te vinden in het geval van
boezemfibrilleren.

Om verwarring te voorkomen hebben wij om deze reden besloten dat het conventioneel is
om deze termen voor ons onderzoek (en ontwerp) over te nemen. De achterliggende reden
hiervan is dat het jargon op het gebied van kunstmatige intelligentie voornamelijk bestaat uit
universele Engelse termen. Concepten in dit vakgebied zullen dus veelal door middel van deze
begrippen in dit werkstuk worden uitgelegd.

(2]
131
(4]
B3]

‘World Health Organisation, 2017)
American Heart Association, 2016)
Murray, Lopez, Naghavi, & Wang, 2016)
Engelsman, 2018)

Py
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Aanpak

Als eerste keken we naar de analyse van ECG’s op de traditionele manier. We probeerden
hiermee een beeld van dit proces te creéren, om dit vervolgens te kunnen automatiseren
middels een kunstmatig neuraal netwerk. Ten eerste voerden we een theoretisch
literatuuronderzoek uit, waarbij het opdoen van kennis op het gebied van boezemfibrilleren
en de analyse hiervan de belangrijkste taak was. Het resultaat hiervan is verwerkt in hoofdstuk
1. Ook hebben we gekeken of er behoefte is naar deze automatisering. Hiervoor hebben we
een interview gehouden met de cardioloog Natasja de Groot van het Erasmus MC. Om zo’n
netwerk daadwerkelijk tot stand te kunnen laten komen moet er echter in de technische
details worden gedoken. Om onze kennis hiervan aan te vullen hebben we nog een literair
onderzoek uitgevoerd. Dit staat beschreven in hoofdstuk 2. Met de opgedane kennis hiervan
hebben wij vervolgens een neuraal netwerk ontworpen. De structuur en code van ons neurale
netwerk wordt beschreven in hoofdstuk 3. De laatste stap is het onderzoeken van het resultaat
en de effectiviteit van ons neurale netwerk. Dit staat beschreven in hoofdstuk 4.

Hoofdvraag

Om het doel van ons onderzoek te bereiken hebben wij een hoofdvraag opgesteld, die wij in
ons onderzoek gaan beantwoorden.

Hoe kan een kunstmatig neuraal netwerk worden toegepast voor het opsporen

van boezemfibrilleren?

Deelvragen

W1ij hebben een viertal deelvragen opgesteld die elk een deel van de hoofdvraag zal helpen te
beantwoorden. Elk van deze deelvragen vormt een hoofdstuk in het verslag. Elk hoofdstuk
wordt afgesloten met een conclusie die antwoord geeft op de betreffende deelvraag.

1. Hoe kan boezemfibrilleren op een ECG worden opgespoord?

2. Hoe kunnen wij kunstmatige intelligentie toepassen voor het classificeren van
ECG’s?

3. Hoe functioneert ons kunstmatig neuraal netwerk en hoe is het gestructureerd?
4. Hoe goed is ons kunstmatig neuraal netwerk in het opsporen van boezemfibrilleren

op ECG’s?

Eisen

Voordat we aan de slag gaan hebben we eerst een aantal eisen voor ons kunstmatig neuraal
netwerk opgesteld. Omdat het van tevoren moeilijk te voorspellen is hoe goed een neuraal
netwerk functioneert, hebben wij geen specifiek classificatiepercentage als doel kunnen stellen.
We hebben daarentegen wel een percentage gesteld die haalbaar zou moeten zijn.

1. Het moet te trainen zijn binnen een aantal uren

2. Het moet 4 verschillende uitkomsten kunnen geven na de classificatie

3. Het moet trainbaar zijn met onze trainset (toelichting trainset in hoofdstuk 3)
4. Het moet testbaar zijn met onze testset (toelichting testset in hoofdstuk 3)

5. Het moet een classificatienauwkeurigherd van minimaal 90% bereiken
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Hoofdstuk 1

Klassieke analyse van boezemfibrilleren
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Introductie hoofdstuk 1

Om te beginnen is het van belang om te weten te komen hoe boezemfibrilleren op de
huidige, traditionele manier wordt gediagnosticeerd. Om een proces te kunnen automatiseren
is immers eerst een beeld nodig van het proces zelf. In dit hootfdstuk hebben wij onderzocht
hoe het hart werkt, hoe een ECG werkt, en hoe boezemfibrilleren tot stand komt. Met
behulp van deze kennis kunnen we vervolgens kijken naar het verbeteren van dit proces, om
daarmee tot snellere diagnoses te kunnen komen.

We beginnen met een simpele beschrijving van het menselijk hart. Deze kennis is namelijk
nodig om het prikkelgeleidingssysteem van het hart te kunnen begrijpen. Hiermee proberen
we vervolgens de overstap te maken naar de elektrocardiografie, van waaruit we kunnen
kijken naar het opsporen van boezemfibrilleren op een ECG.

Zodoende doen we kennis over dit vakgebied op, en weten we in welke context we precies
aan het werken zijn. Hier kunnen we vervolgens op voortborduren.

1.1.1 De anatomie van het menselijk hart

Het hart is een van de meest belangrijke organen voor de mens: de functie is immers om ons
bloed in het lichaam rond te pompen. Het menselijk hart ligt in de borstholte, tussen de
longen in, iets aan de linkerkant. Deze plaats wordt het mediastinum genoemd. Het hart is
gescheiden van zijn omgeving door een gesloten hartzakje. Dit zakje heet het pericard. Het
hart heeft ongeveer dezeltde afmetingen als een vuist. Het is 12 cm lang, 8 cm hoog en 6 cm
diep. Het heeft een massa van rond de 200-250 gram. Ook bestaat het hart uit 4 holtes. De
linker- en rechterkant bevatten beide een atrium (ook wel boezem, zie 3 en 8 in figuur 1.1.)
en ventrikel (ook wel
hartkamer, zie 7 en 4 in b
figuur 1.1). De atria
ontvangen het bloed van

2. longslagader

3. linkerboezem
de holle aders (rechts, zie
6 en 10 in figuur 1.1.)

en longader (links) en

4_linkerkamer

5. harttussenwand

pompen het door middel

: 6. onderste holle ader
van contractie van

spieren in de hartkamers. 7. rechterkamer

De hartkamers dienen als

. . 8. rechterboezem
pr1malre pompen van

het hart, en pompen 9. halve maanvormige klep

door mlqdel van 10.bovenste holle ader
contractie het bloed naar
de longen via de Figuar 1.1.""" Anatomie van het hart.

longslagader, of naar de rest van het lichaam via de aorta. "

" (leerjaar2hetmenselijklichaam, n.d.)
" (Desaix, et al., 2019)
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1.1.2 De werking van het menselijk hart

De hartslag is een veel voorkomend en steeds herhaald proces, maar de complexiteit van een
hartslag is niet te onderschatten. Een hartslag is een samenstelling van gecompliceerde, precies
gecoordineerde verschijnselen, die zich in en om het hart plaatsvinden.

Beide kanten van het hart hebben twee kleppen: een klep tussen de atria en ventrikels, ofwel
de atrioventriculaire klep, en een klep tussen de ventrikels en de longslagader of de aorta,
ofwel de halvemaanvormige klep.

Bjj elke hartslag zijn twee fasen betrokken, namelijk de diastole en de systole. Tijdens de
diastole zijn de atria en ventrikels ontspannen, en worden deze gevuld met bloed. Na de
ontspanning vindt er atriale systole plaats. Tijdens de atriale systole ontspannen je ventrikels
nog. Daarna vindt de ventriculaire systole plaats. Hierbij trekken de ventrikels zich samen en
pompen zo bloed door de rest van je lichaam, terwijl er in de atria diastole plaatsvindt en de
atrioventriculaire kleppen voorkomen dat het bloed terug de atria instroomt. Na de
ventriculaire systole zorgen de halvemaanvormige kleppen ervoor dat het onlangs
weggepompt bloed niet terug de ventrikels instroomt. De hartkleppen zorgen er ten alle tijden
voor dat het bloed maar in één richting stroomt. Dit gebeurt door gecodrdineerde opening en

sluiting van de kleppen, samenhangend met de samentrekkingen van de atria en ventrikels. *

Bloed stroomt van de holle ader (zie 10 in figuur 1.1) het rechteratrium binnen. Zodra deze
gevuld is trekt het atrium samen. De rechter atrioventriculaire klep staat tegelijkertijd open om
bloed richting het rechterventrikel te laten stromen. Vervolgens trekt de rechterventrikel
samen. Ondertussen staat de halvemaanvormige klep tussen het rechterventrikel en de
longslagader (zie 2 in figuur 1.1) voor een korte tijd open. Dit zorgt ervoor dat bloed in de
longslagader wordt gepompt richting de longen. Nadat de rechterventrikel heeft
samengetrokken sluit de halvemaanvormige klep weer om terugstroming te voorkomen.

Bloed komt via de longader terug van de longen en stroomt het linkeratrium binnen.
Wanneer het linkeratrium is gevuld met bloed, trekt deze zich samen. De linker
atrioventriculaire klep zorgt ervoor dat het bloed de linkerventrikel binnen wordt gepompt.
Wanneer de linkerventrikel is gevuld met bloed, trekt het zich samen. Tegeljjkertijd opent de
hartklep tussen de linkerventrikel en de aorta (zie 1 in figuur 1.7) voor een korte tijd. Dit
zorgt ervoor dat het bloed in de aorta wordt gepompt, waarna het door het hele lichaam kan
stromen. Na het samentrekken van de linkerventrikel sluit de halvemaanvormige klep weer

om terugstroming te voorkomen. ”

1.1.3 Het prikkelgeleidingssysteem

Alle samentrekkingen en ontspanningen van de spieren in het hart zijn goed gecodrdineerd
zodat het hart zijn functie kan vervullen. Zoals uit de vorige paragraat blijkt, is het van
levensbelang dat de delen van het hart op de juiste tijd samentrekken, terwijl andere delen
tegelijkertijd gecodrdineerd ontspannen. Het regelen van alle verschijnselen met betrekking
tot het pompen van het bloed door het hart, en de daarbij komende precies gecoordineerde
samentrekkingen en ontspanningen, wordt geregeld door het elektrische geleidingssysteem van
het hart. Dit wordt ook wel het prikkelgeleidingssysteem genoemd. Dit systeem geeft
elektrische signalen af aan bepaalde weefsels. Wanneer de lading van zo’n weefsel veranderd,
wordt dit depolarisatie of repolarisatie genoemd. Het verliezen van ladingsverschil wordt

% (Nlational Heart, Lung, and Blood Institute, n.d.)
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depolarisatie genoemd. Dit zorgt ervoor dat de spieren zich samentrekken. Depolarisatie
wordt gevolgd door repolarisatie. Hierbij ontspannen de spieren zich weer.

Het prikkelgeleidingssysteem bestaat uit 4 hootdonderdelen, de sinusknoop, de
atrioventriculaire knoop (ook wel AV-knoop genoemd), de bundel van His en de
Purkinjevezels (zie figuur 1.2). Elke hartslag begint met een elektrisch signaal atkomstig uit de
sinusknoop. Het signaal wordt gegenereerd wanneer de holle ader het rechteratrium met
bloed vult. Daarna verspreiden de signalen zich over de weefsels van het linker- en
rechteratrium. De atria worden hiermee gedepolariseerd. Dit signaal zorgt ervoor dat de atria
zich samentrekken, waardoor het bloed in de ventrikels wordt gepompt. Daarna komen de
signalen bij de AV-knoop aan. Deze vertraagt de signalen, zodat de atria tijd hebben om het
bloed naar de ventrikels te verplaatsen. Hierna gaan de signalen verder door de bundel van
His, die zich in het weefsel van de ventrikels bevindt. De bundel van His geleidt de signalen
naar de Purkinjevezels, die direct verbonden zijn met de spiercellen van je linker- en
rechterventrikels. Vervolgens verspreiden de signalen zich over de ventrikels. Hiermee worden
de ventrikels gedepolariseerd. Dit zorgt ervoor dat de ventrikels zich samentrekken. Dit
gebeurt echter niet op
precies dezeltde tijd.

De rechterventrikel Geleidingssysteem

trekt zich kort na de

linkerventrikel samen. Sinusknoop Linkerboezem
Door deze AV knoop
samentrekking wordt T — Burdlelvagitiie
het bloed naar de

. Linkerkamer
longen gepompt vanuit
de rechterventrikel, of

Rechterkamer
naar de rest van het

lichaam door de Purkinjevezels

linkerventrikel.
Wanneer de signalen
voorbij zijn repolariseren de  Figuur 1.2V, Het prikkelgeleidingssysteem van het hart.
atria en ventrikels

en ontspannen de weefsels zich weer, totdat het volgende signaal komt. "

1.2.1 Elektrocardiografie

Elektrocardiografie is het onderzoeken van de elektrische activiteit van het
prikkelgeleidingssysteem van het hart. Een elektrocardiogram (ECG) registreert de verschillen
in elektrisch potentiaal die door het hart worden gegenereerd d.m.v. elektrodes aan het
lichaamsoppervlak. Verscheidene factoren, zowel binnen als buiten het hart, veranderen het
waargenomen elektrische signaal. Elektrische signalen, die door het hart worden opgewekt,
worden namelijk veranderd door de positie van het hart in het lichaam, de aard van het
tussenliggende weefsel, en de afstand van het hart tot de elektrode. Ondanks het risico dat een
ECG normaal kan uitvallen ondanks een abnormaal hartritme, of abnormaal met een normaal

Pl (Hartstichting, sd)
191 (National Heart, Lung, and Blood Institute, n.d.)
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hartritme, is het ook waar dat een ECG vaak een belangrijke indicatie geeft van een
hartafwijking. "

Een ECG kan mogelijk via de rugligging worden opgenomen, door een elektrode aan elk van
de vier ledematen te bevestigen (twee paren). Het potentiaalverschil tussen de verschillende
ledenmaten wordt geregistreerd, waarbij een van de twee elektrodes van een paar als positieve
pool dient, en de andere als negatieve pool. Zo wordt bijvoorbeeld het potentiaalverschil
tussen de linkerarm en de rechterarm geregistreerd, waarbij de linkerarm als positieve pool
dient, zodat een stroom die van links naar rechts gaat wordt geregistreerd. '”

1.2.2 Leads en Elektrodes

Voor het goed functioneren van een ECG is het belangrijk dat de elektrodes op de goede
positie zitten. Telkens is er sprake van een paar (twee) elektrodes, waarbij het verschil in
potentiaal tussen deze elektrodes wordt gemeten. Een van de elektrodes dient hierbij als
positieve pool, de ander als negatieve pool. Op deze manier kunnen verschillende metingen
van de potentiaal tussen elk paar worden gedaan. Alle elektrodes meten hierbij tegelijkertijd.
Elke meting van de potentiaal tussen twee elektrodes wordt afgenomen vanaf een andere hoek
t.0.v. het hart. Deze kunnen als het ware worden gezien als “doorsneden” van het hart. Een
lead 1s zo’n doorsnede. Een lead kan gezien worden als een denkbeeldige lijn tussen twee
zojuist genoemde elektroden. De elektrische activiteit van zo’n lead wordt gemeten en
weergegeven als een deel van een ECG "’ Het meest voorkomende voorbeeld is een ECG
van 10 elektrodes, waarbij deze elektrodes in totaal 12 leads vormen. De vraag daarbij is hoe
12 leads mogelijk kunnen worden gemaakt uit 10 elektrodes. Om dit te begrijpen moet er
worden gekeken naar de verschillende elektrodes.

Er wordt daarbij een onderscheid gemaakt tussen 2 soorten elektrodes, frontale elektrodes en
dwarse elektrodes. Er zijn in totaal 4 frontale elektrodes: RL, RA, LL en LA. Deze staan
respectievelijk voor Right Leg (rechterbeen), Right Arm (rechterarm), Left Leg (linkerbeen)
en Left Arm (linkerarm). Verder zijn er 6 dwarse elektrodes, V1, V2, V3, V4, V5 en V6. De
plaatsing van alle elektrodes is te zien in Figuur 1.3.

/ o PS
RA LA |
Vi V2
\ ®/ e \y3 |
. Y
' 00, |
‘ V4 ys /‘.
| \
\ t /
| ~ \
| | RL L |
\® )

Figuur 1.3"Y De posities van de 10 verschillende elektrodes bij een 12 lead ECG.

' (Ashley & Niebauer, Chapter 3 Conquering the ECG, 2004)
[l (Noble, Hillis, & Donald, 1990)

131 (Jackson, sd)

M (Karla, n.d.)
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De frontale elektrodes zorgen samen voor 6 leads:

Van RA naar LA

Van RA naar LL

Van LA naar LL

Met het gemiddelde van LA + LL naar RA
Met het gemiddelde van RA+LL naar LA
6. Met het gemiddelde van RA+LA naar LL

RNl A

Verder zorgen de dwarse elektrodes, samen met het gemiddelde van alle frontale elektrodes,
voor de 6 andere leads. Deze 6 leads worden gevormd van het gemiddelde van alle frontale

elektrodes naar een van de dwarse elektrodes. ™!

1.2.3 Aflezen van een ECG

De elektrocardiograaft verwerkt de signalen die door elektroden op de huid worden
opgevangen en produceert een grafische weergave van de elektrische activiteit van het hart
van de patiént. Het basisprincipe van een ECG werkt als volgt:

- Depolarisatie richting de elektrode veroorzaakt een opwaartse afbuiging.

- Depolarisatie weg van de elektrode veroorzaakt een neerwaartse afbuiging.
- Repolarisatie richting de elektrode veroorzaakt een neerwaartse atbuiging
- Repolarisatie weg van de elektrode veroorzaakt een opwaartse atbuiging

Het basispatroon van deze elektrische activiteit werd meer dan honderd jaar geleden voor het
eerst ontdekt. Het bestaat uit vier

R

golven, namelijk P, QRS (een
golfcomplex), T en U. (zie figuur 1.4).

De P-golf is een kleine opwaartse

afbuiging die de atriale depolarisatie J point

reflecteert. Hierbyj trekken de atria
scgsnrem

e E—

samen en vindt er in de atria systole

plaats.
PR
interval

Het PR-interval is de tijd tussen de
eerste afbuiging van de P-golf en de

QRS
interval
QT
interval

eerste afbuiging van het QRS-complex.

Figuur 1.4 Het basispatroon van een ECG.

De drie atbuigingen van het QRS-complex
vertegenwoordigen ventriculaire depolarisatie. Hierbij trekken de ventrikels samen en vind er
in de ventrikels systole plaats. De regel is: als de golf direct na de P-golf een opwaartse
afbuiging 1s, is het een R-golf; als het een neerwaartse afbuiging is, is het een Q-golf:

- De kleine Q-golf reflecteert de depolarisatie van de afscheiding tussen de linker- en

rechterventrikel (ook wel kamertussenshot genoemd)
- De R-golf reflecteert de depolarisatie van de ventrikels (begin systole)

13- ( EMTRESOURCE.COM, 2014)
19 (Ashley & Niebauer, Figure 4, 2004)

15



Een intelligente ECG-Analyse

- De S-golf reflecteert de uiteindelijke depolarisatie van de ventrikels, aan de onderkant
van het hart.

Het ST-segment is de tijd tussen de laatste afbuiging van de QR S-interval en de eerste
atbuiging van de T-golf.

De T-golf reflecteert de ventriculaire repolarisatie. Hierbij stoppen de ventrikels met
samentrekken en vind hier weer diastole plaats. De atriale repolarisatie is vertroebeld door het
QRS-complex. Tijdens het QRS-complex stoppen de atria met samentrekken, en begint hier

de diastole weer. De U-golf reflecteert de repolaristatie van de Purkinjevezels. '’

1.3.1 Hart- en vaatziekten

Hart- en vaatziekten is een verzamelnaam voor ziekten die betrekking hebben op het hart en

het bloedvatenstelsel. In totaal zijn er in 2018 ruim 1.6 miljoen mensen met hart- en

vaatziekten in Nederland. In 2018 waren er 895.600 gevallen van hart- en vaatziekten zijn

bekend bij mannen, en 752.400 gevallen bij vrouwen. In 2017 zijn er in Nederland ruim

38.000 mensen overleden aan hart- en vaatziekten. De kans om aan hart- en vaatziekten te

overlijden neemt toe )
Sterfte aan hart- en vaatziekten 2017

wanneer de leeftijd

toeneemt (zie figuur

1.5). Ook is de kans om Fﬁfocl)go-ooo personen

hieraan te overlijden

voor mannen iets groter

dan voor vrouwen (zie 10.000

figuur 1.5). In 2015 8.000

waren de totale kosten 6.000

van alle hart- en 4000

vaatziekten patiénten ‘

2.000 I
Q o

11.6 miljard euro. Dit 1s II
R T |

0

13.6% van de totale .

S S VN - S V- S VO - S O - S R - S S - NP A= SN

AL S . O L L RGN
kosten van de VOSSN  SES S ES S S E S

Nederlandse I Mannen I Vrouwen M Totaal

X
&
volksgezondheidenzorg.infi

gezondheidszorg. "
Figuur 1.5"" Sterfte aan hart- en vaatziekten in 2017

1.3.2 Boezemfibrilleren

Boezemfibrilleren is een ziekte dat valt onder de hart- en vaatziekten. Boezemfibrilleren (ook
wel atriumfibrilleren of AF genoemd) is een abnormaal hartritme, ofwel aritmie. Het hart kan
bij boezemfibrilleren het bloed niet meer efficiént door het lichaam pompen. Voorspelt is dat
er op dit moment wereldwijd tussen 2.7 en 6.1 miljoen mensen hieraan lijden. Het risico op
het ontwikkelen van boezemfibrilleren neemt toe naarmate men ouder wordt. Zoals
besproken, begint een hartslag normalerwijs met een elektrisch signaal atkomstig uit de
sinusknoop, die zich in het rechteratrium bevindt. Bij AF komt dit signaal van meerdere

7] (Ashley & Niebauer, Chapter 3 Conquering the ECG, 2004)
"1 (Volksgezondheidenzorg, 2018)
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plaatsen, wat betekent dat de atria onregelmatig samentrekken, en zo niet gecodrdineerd met

de ventrikels samentrekken, wat de functie van het hart verstoord.

(19]

AF veroorzaakt niet altijd symptomen, en de symptomen zijn vaak niet continu aanwezig.

Symptomen van AF kunnen zijn:

[19]

Een hogere hartslag dan normaal
Hartkloppingen

Ademloosheid

Pijn of druk op de borst

Hypotensie (lage bloeddruk)
Duizeligheid of syncope (flauwvallen)

AF kan complicaties tot gevolg hebben die mogelijk levensbedreigend zijn. Voorbeelden van

complicaties ten volgen van AF zijn o.a.:

Bloedpropjes. Dit zijn massieve stukken die zich hebben gevormd in het bloed. Deze
kunnen zich in het hart vormen ten gevolge van een onregelmatig hartslag. Een
bloedpropje kan losraken van de hartwand, en vervolgens ergens in het vatensysteem
vast komen te zitten en voor een embolie (afsluiting van de ader of slagader) zorgen.
Dit kan fataal zijn.

Beroerte. Een beroerte kan zich voordoen wanneer een bloedpropje voor een embolie
in de hersenen zorgt. Door een beroerte krijgt een deel van de hersenen geen of
onvoldoende zuurstof. Dit kan fataal zijn.

Hartfalen. Vooral bij een hoge hartslag kan AF voor hartfalen zorgen. Wanneer de
hartslag onregelmatig is, is de hoeveelheid bloed dat van de atria per samentrekking
naar de ventrikels wordt gepompt inconsistent. De ventrikels kunnen daardoor soms
niet compleet vullen voordat ze samentrekken. Dit zorgt voor een tekort aan bloed dat
wordt rondgepompt, en het bloed dat wacht om rondgepompt te worden bouwt zich
op in de longen en andere delen rond het hart.

Cognitieve problemen. Uit onderzoek 1s gebleken dat mensen met AF een verhoogd
risico hebben om op lange termijn cognitieve problemen en dementie te ontwikkelen.
Dit zou niet in relatie zijn met een tekort aan zuurstof in de hersenen.

Risicofactoren voor AF zijn o.a.:

Leeftijd. Hoe ouder iemand is, hoe groter het risico op AF.

Hypertensie (hoge bloeddruk). Hypertensie kan het hart belasten en het risico op AF
verhogen.

Longembolie. Een embolie in de longen kan het risico op AF verhogen.

Hartziekten. Mensen met bepaalde hartziekten, zoals hartklepaandoeningen, hartfalen,
kransslagaderziekte en een voorgaande hartaanval, hebben een hoger risico op AF
Overmatig alcoholgebruik. Mannen wie meer dan 2 glazen alcohol per dag drinken, of
vrouwen wie meer dan een glas alcohol per dag drinken, hebben een hoger risico op
AF.

Familieleden met AF. Wanneer er familieleden zijn die aan AF lijden is het risico op
AF in andere familieleden hoger.

I (Felman, 2018)
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- Andere chronische aandoeningen. Mensen met andere chronische aandoeningen, zoals
schildklierproblemen, astma, diabetes en obesitas, hebben een verhoogd risico op AF.

- Slaapapneu. Mensen met slaapapneu hebben een verhoogd risico op AF.

- Chirurgie. AF treedt vaak op direct na een hartoperatie.

Er zijn verschillende manieren om AF te voorkomen. Een dieet dat goed is voor het hart kan
helpen om AF te voorkomen. Ook hef afzien van gevaarlijke middelen, zoals tabak, alcohol of
drugs zoals cocaine, is goed voor het hart en kan de kans op AF verkleinen. Stress kan de
bloeddruk en hartslag verhogen. Het voorkomen van stress kan de ontwikkeling van AF
voorkomen. Ook een actieve levensstijl kan het hart versterken en de kans op AF en andere

. : 20
hartaandoeningen verkleinen. "

1.3.3 Boezemfibrilleren op ECG’s

AF treedt op wanneer er een hoog aantal actiepotentialen (elektrische signalen in de cellen) in
de atria ontstaan, die voor een atriale hartslag van 400 tot 600 slagen per minuut zorgen.
Gelukkig worden niet al deze atriale actiepotentialen tijdens AF tot de ventrikels geleid door
de functie van de AV-knoop. De AV-knoop voorkomt dat meer dan de helft van deze atriale
actiepotentialen de ventrikels bereikt. De ventriculaire hartslag (hartslag van de ventrikels)
bedraagt vaak rond de 100-170 slagen per minuut. AF wordt voornamelijk gediagnostiseerd
op basis van ECG’s. Hierbij is de P-golf, die normaal gesproken de atriale depolarisatie
weergeeft, in een ECG afwezig. Ook is er soms geen atriale activiteit waar te nemen. Vaak
kunnen fibrillerende golven worden gezien. Deze reflecteren de onregelmatige atriumactiviteit

‘RS O S SR |

[ 1] l bl ! |
o

Figuur 1.6.""Een ECG van boezemfibrilleren.

die bij AF optreedt (met 400 tot 600 golven per minuut). De QRS-complexen zijn
“onregelmatig onregelmatig”, doordat er geen patroon in hun regelmatigheid is. De R-R-
interval 1s onregelmatig. De ventriculaire hartslag 1s vaak sneller dan normaal. Wanneer de
ventriculaire hartslag significant hoger is (meer dan 150 slagen per minuut), is het moeilijk AF
van andere hartritmestoornissen te onderscheiden. **

In Figuur 1.6 1s een ECG, met daarin boezemfibrilleren, weergegeven. De R-golven zijn de 9
hoogste pieken. Daarnaast zijn er fibrillatorische golven waarneembaar tussen de hoge R-
golven. Deze zijn zichtbaar als erg kleine, onregelmatige golfjes, en zijn karakteristiek voor
boezemfibrilleren. Deze fibrillatorische golven reflecteren de erg snelle atriale hartslag. De R~
golven, zoals beschreven in paragraat 1.2.2, reflecteren de ventriculaire hartslag. Deze is

P (Felman, 2018)
P (EKG.Academy, n.d.)
21 (Healio, n.d.)
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onregelmatig, de R-R-interval is namelijk onregelmatig, wat ook karakteristiek is voor
boezemfibrilleren.

1.4 Interview

Om meer informatie te verzamelen over boezemtfibrilleren in combinatie met kunstmatige
intelligentie en de praktische aspecten hiervan, hebben wij een interview afgenomen. We zijn
in contact gekomen met prof. dr. Natasja de Groot, professor in cardio-elektrofysiologie. Ze
doet met name onderzoek naar boezemtfibrilleren en het genezen ervan. Ze is geschikt voor
een interview met ons, door haar kennis op het gebied van het opsporen van
boezemlfibrilleren, en het genezen hiervan. Wij hebben van tevoren een aantal vragen
opgesteld (zie bijlage interview). Vervolgens hebben wij telefonisch het interview afgenomen.

Uit het interview is gebleken dat ECG’s een belangrijk deel van de diagnostiek van
boezemlfibrilleren uitmaken, waarbij het classificeren daarvan een grote rol speelt. Het is dan
ook erg belangrijk dat ECG’s goed worden geclassificeerd voor een juiste diagnose, zodat
eventuele medicatie op tijd toegediend kan worden. Dit kan echter een erg arbeidsintensief
proces zijn, met name bij het afnemen van ECG’s met een lange duur. Om deze reden is er
behoefte aan automatisering van de classificatie van ECG’s, zodat het beoordelen van ECG’s
efficiénter kan verlopen. Daarnaast zal de automatisering van de classificatie van ECG’s ruimte
maken voor ontwikkelingen, waarbij het mogelijk zal worden om langdurig het hartritme te

kunnen meten, in plaats van in korte intervallen. !

Bij het automatiseren van het classificeren van ECG’s moet er echter wel rekening gehouden
worden met de bijbehorende nauwkeurigheid. Het is van belang dat ECG’s met hoge
nauwkeurigheid worden geclassificeerd om zoveel mogelijk verkeerde diagnoses te
voorkomen. Het is dus van belang bij het automatiseren dat er een aanvaardbare

nauwkeurigheid als resultaat ontstaat. Het interview zelf is te vinden in bijlage interview. >

1.5 Conclusie
De deelvraag van dit hoofdstuk is als volgt:

Hoe kan boezemfibrilleren op een ECG worden opgespoord?

Ten eerste hebben we geleerd hoe het hart functioneert. Daarbij hebben we specifiek gekeken
naar het prikkelgeleidingssysteem van het hart. Daarna hebben we kennis vergaard over
elektrocardiografie en het maken van ECG’s. Vervolgens hebben we gekeken naar
verschillende hart- en vaatziekten, met name boezemfibrilleren. Belangrijk was daarbij hoe
boezemfibrilleren wordt veroorzaakt, wat de gevolgen zijn, en hoe het kan worden
opgespoord op ECG’s. Ten slotte hebben we praktische informatie verkregen uit het
interview verwerkt om onze kennis aan te vullen.

We kunnen met de kennis, verkregen in dit hoofdstuk, begrijpen wat boezemfibrilleren is,
wat ECG’s zijn en hoe deze kunnen worden afgelezen en geclassificeerd, en we hebben
inzicht gekregen in de potentie van automatisering voor de classificatie van ECG’s. Deze
kennis zal in de hierop volgende hoofdstukken worden toegepast om het classificeren van
ECG’s te automatiseren door middel van kunstmatige intelligentie.

I (de Groot, 2020)
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Hoofdstuk 2
Neurale netwerken
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Introductie hoofdstuk 2
Om sneller en efficiénter diagnoses voor boezemfibrilleren te kunnen stellen, willen wij
gebruik maken van kunstmatige intelligentie. Hieronder worden intelligente systemen verstaan
die zelfstandig taken uit kunnen voeren in complexe omgevingen en hun eigen prestaties
kunnen verbeteren door te leren van ervaringen. ** Wij maken gebruik van een beperkt deel
van deze kunstmatige intelligentie, genaamd machine learning. Specifiek gezegd maken wij
gebruik van een implementatie hiervan, die deep learning wordt genoemd. Onderzoekers die
gespecialiseerd zijn in machine learning houden zich bezig met het ontwikkelen van
algoritmes een computer in staat van paraatheid stellen om te kunnen leren. Deep learning
focust zich daarbij op een specifiek soort algoritme genaamd neurale netwerken. Zo’n
kunstmatig neuraal netwerk probeert de hersenen zoals
wij die kennen na te bootsen. Deze techniek willen wij Ao
gebruiken om ons doel te kunnen bereiken. We Intelligence
pakken hierbij een specifiek soort kunstmatig neuraal
netwerk, genaamd een convolutioneel neuraal netwerk
(CNN). In dit hoofdstuk zal worden beschreven hoe
we de rekenkracht van computers kunnen gebruiken
voor onze doeleinden, wat kunstmatige neurale
netwerken zijn en hoe deze gestructureerd zijn, wat Deep Learning
een convolutioneel neuraal netwerk is, en hoe deze
werkt. Hiermee hebben wij zodoende de kennis

vergaard om een CNN mee te kunnen programmeren

1. [25]

voor de classificatie van boezemfibrilleren op ECG’s.  Figuur 2. [lustratie deep learning

2.11 Computers en rekenkracht

Een computer beschikt over een processor, ook wel CPU (Central Processing Unit) genoemd.
Deze voert instructies uit in nanoseconden (één miljardste van een seconde) of

sneller. Doordat de processen in een hersencel zich afspelen op een tijdschaal van ongeveer 1
milliseconde, is de processor van een computer wezenlijk (factor van rond de 1x10°) sneller
dan een zenuwcel. Dit verklaart waarom computers zoveel sneller kunnen rekenen dan de
mens voor mogelijk houdt. Rekenen is in essentie immers niet meer dan optellen en
aftrekken. Dit wordt verricht in een computer door een deel van de CPU genaamd ALU, dit
staat voor Arithmetic Logic Unit. Vermenigvuldigen en delen zijn in essentie ook gebaseerd
op het optellen en aftrekken. Er zijn daarentegen wel een aantal keerzijden betreffende het
gebruik van de computer. In de menselijke hersenen zijn bijvoorbeeld ontzettend veel
hersencellen actief (honderd miljard, 1x10"), terwijl de nieuwste processoren niet veel meer
dan een miljard (1x10°) transistoren hebben. Hierdoor kunnen de hersenen, in vergelijking
met computers, meer informatie gelijktijdig verwerken. Ook is er sprake van een risicofactor.
Een defect in een processor kan catastrofaal zijn, terwijl het afsterven van enkele hersencellen
weinig consequenties zal hebben: neuronen sterven dagelijks af. Elk neuron verkrijgt namelijk
informatie van vele andere neuronen, waarbij het afsterven van een cel in deze structuur
weinig zal veranderen, doordat de overige cellen alsnog een correcte input zullen geven. Een
wijziging in de structuur is daarentegen wel merkbaar op hogere leeftijd in de vorm van
geheugenverlies en trager handelen.

P4 (Track #2| Wat is AI?, sd)
1 (Wu, 2019)
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Een computerprogramma mag niet tweeslachtig zijn of fouten (zogenoemde bugs of errors)
bevatten. De instructies, ook wel code genoemd, voor het oplossen van een willekeurig
probleem moeten dusdanig stap voor stap en in detail uitgewerkt worden. Het schrijven van
deze instructies wordt programmeren genoemd. Mensen leren daarentegen “door het te
doen”, ook wel trial-en-error genoemd. Door bezig te zijn met nieuwe ervaringen en leren,
versterken de synaptische verbindingen op meerdere plekken in de hersenen, waardoor
elektrische signalen efficiénter kunnen reizen bij het maken van een nieuwe route tussen
neuronen. Communicatie tussen de relevante neuronen wordt daarbij vergemakkelijkt, en
cognitie wordt sneller gemaakt. %7

Softwareprogramma’s moeten dus stapsgewijs en met gevoel voor detail uitgewerkt worden:
een computer is immers niet in staat om uit zichzelf na te denken. Om die reden voeren de
computers letterlijk uit wat aan hen wordt opgedragen om te doen, niet meer en niet minder.
Er is echter een nieuw perspectief ontstaan om het gebied van programmeren. In plaats van
het principe dat wij, als mens, exact beschrijven hoe een computer een taak moet uitvoeren,
laten we de computer dit zelf uitzoeken. Als een computer in staat is om dit te doen, beschikt
het over een soort kunstmatige intelligentie. Dit principe wordt toegepast bij zogenoemde
“kunstmatige neurale netwerken”.

2.1.2 Opkomst van computers en neurale netwerken

In het laatste aantal jaren is het concept van kunstmatige neurale netwerken steeds verder
ontwikkeld. Deze neurale netwerken kunnen worden ingezet in een grote variéteit aan
vakgebieden, waaronder biomedisch onderzoek. Het uitgangsprincipe van een kunstmatig
neuraal netwerk houdt het nabootsen van het neurale netwerk in het menselijk brein in. In de
volgende paragraaf zal hier verder op geborduurd worden. Eerst is het van belang om te
realiseren waar de mens tot in staat is vergeleken met primitievere wezens: de mens is namelijjk
in staat tot logisch redeneren, een vaardigheid die maar in geringe mate voorkomt bij andere
organismen. Deze vaardigheid is te danken aan ons brein. De primitievere “ik” zou niet
doorhebben dat de komst van personal computers (een uitvinding gedateerd rond het jaar
1975), ons dagelijks leven volkomen zou veranderen. De computers zijn momenteel z6
doorontwikkeld, dat deze in staat zijn om een erg grote verscheidenheid aan niet-triviale taken
op te lossen. Zoals ooit is geformuleerd:

“Computers are incredibly fast, accurate, and stupid. Human beings are incredibly slow,
inaccurate, and brilliant. Together they are powertil beyond imagination.” *"

Oftewel, als de snelheid en efticiéntie van de computer en de intelligentie van de mens
gecombineerd kunnen worden zullen veel taken mogelijk worden, die eerst volkomen
onmogelijk leken. Later werd de kracht en potentie van computers verder versterkt door een
nieuwe tak in de technologie: de kunstmatige intelligentie. Hierdoor zouden computers
zichzelf “dingen” aan moeten kunnen leren. Een implementatie hiervan is een eerdergenoemd
kunstmatig neuraal netwerk. Zo’n netwerk streeft naar het imiteren van het menselijk brein,
om zo mogelijkerwijs (een deel van) de menselijk intelligentie te kunnen imiteren. Het

P (NEMO Kennislink, 2002)
P71 (Kolk, Muhammad, & Gibb, 2011)
I De oorsprong van deze quote is niet bekend, maar zou volgens bronnen (wellicht

onbetrouwbaar) van Einstein atkomstig zijn geweest. Het scepticisme wordt o.a. beschreven in
(Shoemate, 2008)
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implementeren van dit soort neurale netwerken heeft gezorgd voor een geheel nieuwe
categorie aan innovatie: van chatbots tot zorg. Ook in de gezondheidsindustrie is er zodoende
plaats voor innovatie.

Kunstmatige neurale netwerken werken door patronen te vinden in data. Zo’n netwerk
“leert” door voorbeelden te beschouwen, samen met de bijbehorende antwoorden. Zo kan
een netwerk honden en katten classificeren door het een afbeelding van een hond of kat te
“voeden” en deze te labelen met “hond” of “kat”. De daadwerkelijke voorbeelden (veelal
afbeeldingen) bevinden zich daarbjj in een bepaalde dataset. Deze wordt de training set
genoemd. Zoals de naam al zegt, verwijst dit naar data die gebruikt worden om het netwerk te
trainen. De “antwoorden” op deze voorbeelden worden ook wel “labels” genoemd. Door het
netwerk de trainingsdata te laten vergelijken met de corresponderende labels, leert het
netwerk zichzelf aan om de juiste antwoorden te geven op bepaalde (vooraf getrainde)
situaties. Nadat een neuraal netwerk een of meerdere patronen heeft gevonden in de
trainingsdata, kan dit toegepast worden op data die nog niet eerder door het netwerk gezien
zijn.

2.2 De structuur van een biologisch neuron

Voordat er gekeken kan worden naar de exacte werking van een kunstmatig neuraal netwerk,
zullen eerst verscheidene aspecten hiervan toegelicht moeten worden. Hierbij kan het best
eerste de link worden gelegd naar zijn biologische variant. Een bekend voorbeeld hiervan is in
elk menseljjk lichaam in verschillende soorten en maten aanwezig: de hersenen. Dit orgaan
bestaat namelijjk uit een wirwar van connecties tussen cellen: de neuronen.

Cendiiles

Cell Body

Figuur 2.2 Een versimpelde weergave van een biologisch neuron met de dendrieten, een axon, en
het cellichaam (soma, Cell Body in afbeelding).

In essentie bestaat een biologisch neuron, zoals die ook in de hersenen voor komt, uit
dendrieten, een axon, en een soma (cellichaam), zoals weergegeven in figuur 2.2. De
dendrieten zijn uitlopers van het neuron die impulsen (in de vorm van elektrische signalen)
ontvangen via een synaps (een verbinding tussen verschillende neuronen, tussen een axon en
dendriet), en naar het cellichaam toe geleiden. Een axon geleidt daarentegen deze impulsen
van het cellichaam af naar een andere structuur. Dit kan bijvoorbeeld een volgend dendriet
zijn. Deze onderdelen vinden een equivalent in kunstmatige nabootsingen van biologische
neuronen.

P (Fiala, 1999)
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De informatieoverdracht tussen neuronen wordt mogelijk gemaakt door het verschil in lading
van het cytoplasma van een neuron t.o.v. de buitenkant van het neuron. Dit potentiaalverschil
bedraagt normaliter ongeveer -70 mV. Dit verschil wordt veroorzaakt door de ongelijke
concentratichoeveelheden Na“-ionen en K'-ionen. Aan de buitenkant is de concentratie Na'-
ionen hoger dan de concentratie K'-ionen t.o.v. de binnenkant (het cytoplasma). Aan de
binnenkant is het juist andersom t.o.v. de buitenkant. Ook bevat de binnenkant negatief
geladen 1onen. Door het toedienen van een bepaalde prikkel op het celmembraan verandert
de permeabiliteit van dit membraan voor de positief geladen ionen. Zogenoemde Na'-kanalen
openen zich, waardoor deze ionen de cel in gaan. Het potentiaalverschil verandert zodoende,
waarna de rustpotentiaal afheemt. Dit proces wordt depolarisatie genoemd. Zodra dit verschil
is afgenomen tot een bepaalde drempelwaarde (ongeveer -50 mV), kan een impuls ontstaan.
Deze waarde wordt de activatiedrempel genoemd. De eigenschap van een drempelwaarde kan

ook terug worden gevonden in kunstmatige nabootsingen. >

2.3.1 Een vogelperspectief op een kunstmatig neuraal netwerk

In de paragraaf hiervoor hebben we gekeken naar een eenvoudig model van een biologisch
neuron. Veel van deze neuronen wordt logischerwijs een (biologisch) neuraal netwerk
genoemd. Een kunstmatige nabootsing van dit biologisch neuraal netwerk wordt zodoende
een kunstmatig neuraal netwerk genoemd (ofwel ANN, Artifical Neural Network). De
opbouw van een ANN is in meer of mindere mate via hetzelfde principe als een biologisch
neuraal netwerk opgebouwd.

De biologische variant kan kunstmatig worden gemodelleerd in een computer door eenheden
die, ook in deze context, neuronen worden genoemd. Een neuron in een ANN bestaat in
essentie uit drie soorten lagen (layers) neuronen: één input layer, één output layer, en een
bepaald aantal hidden layers. De input layer bevat inputneuronen en de output layer bevat
outputneuronen. Zulke netwerken met meerdere layers worden ook wel multilayer
perceptrons (ofwel MLP’s) genoemd.

Als er wordt gekeken naar het functioneren van zo’n netwerk, zullen als eerste de
geimporteerde gegevens door de inputneuronen worden bewerkt. Elk neuron is in staat om
van zijn inputs (in de vorm van getallen) nieuwe outputs te produceren. Deze outputs kunnen
vervolgens weer worden gebruikt als inputs in volgende neuronen, die een laag verder liggen
in het netwerk. Data wordt zodoende gedurende de looptijd van het programma alsmaar
bewerkt en doorgegeven, totdat dit leidt tot een bepaalde output van het gegeven netwerk.
Als een ANN beschikt over dit “doorstroomprincipe” wordt deze een feedforward netwerk
genoemd. Een overzicht van zo’n model is gegeven in figuur 2.3. In dit geval zijn alle

P (Biologie voor jou, 2007)
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neuronen in de hidden layer verbonden aan alle neuronen in de input layer. Deze layer wordt
daarom ook wel een fully connected (of densely connected) layer genoemd.

Hidden layer

Input layer

. 3] . . .
Figuur 2.3PY Een overzicht van een eenvoudige ANN met een input layer met 4 neuronen,
een hidden layer met 4 neuronen, en een output layer met één neuron.

Elk neuron in het netwerk ontvangt een input en genereert een output. De output wordt
gegenereerd doordat een neuron zijn inputs wiskundig bewerkt. Deze wiskundige functies
kunnen verschillen per neuron. Een voorbeeld van zo’n berekening is een activatiefunctie.
Deze activatiefunctie bepaalt het bereik aan waarden die de functie kan genereren, gegeven
een bepaald domein (aan waarden). Tevens beschikt elk neuron in een bepaalde layer over
verbindingen met neuronen uit de voorgaande layer. Zo’n connectie wordt vertegenwoordigd
door een getal. Deze waarde wordt een weight genoemd. Zoals genoemd is, is elk neuron in
een laag verbonden met alle neuronen uit de voorgaande layer (met de inputlayer als
uitzondering). Hierdoor beschikt elk neuron (met uitzondering van de inputneuronen) over
meerdere weights. Specifiek gezegd beschikt elk neuron over een aantal weights gelijk aan het
aantal neuronen in de vorige layer. Doordat aan elke input van een neuron een weight
gekoppeld is, wordt aan elke input een bepaalde relativiteit gekoppeld: als deze weight een
relatief groot getal 1s, is de bijbehorende input van relatief groot belang en heeft een relatief
grote invloed op de uitkomst van het netwerk. Andersom geldt dit ook: bij een relatief kleine
weight hoort een relatief onbelangrijke input. Een neuron beschikt naast meerdere weights
ook nog over een bias. Deze bias bepaalt hoe snel een neuron een signaal (in de vorm van een
output) afgeeft aan een volgend neuron. Deze bias kan worden vergeleken met de
activatiedrempel van een biologisch neuron. Elk van deze biases en weights vormt een
parameter in een kunstmatig neuraal netwerk. Het doel is om waarden voor deze parameters
te vinden waarbij het kunstmatig neuraal netwerk perfect functioneert. Dit gebeurt door het
netwerk te trainen en wordt later in het verslag uitgelegd.

Pl (Shahpar & Esmaeilpoor, 2017)
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2.3.2 Het basismodel van een kunstmatig neuron

a
i W
W i
Input
Links
Inpu_t Activation
Function Function

Figuur 2.4."* Weergave van een kunstmatig neuron, met bijbehorende inputs, weights,
activatiefunctie, en output.

Hierboven is een algemene weergave van de bewerkingen die een input ondergaat bij het
passeren van een neuron, totdat het een output is geworden te zien. Elke input in een ANN
bestaat uit een getal. Dit getal wordt aangevoerd vanuit een voorgaand neuron in het netwerk
(de inputneuronen zijn hier logischerwijs een uitzondering op). Zodra de inputs, bias en de
weights gegeven zijn, kan hieruit een ‘gewogen som’ berekend worden. Een gewogen som
ontstaat door het koppelen van een weight aan elke input van een neuron, en door de bias die
hoort bij dat neuron. Zodoende worden zowel de relativiteit van deze weight als de bias
meegenomen. Deze som wordt vervolgens bewerkt door middel van de activatiefunctie,
waaraan gerefereerd wordt als activatiefunctie. Dit resulteert in een output, die daarna weer als
input kan worden gebruikt door een neuron in de volgende laag. Verder valt er te zien dat
inputs over dezelfde functie als axonen, activatiefuncties over dezelfde functie als soma’s, en
outputs over dezelfde functie als dendrieten beschikken.

In het algemeen kan de gewogen som geformuleerd worden als:
Wy kX1 + Wy * Xy + o4+ Wy *xp,
Hierin is w,, de weight van input n, x,, de waarde van input n, en b de bias.

Hierbij wordt elke input vermenigvuldigd met een weight. De optelsom hiervan wordt
berekend. Vervolgens wordt hier uiteindelijk nog de bias bij opgeteld. Het uitschrijven van
deze berekening is echter langdradig. Dit kan verbeterd worden door een andere notatie:

n
y= ) W, x)+ b
n=1

Waarbij n staat voor een neuron uit de voorgaande layer: deze produceert namelijk de output
die dient als input voor de neuronen in de volgende laag. Er kan ook nog een tweede
verbetering worden toegepast. Door de verzamelingen weights en inputs ieder weer te geven
in de vorm van vectoren of matrices, kan de berekening op een beknopte manier
weergegeven worden.

21 (Folly, 2007)
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De input wordt dan berekend door:
w-x+b

Hierin is w een matrix bestaande uit weights, x een vector van de inputs, en b wederom de
bias. Deze bias is hierbij onveranderd. De gewogen som lijkt erg op een lineaire functie van de
vorm y = a - x + b, maar heeft logischerwijs wel een andere betekenis. De coéfticiént a (die in
de context van lineaire functies zijn equivalent blijkt te vinden als richtingscoéfticiént)

wordt typisch vervangen door de letter w, zoals in de formule te zien is. Deze gewogen som
kan aan een bepaalde activatiefunctie, die specifiek is voor een bepaald neuron, worden
meegegeven. Deze functie genereert vervolgens de output van het neuron:

a; = g(in;)

Hierbjj is a; de output, in; de input (gewogen som), en g de activatiefunctie. 1]

2.4 Activatiefuncties

Er zijn veel verschillende soorten activatiefuncties. Enkele voorbeelden van activatiefuncties
zijn:

Sigmoid; ook wel logistic genoemd

TanH, ofwel Hyperbolic Tangent
ReLU, ofwel Rectified Linear units

Softmax

el o

Voor ons eigen neurale netwerk zijn 2 van bovenstaande activatiefuncties van belang, namelijk
ReLU en Softmax. Deze hebben wij toegepast in ons eigen neuraal netwerk gebruikt.

De ReLu-functie is de meest gebruikte activatiefunctie voor neurale netwerken. Deze functie
genereert voor elke input n met n < 0. Wanneer n > 0, geeft dit een onbewerkte output
terug. De input n wordt hierbij als het ware teruggegeven. Het domein van deze functie is dus
[0, ). De kracht van de bias wordt hierbij verwezenlijkt: een relatief kleine bias zou een
output van 0 veroorzaken, terwijl een relatief grote bias een output van n geetft.

De ReLU-functie is relatief efficiént omdat het een eenvoudige berekening betreft. Dit
bevoordeelt de snelheid van het netwerk: bij elke waarde die kleiner of gelijk 1s aan 0 wordt
namelijjk geen berekening uitvoert. Wiskundig gezien is de ReLU-functie gegeven door
f(x) = max (0,8). Dit geeft f(x) = 0 voor x < 0 en f(x) = x voor x > 0.

B (Kosters, 2019)
B4 (Sharma, 2019)
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rectifier

0 forx<O
f(x)=

x forx=>0

Figuur 2.5 De grafiek van een Rel U-functie.

De Softmax-functie is de tweede functie die wij in ons netwerk hebben gebruikt. Deze
activatiefunctie geeft als output een waarde tussen de O en 1, in dergelijke wijze dat de som
van alle outputs samen 1 is. De waarde 1 representeert hierbij een waarschijnlijk van 100%.
Bijvoorbeeld, bij 3 outputs kan een mogelijke uitkomst bestaan uit de getallen 0.1, 0.22 en
0.68. Dit zou betekenen dat de functie een waarschijnlijkheid van 10% aan het eerste
outputneuron toekent, een waarschijnlijkheid van 22% aan het tweede neuron en een
waarschijnlijkheid van 68% aan het derde neuron. Vanwege deze eigenschap wordt de
softmax-functie vaak voor de verbindingen naar het laatste layer gebruik, aangaande een
classificatienetwerk, aangezien een classificatienetwerk de waarschijnlijkheden van bepaalde
uitkomsten bepaalt. Om deze reden kan de functie gezien worden als een
waarschijnlijkheidsbepaling van classificatiepercentages.

Wiskundig gezien is de softmax-functie een standaard exponentiéle functie (van de vorm e”,
in dit geval e?/) die als input een vector zj neemt. In de formule komt z; voor met j =

1,2, ... K, waarbij K het aantal dimensies van de vector z is. De variabele z; representeert het
element j in de vector z. Dit wordt vervolgens gedeeld door de som van alle waarden e“k met
k=1, 2, .... K. Op deze manier kan voor elke dimensie z; het aandeel van het geheel van z

worden berekend. Dit leidt tot de volgende functie: ™

e?i
0(2); = =——
J K
k=1€7%
Bijvoorbeeld:

Gegeven een vector Z met Z = [1,2,3] en K = 3, geeft een nieuwe vector e?/ met €%/ =
[2,72;7,39; 20,08] voor j = 1, 2, 3. Hierbij dient elk element z als exponent voor de

standaard exponentiéle functie. YX_, e “geeft de som e + e?2 + e%3. Hierbij geeft €71 de
eerste dimensie van de vector e?J, e?2 de tweede dimensie, en e?3de derde dimensie. Dit geeft

de som 2,72 + 7,39 + 20,08 = 30,19. De output van het eerste neuron in een laag zal daarbij

2,72 .
o(z); = 2019 ~ 0.090 bedragen. Dit representeert (ongeveer) een kans van 9,0 %.

31 (Chauhan, 2019)
Bl (Sharma, 2019)
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2.5.1 Convolutionele neurale netwerken

Een convolutioneel neuraal netwerk (CNN) werkt behoorlijk anders dan een eenvoudig
teedforward netwerk zoals we die eerder zagen. Een CNN wordt veelal gebruikt voor
beeldverwerking, maar kan ook toegepast worden voor bijvoorbeeld audio. Het is de
bedoeling om een CNN de te classificeren gegevens te “voeden”. Zodoende kunnen er foto’s
aan het netwerk worden gegeven, waarna deze foto’s geclassificeerd zullen worden in
verschillende categorieén.”” Een afbeelding kan in essentie gezien worden als een matrix van
pixelwaarden waarin de helderheid wordt omgezet in een getal. Deze matrix zou kunnen
worden omgezet om vervolgens te kunnen dienen als input in een feedforward netwerk (zie
figuur 2.6). Een feedforward netwerk blijkt echter inefficiént te zijn als het gaat om het
analyseren van afbeeldingen en video’s. Een netwerk van dit type houdt namelijk geen
rekening met de ruimtelijke structuur van de afbeelding: het behandelt pixels die ver van
elkaar liggen hetzelfde als pixels die dicht bij elkaar liggen, waardoor het geen ruimtelijke
vormen kan herkennen. Een CNN is in staat om met succes de ruimtelijke athankelijkheden
in een afbeelding vast te leggen door toepassing van relevante filters. De architectuur sluit
zodoende beter aan bij een dataset bestaande uit afbeeldingen.

1]1]1]0
23| >
o021

EBBEEEEEEE

Figuur 2.6.°" De omzetting van een 3x3-atbeelding naar een 9-dimensionale vector voor een
feedforward netwerk.

Om het aantal parameters te beperken en het neurale netwerk te laten richten op de
belangrijke delen of eigenschappen in een atbeelding, maakt een CNN gebruik van een
structuur waarin elk neuron een klein gebied of "kenmerk" van het beeld analyseert. In plaats
van het principe dat alle neuronen hun outputs doorgeven aan de volgende layer, is elke
neuron gespecialiseerd in het identificeren van één deel van de afbeelding. In de context van
de mens kan hierbij gekeken worden naar bijvoorbeeld de neus, het linkeroor of de mond. De
uiteindelijke output is een vector van waarschijnlijkheidsscores. Deze scores geven aan hoe
waarschijnlijk het is dat elk van de kenmerken deel uitmaakt van een bepaalde klasse. Om een
triviaal voorbeeld te noemen, kunnen bijvoorbeeld afbeeldingen van honden en katten
worden geclassificeerd. De output van een hidden layer van een convolutioneel neuraal

netwerk zal dan aangeven hoe groot de kans is dat een afbeelding een hond bevat, of een kat.
[38] [39]

b7 (Alnederland |, n.d.)
P81 (Saha, 2018)
P9I (MissingLink, sd)
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2.5.2 Local receptive fields
Een convolutioneel neuraal netwerk maakt gebruik van verschillende concepten. In deze
paragraat wordt het concept local receptive fields uitgelegd.

In een feedforward netwerk kunnen . _

. . ]Ilpllt NEUTOILE

inputneuronen worden gezien als 99920 first hidden layer

een verticale lijn (zie figuur 2.6). Bjj 80000"‘*:__/_——}_”
i . . ) [slslels)

de visualisatie van een CNN is het

handig om een layer neuronen voor

te stellen als een vierkant. Een groot

verschil tussen een CNN en een

feedforward netwerk is, dat in een

CNN een groepje of regio

inputneuronen is verbonden aan één

neuron in de eerste hidden layer,

1.p.v. dat elk inputneuron

verbonden is aan elk neuron Figuur 2.7.""" Het in kaart brengen van
in een hidden layer (figuur 2.7). een hidden layer uit inputneuronen

Deze regio in een inputatbeelding wordt een local receptive field, convolutievenster, of kernel
genoemd, en verschilt dus per neuron. Zoals gewoonlijk leert elke connectie tussen neuronen
een weight aan, en leert elk neuron in de hidden layer een bias aan. Het convolutievenster
verschuift vervolgens langs de gehele inputatbeelding. In het geval van figuur 2.7 verschuift de
regio bijvoorbeeld één pixel naar rechts in de inputafbeelding. Hieruit kan de eerste hidden
layer worden opgebouwd. Het verschuiven van één pixel is geen verplichting: het netwerk
kan ook twee of meer pixels verschuiven. Het aantal pixels of vakjes dat een convolutievenster
verschuift, wordt de “stride” genoemd. De grootte van het convolutievenster wordt bepaald
door de kernel size. Bijvoorbeeld, bij een kernel size van 5, is het convolutievenster 5 bij 5
(figuur 2.7)™).

Een gevolg van het gebruik van een convolutievenster is dat bepaalde waarden minder
worden meegerekend dan andere waarden, en dat er als het ware gegevens verloren gaan
doordat de afmetingen van de afbeelding alsmaar kleiner worden. Dit komt doordat alle
waarden binnen een bepaald convolutievenster met maar één neuron in de volgende hidden
layer zijn verbonden.

Filter Padding = Same
1 0 )
Stride X
0D |05 Output
0| 0|0 0|0 | O
0.5 0 |0.25]|0.25
0|1 0 |05(05]| 0
0 (125| 05 | 0.5
=( 0] 0]05]1 0|0 o —
= = 0 05 [075]| 1.5
=/ 0|0 1 ]105( 1 0 a
< 05 (025|125 1
0 1 105(05] 1 0
0 0 0 0 0 0 I outDim = {inpDimy/strideDim

Figuur 2.8."" Een toepassing van padding bij een input van 4 bij 4 en een kernel size van 2.

I (Nielsen, 2018)
1 (Perera, 2018)
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Bij een convolutievenster van 2 bij 2 betekent dit dat elk gegeven in dit convolutievenster
25% van de input behorende bij een neuron in de volgende layer bepaalt (elke waarde telt in
een 2 bij 2 venster mee voor 25% in de resulterende hidden layer). Tegelijkertijd kan het ook
zo zijn dat een waarde binnen een convolutievenster vaker wordt meegerekend. Dit komt
door de verschuivingen van het convolutievenster. Om een voorbeeld te noemen, zal in
figuur 2.8 de waarde 1 in het convolutievenster worden meegerekend bij 4 neuronen, doordat
het venster zich zodanig verplaatst, dat deze 4 keer over deze waarde heen komt. Hierdoor
wordt 4 keer 25% van deze waarde meegewogen in neuronen van het volgende layer.

Een logisch gevolg van het gebruik van een convolutievenster is dat de resulterende hidden
layer kleiner is qua grootte. Een oplossing hiervoor is padding. Padding houdt in dat er extra
gegevens worden toegevoegd aan de input, zie figuur 2.8. De afmetingen van de eigenlijke
input wordt vergroot, zodat de afmetingen van de resulterende layer hetzelfde zijn als de
afmetingen van de oorspronkelijke input (voordat padding werd toegepast). Zo worden in
figuur 2.8 de afmetingen van de input verandert van 4 bij 4 naar 5 bij 5, waardoor de
afmetingen van de output 4 bij 4 in plaats van 3 bij 3 worden. Dit zorgt ervoor dat alle
oorspronkelijjke gegevens even vaak worden meegewogen in de volgende layer. In figuur 2.8
heeft een oorspronkelijk gegeven aan de rand nu 4 verbindingen met de volgende layer,
terwijl hij zonder padding er maar 2 zou hebben. Deze padding bestaat logischerwijs volledig
uit nullen, zodat deze de uitkomst niet beinvloedt. Bij het voorbeeld van figuur 2.8 1s er een
laag padding toegepast die één hokje breed is. Dit is zo, doordat er zoals eerder gezien sprake
is van een kernel size van 2. De laag padding past daarbij zodanig, dat de afmetingen van de
output hetzelfde zijn als de afmetingen van de oorspronkelijke input. Bij een kernel size van 3
zou een padding laag van 2 breed worden toegepast, enzovoort.

2.5.3 Shared weights

Een ander concept dat voorkomt in een CNN heet shared weights. Dit concept houdt in dat
dezeltde weights en biases worden gebruikt voor alle neuronen in een bepaalde hidden layer.
Doordat de weights en biases (parameters) gedeeld worden, detecteren alle neuronen in een
bepaalde hidden layer precies dezelfde vorm of eigenschap, weliswaar op verschillende locaties
in de afbeelding. Dit is handig, doordat een bepaalde vorm meerdere keren op dezelfde
afbeelding voor kan komen, en zo dus meerdere keren kan worden opgemerkt. Om deze
reden wordt het “vertalen” van een inputafbeelding naar een hidden layer een “feature map”
genoemd: een bepaalde eigenschap (feature) in de inputafbeelding wordt namelijjk in kaart
gebracht (mapping). De gedeelde weights en bias definiéren deze feature map. De atbeelding
wordt als het ware “gefilterd”, waarbij een aantal vormen of eigenschappen eruit worden
gehaald door de neuronen in een bepaalde layer. Een feature map kan zodoende ook op
worden gevat als een filter. Logischerwijs, om meerdere vormen in een afbeelding te
herkennen, zijn meerdere feature maps nodig. Drie samenwerkende filters kunnen
bijvoorbeeld drie verschillende vormen in een atbeeldingen kunnen herkennen.
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In figuur 2.9 zijn een aantal filters
gevisualiseerd. In deze afbeelding
bevinden zich 18 filters, elk
bestaande uit 3x3 shared weights en
elk uit één shared bias. De donkere
vakjes representeren “zwaardere”
weights, waarbij een filter sterker
reageert op de corresponderende
inputpixels. Deze zijn dus van
relatief groot belang. De lichtere
vakjes representeren “lichtere”
weights, waarbij een filter minder
reageert op de corresponderende
inputpixels. Deze hebben dus een
lagere prioriteit. Zodoende geven de

= | | J W= 4
FORLEDE
i m LY

vierkanten in figuur 2.9 grofweg de Figuur 2.9."% Een visualisatie van 18
vorm die zij herkennen aan, via verschillende (3x3) feature maps.

het zwart-wit contrast.

Tevens geven deze aan dat een CNN kijkt naar de ruimtelijke structuur van een afbeelding:
sommige vormen hebben een hogere prioriteit dan andere door de verschillen in bias en
weights per filter. Het gebruik van shared weights en biases reduceert ook de tijd die nodig is
voor het trainen van het netwerk: de hoeveelheid nodige parameters (weights en biases) neemt
af. In de context van figuur 2.7 zijn bijvoorbeeld 26 parameters per feature map nodig (5x5
shared weights en één shared bias). Voor 20 feature maps zouden dan 520 parameters nodig
zijn. Ter vergelijking zou een feedforward netwerk, met een volledig verbonden eerste laag
bestaande uit 784 neuronen (gegeven een 28x28 inputatbeelding), een degelijke 30 hidden
neuronen en 30 biases, 23.550 parameters (784 x 30 weights + 30 biases) nodig moeten
hebben.

2.5.4 Pooling

Naast convolution layers beschikt een CNN ook over zogenoemde pooling layers. Deze
pooling layers nemen de outputs van de voorafgaande convolutionele layers en verkleinen
deze vervolgens tot een beknopt formaat. Een veel gebruikte vorm van pooling wordt max-
pooling genoemd. Een neuron die beschikt over de max- capaciteit, genereert een output
bestaande uit de maximale output atkomstig van een regio (2x2) neuronen uit de vorige
hidden layer. Na pooling zal er dus een layer ontstaan van 12x12 neuronen, gegeven een input
van 24x24 neuronen. In essentie wordt als gevolg van pooling informatie (waarden)
weggegooid: het kan namelijk gezien worden als het weggooien van de exacte positionele
informatie waar een vorm zich in de afbeelding bevindt.

Dit 1s echter niet van groot belang, aangezien de exacte locatie van een vorm minder
belangrijk is dan een benadering van de locatie ten opzichte van andere vormen in de
afbeelding. Max-pooling helpt met het reduceren van het aantal nodige parameters later in het
netwerk door onbelangrijke parameters weg te laten. Dit gebeurt, doordat de hoge
outputwaarden van bepaalde neuronen, en die dus een relatief groot belang hebben, zwaarder
mee worden gerekend.

I (Brownlee, How to Visualize Filters and Feature Maps in Convolutional Neural Networks,
2019)
I (Nielsen, 2018)
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Een tweede vorm van pooling wordt global average pooling genoemd. Hierbij wordt het
gemiddelde genomen van elke feature map in de vorige layer. Als voorbeeld zou een 15x15x8
(8 feature maps van 15x15 neuronen) global average pooling kunnen ondergaan, waarbij het
gemiddelde wordt genomen van elke 15x15 feature map. Dit resulteert vervolgens in een 8-
dimensionale vector, die vervolgens weer mee kan worden gegeven aan de volgende layer.
Het is conventioneel om global average pooling in de laatste layer te gebruiken. Deze dwingt
namelijk de correspondentie tussen convolutie layers en de uiteindelijke outputcategorieén
van het netwerk af, en geniet om deze reden de voorkeur over een traditionele fully-
connected layer als laatste layer van het netwerk *.

2.5.5 De wiskunde achter convolutie

Een convolutie layer is kenmerkend door de toegepaste wiskundige functies. Een convolutie
layer maakt namelijk gebruik van zogeheten convolutie, wat een wiskundige berekening
inhoudt. In deze paragraat wordt de werking van deze functies uitgelegd.

Als eerste kijken we naar de output van een neuron uit de hidden layer in r1j j en kolom k met
een kernel size van 5. Deze kan wiskundig worden weergegeven als:

4 4
a (b_ E E WA+l k+m

=0 m=0

o staat hierbij voor een activatiefunctie, b is de gedeelde bias, wim staat hierbij voor een 5x5
matrix bestaande uit de gedeelde weights (elke connectie tussen twee neuronen heeft een
weight), en axy voor een input van het neuron in de hidden layer op positie x,y, waarbij x de
r1j en y de kolom bij de inputneuronen aangeeft. De twee 4’en in deze formule (boven de
sigmatekens) veranderen aan de hand van de kernel size. In dit geval, bij een kernel size van 5,
wordt er zodoende geteld van O tot en met 4. Bij een kernel size van 7 zal er geteld moeten
worden van 0 tot en met 6.

Deze operatie kan ook geformuleerd worden als:
a' = o(b+ w*a")

Hierin is 2' de verzameling outputs afkomstig van één filter. 2’ is de verzameling van alle
inputs, en * staat voor de convolutie operator. Dit proces wordt soms convolutie
(convolution) genoemd.

Deze convolutie heeft een wiskundige betekenis. De convolutie van de functies wen 2’ wordt
weergegeven als w * a®. Hierbij moet * niet worden verward met een simpele
vermenigvuldiging. Convolutie wordt gedefinieerd als de integraal van het product van twee
functies, nadat één van deze functies een translatie (verschuiving) is ondergaan. Convolutie
kan wiskundig als volgt worden weergegeven:

(f * )() = f F(gt - 1)d

1 (Lin, Chen, & Yan, 2014)
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Dit is de convolutie van de functies f en g. Hierbij wordt een functie g met een bepaalde
waarde T verschoven. Dit is de translatie. Ook hoeft de variabele t in deze vergelijking niet het
tijdsdomein te vertegenwoordigen.

Algebraisch definieert convolutie een product in de vectorruimte. Deze bestaat uit een
verzameling van vectoren, die samen opgeteld kunnen worden en vermenigvuldigd kunnen
worden door scalaren, ofwel reéle getallen. Voor functies f en g die alleen op het domein
[0, 00] worden ondersteund (d.w.z. negatieve parameters verplaatsen 0), kunnen de

integratiegrenzen worden afgekapt. Dit resulteert dan in:

(f * () = f (gt - 1)de

Voor f,g : [0,00) - R

Als voorbeeld om dit te verhelderen nemen we het volgende:
ft) =t* -2t

gty =t

De convolutie van f en g die met een waarde T wordt verschoven geeft het volgende:

t

(f * 9)(® =j (¢ = 20(t — Dd
0

(f+g)@®) = ft(trz — 13 = 2tt + 21%)dr
0

t3 ot 2t 213

(f*g)(t)=[————

_.|_
3 4 2 3 o

3 4 2 3
t(? —%—Zt(zt) +2(:? ~(0-0-0+0)

t* t* 2t3  2¢3

(Fr®=5-7-F+=

(fxg)© =

4 3

t t
(f =g)(®) =173

Dit wordt op eenzelfde manier toegepast bij de berekeningen van convolution layers in een
neuraal netwerk. Hierin is f de input van de kernel, en g de weights tussen de betreffende
neuronen. De output van een filter, waarbij gebruik wordt gemaakt van de ReLU-functie in
de neuronen van de hidden layer, kan berekend worden volgens de volgende formule:

fi,j,k = max (W,’{xi'j, 0)

Hierbjj stelt i de rij en j de kolom in de feature map voor, staat X; j voor een input op de

locatie (i, ), en staat k voor de verschillende feature maps.

U5 (Wikipedia, 2019)
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2.6 Overfitting

Bjj het trainen van een kunstmatig neuraal netwerk is er een probleem dat kan optreden. Het
kan namelijk gebeuren dat het netwerk tijdens het “leren” te specifieke patronen gaat
waarnemen. Dit betekent dat het netwerk irrelevante eigenschappen gaat associéren met
bepaalde uitkomsten. Dit wordt veroorzaakt doordat het netwerk traint op een bepaalde
trainset, en deze meerdere keren te zien krijgt. Het kan door toeval komen dat er een
irrelevant verband is tussen gegevens die worden geassocieerd met een bepaalde uitkomst.
Wanneer het netwerk vaak genoeg dezeltde gegevens ziet, zal hij dit verband zien als een
patroon. Dit is het makkelijkst weer te geven door middel van een voorbeeld.

Zo kan overfitting bijvoorbeeld optreden bij een kunstmatig neuraal netwerk dat honden en
katten classificeert. Dit kan worden gedaan door middel van 50 foto’s van honden en 50 foto’s
van katten. Het kan hierbij het geval zijn dat bij 20 foto’s van deze honden in het gras zijn
gemaakt, terwijl maar 2 foto’s van katten in het gras zijn gemaakt. Wanneer het netwerk
wordt getraind op deze foto’s zal het hierdoor uiteindelijk gras met honden gaan associéren.
Als het netwerk daarna wordt getest met foto’s van katten die zich in gras bevinden, zal het
netwerk geneigd zijn te zeggen dat er op deze foto’s honden staan. Het netwerk heeft dus een
onjuist verband tussen honden en gras gevormd. Dit kan worden voorkomen door het
netwerk met een grotere database te trainen, of minder vaak door dezeltde gegevens te laten
trainen.

Opverfitting is niet alleen een proces dat kan voorkomen in kunstmatige neurale netwerken.
Het kan ook voorkomen in onze eigen neurale netwerken, in onze hersenen. Dit kan
gebeuren wanneer we in een proces van leren zitten. Als voorbeeld, je kunt een kind 20
verschillende wiskundige sommen laten zien, met de antwoorden erbij, en het kind kan elk
van deze berekeningen zelf leren uit te voeren door ze vaak te herhalen. 20 sommen kunnen
echter niet genoeg zijn om wiskundige regels te leren. Dit heeft tot gevolg dat wanneer het
kind sommen krijgt die het nog nooit eerder heeft gezien, hij deze waarschijnlijk niet juist kan
uitvoeren. Dit komt dan doordat het kind niet heeft geleerd de juiste dingen met elkaar te
associéren: het kind heeft geen algemeen geldende regels geleerd. Hierbij is dus als het ware
ook sprake van overfitting. Dit kans zelfs in eenvoudigere wezens plaatsvinden. Zo is een
bekend biologisch experiment gebaseerd op overfitting, namelijk het experiment van Ivan
Pavlov met een hond. Bij dit

experiment is een hond X X
meerdere keren gevoerd tijdens X X
het horen van een belletje. o % X SR
Hierdoor leert de hond het 5 X
gelm%van het belletje te . X s S o
associéren met eten, wat reacties - > >
zoals kwiilen oproept. De hond Under-fitting Appropirate-fitting Over-fitting

‘] P p : (too simple to (forcefitting--too
heeft dLIS een OnjUiSt Verband explain the variance) good to betrue) DG
geleerd, de hond heeft geleerd
dat er een verband is tussen een belletje Figuur 2.10."" Een illustratie van overfitting.

en eten. Dit is hetzelfde principe als overfitting.

1 (dewangNautiyal, n.d.)
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Opverfitting kan worden geillustreerd door de verbanden van een kunstmatig neuraal netwerk
weer te geven. Dit is echter bij een complex neuraal netwerk niet mogelijk aangezien deze te
veel parameters heeft. Met een eenvoudig kunstmatig neuraal netwerk is dit wel mogelijk. Een
weergave van deze verbanden is te zien in figuur 2.10. Hierin zijn 3 voorbeelden gegeven,
underfitting, appropriatefitting en overfitting, wat respectievelijk staat voor “te weinig fitting”,
“goede fitting” en “te veel fitting”. Bij underfitting 1s het netwerk te weinig getraind,
waardoor het niet genoeg de verschillende verbanden heeft geleerd. In het voorbeeld van
figuur 2.10 heeft het enkel een lineair verband geleerd. Bij appropriatefitting heeft het een
goed verband gevonden. Bij dit verband is te verwachten dat bij het toevoegen van nieuwe
O’tjes en X'jes deze het best gescheiden zullen worden. Bij overfitting heeft het netwerk een
te specifiek verband aangeleerd. Terwijl de O’tjes en X’jes “ongeveer” zijn gescheiden, heeft
het netwerk hier aangeleerd dat op enkele specifieke punten de O’tjes en X’jes in een soort
van uitstulpingen voorkomen. Dit zorgt ervoor dat bij het trainen, dus bij het telkens opnieuw
toepassen van dezelfde gegevens (en daarmee dezelfde locaties aan O’tjes en X'jes), een goed
resultaat wordt behaald, echter, wanneer het netwerk vervolgens wordt getest met nieuwe
gegevens (en daarmee nieuwe locaties aan O’tjes en X’jes), zal het netwerk niet goed meer
functioneren doordat dan de “uitstulpingen” op andere, willekeurige, plaatsen zitten. Een
netwerk met appropriatefeeding zal hierbij daarentegen wel een hoge nauwkeurigheid
behalen.

2.7 Conclusie
De deelvraag van dit hoofdstuk was als volgt:

Hoe kunnen wij kunstmatige intelligentie toepassen voor het classificeren van ECG'’s?

In dit hoofdstuk hebben wij geleerd hoe we kunstmatige intelligentie kunnen gebruiken voor
het nabootsen van de structuur van het menselijk brein, en wat voor toepassingen dit kan
hebben. Daarnaast hebben we gekeken naar de structuur van alle onderdelen van een
kunstmatig neuraal netwerk, en de verschillende wiskundige functies die wij kunnen
gebruiken. Hieruit hebben we geconcludeerd dat kunstmatige intelligentie toepasbaar is op
ECG’s, en dat wij hiervoor de ReLU- en Softmax-activatiefuncties kunnen gebruiken. Verder
hebben wij ons verdiept in een specifiek soort kunstmatig neuraal netwerk, namelijk een
convolutioneel neuraal netwerk. We hebben gekeken naar de eigenschappen hiervan en
geconcludeerd dat dit netwerk het meest geschikt is voor het classificeren van ECG’s.

De conclusie is dus dat wij kunstmatige intelligentie door middel van een convolutioneel
neuraal netwerk kunnen toepassen voor het classificeren van ECG’s. Dit is wat wij in het
volgend hoofdstuk zullen behandelen.
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Introductie hoofdstuk 3

In dit hoofdstuk gaan we kijken naar hoe we onze kennis over boezemfibrilleren en
kunstmatige neurale netwerken kunnen toepassen om vervolgens ons eigen neuraal netwerk te
bouwen.

We beginnen met het uitleggen van alle benodigdheden, zoals de benodigde hard- en
software. Na alle gebruikte middelen te hebben beschreven gaan we dieper in op de werking
van de programmeertaal Python en de toepassing hiervan. Tot slot leggen wij uit hoe de code
die wij hebben geschreven werkt.

3.1 Benodigdheden

Voordat er een CNN kan worden ontworpen, is het van belang om de nodige middelen in
een overzicht te visualiseren. Er kan immers niet gewerkt worden met onbeperkte hard- en
software. Met dit overzicht in gedachten kan vervolgens verder worden geredeneerd over de
vorm, de complexiteit, en het doen en laten van het netwerk.

Ten eerste 1s er behoefte aan een computer of laptop. Wij hebben hierbij de beschikking over
beide. De computer beschikt over een NVIDIA Geforce GTX 980TT als grafische kaart, en
een Intel Core 15-6400 als processor. De laptop beschikt daartegen over een NVIDIA Geforce
GTX 850m als grafische kaart, en een Intel Core 17-4700HQ als processor. De computer
beschikt hierbij over een kwalitatief betere grafische kaart en processor, en daarmee gepaard
over meer rekenkracht. Er wordt ook rekening gehouden met de leeftijd van de apparatuur:
de laptop komt uit op een leeftijd van £6 jaar, terwijl de computer uitkomt op een leeftijd van
13 jaar. De computer is zodoende de betere keuze om een CNN mee te laten trainen en
testen. Puur voor het schrijven van het netwerk is er geen noodzaak voor een beter fysiek
apparaat: dit kan even goed op een laptop als op een computer worden gedaan.

Ten tweede is het van belang om te kijken naar de middelen die gebruikt kunnen worden
voor het schrijven van het netwerk. Er moet hierbij nagedacht worden over de
programmeertaal en eventuele hulpmiddelen. Wij hebben besloten om de programmeertaal
Python te gebruiken. Dit heeft verscheidene redenen:

1. Python biedt een groot ecosysteem van softwarebibliotheken aan dat gebruikt kan
worden voor kunstmatige intelligentie. Onder een softwarebibliotheek verstaan we een
verzameling geschreven code die in een ander programma weer gebruikt kan worden.
Door de code van de softwarebibliotheken te gebruiken is het niet meer nodig om
“onnodige” code te schrijven, die buiten het doeleinde van de programmeur ligt.

2. Python lijkt veel op het hedendaagse Engels. Hierdoor is het aanleren van Python
relatief eenvoudig en is de code beter leesbaar voor anderen. Het schrijven van het
netwerk wordt zodoende versoepeld, doordat de taal waarmee gewerkt wordt intuitief
1s.

3. Met Python is het gemakkelijk om eventuele hulp te vinden. Er is namelijk sprake van
een grote gemeenschap gebruikers van deze taal. Hierdoor kost het niet veel moeite
om snel de oplossing op een probleem online te kunnen vinden.

4. Python is een “high-level” programmeertaal. Dit houdt in dat Python behoorljjk is
geabstraheerd t.o.v. de zogenoemde assembleertaal. Deze assembleertaal komt sterk
overeen met machinetaal. Pragmatisch gezien houdt het in dat “high-level”
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programmeertaal dichter in de buurt komt van een mensentaal, en daardoor
makkelijker te begrijpen en te interpreteren is. Voor een complex doeleinde, zoals een
neuraal netwerk, is dit erg gunstig. Het leidt echter wel tot beperkte
aanpasmogelijkheden om de efficiéntie van het netwerk te verbeteren en andere “low-
level” details.

Dit is een overzicht bestaande uit onze middelen om ons neurale netwerk tot stand te kunnen
laten komen (de toelichting van veel onderdelen bevindt zich in de volgende paragrafen):

Hardware:

- Computer (zie figuur 3.1)
- Grafische kaart: NVIDIA Geforce GTX 980T1I
- Processor: Intel Core I5-6400

Software:

- Preprocessing programma: MATLAB
- Programmeertaal: Python
- Distributie: Anaconda
- Ontwikkelingsomgeving (IDE): Spyder
- Softwarebibliotheken:

o Tensortflow
Keras
SciPy
Pandas
Numpy
Matplotlib (pyplot)

o O O O O

Data:

- PhysioBank
- Trainset met 8528 ECG-opnames
- Testset met 300 ECG-opnames

Figuur 3.1 Het binnenste van de gebruikte computer.

7] Bigen werk
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3.2 De gebruikte data

Voor het ontwerpen en trainen van ons netwerk maken we gebruik van gegevens van
PhysioNet. PhysioNet is een online platform, gefinancierd door National Institute of
Biomedical Imaging and Bioengineering (NIBIB) en National Institute of General Medical
Sciences (NIGMS). Op deze website bevindt zich de zogenoemde PhysioBank. Dit is een
groot archief, bestaande uit fysiologische signalen, tijdreeksen en andere gerelateerde data. Het
bevat zodoende verscheidene datasets, die elk ingezet kunnen worden bij het toepassen van
kunstmatige intelligentie in biomedisch onderzoek. PhysioBank bevat op het moment van
schrijven zestig collecties van cardiopulmonale (hartaandoeningen als gevolg van een hoge
bloeddruk in de longvaten), neurale, en andere biomedische signalen. Deze zijn atkomstig van
zowel gezonde proefpersonen, als van mensen met bepaalde aandoeningen. Een groot deel van
deze aandoeningen vormt een gevaar voor de volksgezondheid. **

Zodoende gebruiken wij voor ons neurale netwerk een database atkomstig van PhysioBank.
Deze bevat in totaal 8528 ECG-opnamen. Deze opnames kunnen worden gebruikt tijdens het
trainen van een neuraal netwerk. De lengte van deze opnames ligt tussen de 9 en de 60
seconden. Ook beschikt het over een testset. Deze bevat 300 ECG-opnamen van
vergelijkbare lengte. Hiermee zal het netwerk uiteindelijk op zijn efficiéntie worden getest.
Alle opnames zijn gedoneerd aan PhysioBank door AliveCor. Dit is een bedrijf gespecialiseerd
in de fabricage en distributie van biomedische hard- en software. Alle opnames zijn atkomstig
van willekeurige consumenten van deze producten.

Tabel 3.1." Een aantal gegevens van de dataset atkomstig uit PhysioBank.

Tijdslengte (s)
Type Aantal Gemiddelde | Standaard- Maximum | Mediaan | Minimum
opnames deviatie

Normaal 5154 31,9 10,0 61,0 30 9,0

AF 771 31,6 12,5 60 30 10,0
Ander ritme | 2557 34,1 11,8 60,9 30 9,1

Ruis 46 27,1 9,0 60 30 10,2
Totaal 8528 32,5 10,9 61,0 30 9,0

De ECG-opnames zijn hierbij gemaakt met een product van AliveCor, genaamd

KardioMobile. Specificaties van dit apparaat (en bijbehorende software) zijn als volgt: **

Elektrocardiogram:

- Opnames werden bemonsterd met een bemonsteringsfrequentie van 300 Hz. Hierbij is
één monster een signaalmonster genomen op één tijdstip. Er zijn derhalve 300
monsters per seconde genomen.

- Het apparaat produceert single-lead ECG’s met een tijdsduur van rond de 30
seconden.

- Het apparaat werkt met een (beperkte) resolutie (d.w.z. de nauwkeurigheid in het
frequentiedomein) van 16 bits. Dit betekent dat getalwaarden variéren van 0O tot en
met 65.535.

- Eris sprake van een (beperkt) dynamisch invoerbereik van 10 mV.

I (PhysioNet, 2017)
I (AliveCor, sd)
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KardiaMobile:

- De dimensie van het fysieke apparaat bedragen 8,2 cm x 3,2 cm x 0,35 cm.

- Het beschikt over twee 3 cm x 3 cm roestvrijstalen elektroden.

- Het gewicht bedraagt 18 gram.

- De energie is atkomstig van een 3V CR2016 knoopcelbatterij (een schijfvormige
batterij). Deze kan 200 uur lang blijven opereren, en heeft een typische gebruiksduur
van een jaar.

3.3.1 Programmeren in Python

Programma’s in Python worden gevormd uit door een mens geschreven code. Om deze code
te kunnen schrijven is daarom ook een bepaalde taal nodig. Deze code moet voor de hand
liggend en eenduidig voor een computer zijn. Een menselijke taal (zoals het Engels) is om
deze reden ongeschikt: zinnen geschreven in deze taal zijn immers vaak tweeslachtig en dus
vol met dubbelzinnigheden.

Om code te schrijven moet er dus gezocht worden naar een betere, gespecialiseerde taal voor
computers met eigen grammaticale regels (syntaxis) en een eigen vocabulaire. Python is zo’n
programmeertaal. Dit houdt in dat het zijn eigen wijze heeft waarop getallen, letters en
symbolen worden gegeven, en daarmee een eigen syntaxis. De syntaxis is voor elke
programmeertaal anders. Een programma dat gemaakt is volgens de regels van Python kan via
een hulpapplicatie door de computer uitgevoerd worden. Deze code wordt daarbij van boven
naar beneden uitgevoerd. Een programma gemaakt in Python (of in een andere taal) kan
bijvoorbeeld een CNN vertegenwoordigen.

Bij het schrijven van code heb je te maken met een bestand waarin de code vastgelegd en
aangepast kan worden. Je kunt zo je eigen code creéren, code van anderen gebruiken, of een
mix van beide. Dit bestand kan bovendien opgeslagen worden op de gebruikte computer,
zoals bij een “gewoon” tekstbestand.

3.3.2 Integrated Development Environment

Om code te schrijven wordt vaak gebruik gemaakt van een IDE (Integrated Development
Environment). Dit is een programma die ondersteuning biedt bij het schrijven van software.
W1ij gebruiken voor het schrijven van onze code Spyder. Spyder is een IDE gericht op
wetenschappelijke doeleinden in de programmeertaal Python.

In een IDE, en zo ook in Spyder, heb je te maken met een editor (zie het linkervenster in
figuur 3.2). Deze geeft een overzicht van de code in het geopende bestand weer. In dit
overzicht kan de geschreven code bekeken, aangepast, of weggehaald worden. Het is hetzelfde
principe als het bewerken van tekst in Word. Daarnaast heb je te maken met de console (zie
het rechtervenster in figuur 3.2). Tijdens het programmeren moet wel het feit in acht worden
genomen dat een computer niet in staat is om uit zichzelf na te denken. Om die reden voeren
de computers letterlijk uit wat hun wordt opgedragen, niet meer en niet minder.
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& Spyder (Python 3.7) — o X
File Edt Search Source Run Debug Consoles Projects Tools View Help

Oes EQ@ PP HNCECEEpE BX F A € cvetouennmen g K
Editor - C:\Users\Gebruker |, spyder -py 3\test. py & X IPython console & x
O testoyB | test2-copyoy & [0 Consoleza B -

~||python 3.7.3 (default, Apr 24 2019, 15:29:51) [MSC v.1915 64 bit (A“D64)] ~

2 from scipy.io import loadmat Type “copyright”, “credits” or "license” for more information.

3 import pandas as pd
import tensorflow as tf IPython 7.6.1 -- An enhanced Interactive Python.

5 import numpy as np
5 inport matplotlib.pyplot as plt In [1]:

trainingbata = loadwat(r'C:\Use
2 traininganswers = pd.read csv(r
11 validationbata = loadwat(r'C:\Us
2 validationdnswers = pd.read_csv(r'C:\Use

15 useable_trainingdata = []
5 useable_validationData = []

17 useable_trainingAnswers = []
useable_validationanswers = [1

19 removeIndices = []

26 removelIndicesValidation = []

23 trainingCompound = trainingdata['x']
: validationCompound = validationData x"]
25 trainingAnswers = trainingAnswers.values
26 validationdnswers = validationAnswers.values

29 for value in range(8528):
d for x in trainingCompound[value][®][@]:
if (len(x) == 9208)
useable_trainingData.append(x)
else:
removeIndices += [value]
for y in trainingAnswers[value][1]:
if (value not in removeIndices):
useable_traininghnswers += [y]

20 for value in range(e, 30):
s for x in validationCompound[value][e][e]:
1f (len(x) == 9006):
useable_validationData += [x] v
< > Python console History log
Permissions: RW  End-of-lines: CRLF  Encoding: ASCIT Line 52 Column: 25 Memory: 68%

Figuur 3.2 De interface van Spyder. Aan de linkerkant de code in het geopende bestand, en
aan de rechterkant de console.

Wanneer een computer via geschreven code een taak krijgt die deze niet uit kan voeren,
hetzij door een onmogelijke berekening, hetzij door een verkeerde formulering, geeft deze
een error weer. Dit is vergelijkbaar met het delen door nul op een rekenmachine. Deze error
zal worden weergegeven in de console, met een verwijzing naar de lijn code waar de error
zich in voordoet. Het programma stopt dan met het uitvoeren van de overgebleven code:
deze wordt immers van boven naar beneden door de computer uitgevoerd. De resultaten,
geproduceerd door de uitgevoerde code die voor de error staat, zouden eventueel nog wel in
de console teruggevonden kunnen worden, mits er code geschreven is om deze resultaten
weer te geven.

3.3.3 Datatypes en datastructuren

In Python heb je verschillende typen data. Alle soorten gegevens, die Python ondersteunt,
maken deel uit van een bepaald soort datatype. Een datatype specificeert kenmerken van de
structuur en inhoud van de gegevens. In essentie kan een datatype gedefinieerd worden als een
verzameling van gegevens en operaties die op deze gegevens uitgevoerd kunnen worden. Het
1s belangrijk om in de gaten te houden welke datatypes gebruikt moeten worden bij het
maken van een neuraal netwerk, alle data moeten namelijk eerst in een juist datatype worden
gezet. Elk gegeven behoort tot één datatype. Python komt met een aantal ingebouwde
datatypes. Wij hebben hiervan gebruik gemaakt van:

- Integers. Een integer is een gegeven bestaande uit een nummer zonder decimaal. Dit
kan bijvoorbeeld zijn: 1, 2, 10 en 101. Integers kunnen worden gebruikt voor
wiskundige berekeningen, bijvoorbeeld optellen, aftrekken, etc.

- Floats. Een float is, net als een integer, een gegeven bestaande uit een getal. Het
verschil is dat een float wel decimalen heeft, bijvoorbeeld: 1.1, 10.11 en 123.456. De

P Bigen werk
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decimalen zijn gescheiden met een punt. Floats kunnen ook worden gebruikt voor
wiskundige berekeningen.

- Strings. Een string is een gegeven bestaande uit letters, cijfers (buiten wiskundige
context, dus in de vorm van tekst) en symbolen. Dit kan bijvoorbeeld zijn: ‘A’, ‘a’ en
‘kunstmatige intelligente’. Er wordt onderscheid gemaakt tussen hoofdletters en kleine
letters. Strings worden altijd met aanhalingstekens weergegeven.

- Bool. Een bool is een gegeven dat twee waarden aan kan nemen: True of False.

- List. Een list is een structuur waarin meerdere gegevens kunnen staan. Binnen een list
kunnen de elementen tot een verschillend datatype behoren. Een list wordt
aangegeven met vierkante haakjes. Een voorbeeld van een list is: [“Roy”, “Liron”]. In
deze list staan 2 gegevens, beide een string, onderling gescheiden met een komma. Een
ander voorbeeld is [“kunstmatige intelligentie”, 1, 2.3]. In deze list staan 3 gegevens,
een string, een integer en een float. Het is ook mogelijk een list van meerdere
dimensies te maken. De hiervoor genoemde voorbeelden zijn lists met één dimensie.
Bij een list van 2 dimensies zitten een of meerdere lists in een andere list genesteld.
Bijvoorbeeld [[1, 4, 2], [2, 3, 5]]. In deze list zitten er 2 lists in de eerste dimensie, en
een 3 integers in elke list in de tweede dimensie. Het formaat van deze list wordt dan
2x3 genoemd. Op dezelfde manier kunnen ook lists van 3 of meer dimensies worden
gemaakt.

- Tuples. Een tuple lijkt qua gedrag op een list. Het verschil is dat in een list de gegevens
aan te passen zijn, terwijl in een tuple de gegevens niet aangepast kunnen worden. Een
tuple wordt aangegeven met ronde haakjes. Een voorbeeld van een tuple is
(5,1,2,”woord”). De gegevens zijn hier ook weer onderling gescheiden met een
komma.

- Dictionary. Een dictionary (Engels voor woordenboek) is een structuur waarin twee
gegevens geassocieerd worden met elkaar, zoals in een woordenboek. In een
dictionary kunnen meer van zulke paren voorkomen. Een dictionary wordt
aangegeven met gekrulde haakjes en een dubbele punt tussen de geassocieerde
gegevens. Meerdere associaties zijn onderling gescheiden door een komma. Een
voorbeeld van een dictionary 1s {“type” : “ECG”, ”datum” : 701-01-2019”}.
Hiermee wordt de string “type” geassocieerd met de string “ECG”, en de string
“datum” met de string “01-01-2019”.

3.3.4 Functies en variabelen

In onze code hebben we veelal gebruik gemaakt van twee bouwstenen die zich in vrijwel alle
programmeertalen bevinden: functies en variabelen. Om deze reden beschrijven we wat deze
twee bouwstenen zijn, en hoe we ze in onze code kunnen gebruiken.

Om te voorkomen dat er onoverzichtelijkheid ontstaat door de hoeveelheid “rondzwervende”
getallen in de code, wordt er gebruik gemaakt van variabelen. Een variabele is een naam,
gegeven aan een locatie of een reeks locaties in het geheugen van een computer, waarin een
waarde of lijst aan waarden kan worden opgeslagen. Een variabele kan dienen als een opslag
voor waarden van een bepaald soort datatype. Zodoende kan de naam gegeven aan een
variabele worden gebruikt om te refereren aan die waarde op meerdere plekken in de code.
Variabelen bieden zo een manier aan om gegevens te labelen met een beschrijvende naam. Dit
verbetert de leesbaarheid van code. Ook kunnen veranderingen die aangebracht moeten
worden op waarden zo beter gevolgd worden.
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Om in Python een variabele aan te maken, moet deze code gebruikt worden:

Naam = waarde

Bijvoorbeeld:

useable trainingData = 3

Dit associeert de naam useable trainingData met 3. 3 is hierbij een integer. Een andere
bouwsteen van Python is de functie. Een functie bestaat uit een groep code die een bepaalde
taak vervult. Om te voorkomen dat dezelfde lijnen code keer op keer gebruikt en herhaald
worden, kunnen deze lijnen in een functie worden gezet. Vervolgens kan deze functie
worden aangeroepen op gewenste plekken in de code. Een functie heeft vaak extra informatie
nodig om zijn werk te kunnen doen. Deze informatie noemen we een parameter. Vaak
voeren functies een bewerking uit op één of meerdere parameters, en geven daarbij een
resulterende waarde terug.

Programmeurs hoeven zich door het gebruik van functies, atkomstig uit externe bronnen, niet
meer bezig te houden met de implementatie van functionaliteit in een programma die buiten
het doel van het programma ligt. Hierdoor wordt veel tijd bespaard.

Dit kan door de volgende code:

functienaam()

Bijvoorbeeld:
abs (-3)

Deze functie geeft de absolute waarde terug van de meegegeven parameter. In dit geval wordt
de waarde -3 als parameter meegegeven en geeft de functie als resulterende waarde de waarde
3 terug. Omdat een functie in essentie een getal vertegenwoordigt (namelijk het resultaat van

de functie), kan deze op dezelfde manier worden gebruikt als variabelen in de code.

3.3.5 Softwarebibliotheken

Om een neuraal netwerk te kunnen maken hebben we niet genoeg aan de functies
ingebouwd in Python zelf: we hebben als het ware niet genoeg gereedschap om mee te
kunnen werken. Om deze reden hebben we stukken gereedschap, in de vorm van

zogenoemde softwarebibliotheken, uit externe bronnen gehaald om ons doel te kunnen
behalen.

Een softwarebibliotheek bestaat uit een verzameling code die in een programma gebruikt kan
worden. Als het ware wordt deze “ingeplugd” in de code. Naast een aantal ingebouwde
softwarebibliotheken kunnen deze ook atkomstig zijn uit een externe bron. In dat geval kan
deze bijvoorbeeld geschreven zijn door een andere programmeur en beschikbaar zijn gemaakt
op het internet voor gebruik door anderen. Het gebruiken van code uit een
softwarebibliotheek 1s als het ware te vergelijken met een verwijzing naar een andere tekst in
een eigen geschreven tekst. Met een klein stukje eigen geschreven code kan er verwezen
worden naar een (langer) stuk code die in de softwarebibliotheek staat. Op deze manier kan er
gebruik worden gemaakt van een of meerdere oplossingen op een bepaald probleem, zonder
het wiel opnieuw uit te vinden. Het schrijven van nieuwe code wordt als gevolg hiervan
minder complex en tijdsintensief. Om een softwarebibliotheek te gebruiken, moet deze eerst
op de gebruikte computer worden gedownload en opgeslagen. Vervolgens kan deze worden
geimporteerd in de desbetreftende code.
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Wij maken gebruik van de softwarebibliotheken pandas, tensorflow, numpy, scipy.io, en
matplotlib.pyplot. SciPy is een op Python gebaseerd ecosysteem aan open-source software dat
gebruikt kan worden voor wiskunde, wetenschap en techniek. Een aantal hootdpakketten die
deel uit maken van dit ecosysteem zijn de SciPy-bibliotheek, de Matplotlib-bibliotheek, de
NumPy-bibliotheek, en de pandas-bibliotheek.

De SciPy-bibliotheek bevat veel gebruiksvriendelijjke en efficiénte functies. Een aantal
voorbeelden hiervan zijn numerieke integratie, optimalisatie, lineaire algebra, en statistiek.
Voor de rest van het verslag zullen we naar de SciPy-bibliotheek verwijzen als “SciPy” (om
verwarring te voorkomen met het overkoepelende ecosysteem zelf).

Matplotlib is een softwarebibliotheek voor het plotten van 2D grafieken in Python. Hiermee
kunnen overzichtelijke grafieken worden gemaakt die voor analyse gebruikt kunnen
worden.” Wij maken gebruik van deze softwarebibliotheek om de uiteindelijke resultaten
van onze code te visualiseren. SciPy en Matplotlib bestaan beide uit een aantal
deelbibliotheken. Een voorbeeld hiervan is SciPy.io of matplotlib.pyplot.

De bibliotheek pandas beschikt over efficiénte en gemakkelijk te gebruiken datastructuren en
hulpmiddelen voor data-analyse. Deze bibliotheek helpt bij het modelleren en analyseren van
data. Een datatype genaamd DataFrame, atkomstig uit een deelbibliotheek van pandas
genaamd pandas.core.frame, wordt gebruikt om de labels te representeren. Het datatype
DataFrame neemt een tabelvormige structuur aan met rijen en kolommen.

NumPy is een bibliotheek voor wetenschappelijke rekenwerk. NumPy wordt voornamelijk
gebruikt door het N-dimensionale array object (ndarray genoemd) dat het aanbiedt. Dit object
is vergelijkbaar met een list. Het beschrijft daarbij een verzameling gegevens atkomstig van een
bepaald datatype. De elementen in dit object kunnen vervolgens worden gebruikt door naar
hen te verwijzen via een index. Alle ndarrays zijn homogeen, wat betekent dat elk element
dezeltde hoeveelheid geheugen in beslag nemen. Aan elk element in een ndarray is een
zogenoemd data-type object geassocieerd. Dit object beschrijft hoe de verschillende bytes, die
een element in beslag neemt, uiteindelijk “vertaald” zullen worden naar machinetaal. Dit kan
bijvoorbeeld gaan over het type data in de array, de grootte van de array of over de manier
waarop de verschillende bytes in het stuk geheugen van de array geordend zijn (endianness
genoemd). ™ Zodra een element uit de array wordt gehaald (via de corresponderende index),
wordt deze vertegenwoordigd door een van de datatypes ingebouwd in Python (zie figuur

3~3) [54][55]
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Figuur 3.3. ™ Een ndarray gevisualiseerd
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Voor het programmeren van ons neurale netwerk gebruiken we ook de softwarebibliotheken
Tensorflow en Keras. Tensorflow is een softwarebibliotheek ontwikkeld door Google gericht
op het bewerkstelligen van verschillende vormen van kunstmatige intelligentie in o.a. de
programmeertaal Python. Dit platform kan worden omschreven als een soort
wiskundebibliotheek. Het is een van de meest gebruikte platforms voor het coderen van
neurale netwerken waardoor er veel informatie over te vinden is. Ook heeft het een erg brede
softwarebibliotheek, dat het programmeren van neurale netwerken sterk vereenvoudigd. Een
softwarebibliotheek die te gebruiken is in combinatie met tensorflow is Keras. Keras bevat tal
van code die als doel heeft de structuur van een neuraal netwerk eenvoudiger te kunnen
beschrijven. De focus ligt op het vergemakkelijken van het ontwerpen van snelle, efficiénte
netwerken.

W1ij hebben gekozen om Tensorflow te gebruiken, omdat deze het meest gebruikte platform
is voor het maken van neurale netwerken. Hierdoor is er bijvoorbeeld veel informatie over te
vinden. Neurale netwerken kunnen m.b.v. Tensorflow in relatief weinig lijnen code
geschreven worden, doordat Tensorflow al zorgt voor de complexe “ondergrond” van de
netwerken. Hierdoor kunnen wij ons focussen op het toevoegen en aanpassen van de nodige
layers naar onze eigen behoeftes. Specifiek gezegd hebben wij gekozen voor
softwarebibliotheek Keras, die ingebouwd zit in Tensorflow. Deze vereenvoudigt simpelweg
het beschrijven van de structuur van een neuraal netwerk sterk. Met behulp van Keras kan
gemakkelijk en snel een kunstmatig model worden opgezet. Omdat Keras wordt ondersteund
door Tensorflow, wordt deze samen met Tensorflow tegelijkertijd gedownload. Tensorflow
en Keras zijn en worden allebei nog steeds gebruikt in tal aan wetenschappelijke en
professionele projecten. Hierdoor gaan wij ervanuit dat deze geschikt zijn om een neuraal
netwerk mee te kunnen maken.

Het importeren van bibliotheken gebeurt met de volgende code:
import (naam van softwarebibliotheek)

Bijvoorbeeld:

import numpy

Dit wordt gebruikt om een softwarebibliotheek genaamd numpy te importeren. Hierna kan
code uit de softwarebibliotheek worden gebruikt door:

(naam van softwarebibliotheek) . (naam van variabele of functie)
Bijvoorbeeld:

numpy.asarray ()

Dit 1s een functie die wordt gebruikt om een gegeven om te zetten in een ndarray (lijst van
cijfers). Een handigere manier om een softwarebibliotheek te importeren is met de code:

import (naam van softwarebibliotheek) as (vervangende naam)
Bijvoorbeeld:
import numpy as np

Dit zorgt ervoor dat je in plaats van numpy nu np kunt typen om code uit numpy te kunnen
gebruiken. Bijvoorbeeld:

np.asarray ()

B (Keras, sd)
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Om een specifick onderdeel van een softwarebibliotheek te importeren kan deze code worden
gebruikt:

from (naam van softwarebibliotheek) import (naam van onderdeel uit het
softwarebibliotheek)

Bijvoorbeeld:

from scipy.io import loadmat

Dit importeert de functie loadmat () uit de softwarebibliotheek van scipy.io. Hierdoor is het
mogelijk om maar een deel van scipy.io te importeren.

Het is gebruikelijk om te beginnen met het importeren van de softwarebibliotheken die later
worden gebruikt. Dit hebben wij voor ons netwerk ook gedaan. De eerste lijnen van onze
code zijn als volgt:

from scipy.io import loadmat
import pandas as pd

import tensorflow as tf

import numpy as np

import matplotlib.pyplot as plt

Dit stuk code importeert de functie loadmat () uit de bibliotheek scipy.io, de
softwarebibliotheek pandas waarnaar verwezen kan worden via de naam pd, de
softwarebibliotheek tensorflow met naam t£, de bibliotheek numpy met naam np en de
(deel)bibliotheek matplotlib.pyplot met naam plt. Deze softwarebibliotheken gaan we later in
onze code gebruiken.

3.4.1 Preprocessing

De gegevens die men uit een dataset haalt zijn meestal niet direct te gebruiken. Data moet
vaak eerst worden omgezet. Deze voorbewerking wordt preprocessing genoemd. Er bestaan
erg veel soorten bewerkingen die onder preprocessing behoren. Specifiek voor neurale
netwerken wordt preprocessing vaak gebruikt om gegevens “leesbaar” te maken voor een
netwerk. Een programma waarin dit preprocessen gedaan kan worden is MATLAB.
MATLAB is een platform voor programmeren, gericht op technici en wetenschappers. Met
MATLAB kan men data analyseren, algoritmes ontwikkelen en modellen beschrijven. Met
name deze eerste twee onderdelen zullen wij gebruik van maken. Men kan in MATLAB
gebruikmaken van tal van “toolboxes”, die elk functies aanbieden voor verschillende
doeleinden. 7

W1ij hebben MATLAB gebruikt om onze gegevens na het downloaden te kunnen
preprocessen. Dit hebben wij gedaan om het makkelijker te maken de gegevens in Python te
gebruiken. Wij hebben MATLAB enkel gebruikt om alle gegevens in een bestand samen te
voegen, omdat het handmatig ontzettend lang zou duren om ruim 7000 bestanden samen te
voegen in een bestand, en het individueel importeren van alle bestanden in Python complexer
zou zijn. Wij hebben hiervoor de volgende code geschreven:

gegevens = dir('*.mat');

compound = [];

for x = 1l:length(gegevens)

compound = [compound; load(gegevens (x) .name)];
end

save ('compound', 'x")

BT (MATLAB)
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Hierbij worden alle bestanden met de extensie .mat, in de directory waarop deze functie
wordt uitgevoerd, “gepakt” en opgeslagen in de variabele gegevens. Deze bestanden zijn
MATLAB-bestanden, en kunnen daardoor via MATLAB worden gelezen. Ook bevatten deze
de gegevens van de ECG’s. De andere helft van de bestanden zijn .HEA-bestanden. In de
.HEA-bestanden staan gegevens zoals de naam van het bestand en de datum en tijd van
opname (metadata). Deze gegevens zijn echter niet van belang voor ons netwerk. Om deze
reden voegen wij alleen de bestanden samen die op .mat eindigen. Beide type bestanden zijn
aan ons geleverd via PhysioBank. Vervolgens wordt er een loop uitgevoerd op de data in de
variabele gegevens, waarbij telkens één ECG wordt toegevoegd aan de variabele compound.
Een loop is een structuur waarin een of meerdere lijnen code meerdere keren kunnen worden
uitgevoerd, 0.b.v. een bepaalde voorwaarde. In dit geval is er sprake van één lijn code in de
loop, waarbij deze lijn meerdere keren wordt uitgevoerd o.b.v. de lengte van gegevens.
Uiteindelijk wordt de variabele compound opgeslagen in dezelfde directory waarop de functie
aan het werk ging, waarbij deze alle benodigde informatie van de ECG’s bevat. Dit is
wederom een .mat-bestand, maar dit is geen probleem aangezien .mat-bestanden via Python
geimporteerd kunnen worden. Dit hebben wij uitgevoerd voor de training gegevens en de
test (validation) gegevens. Preprocessing was niet nodig voor de labels, aangezien deze al in
één bestand stonden.

3.4.2 Gegevens importeren

Na preprocessing moeten de gegevens worden geimporteerd in onze code. Om een bestand
met een .mat-formaat te kunnen importeren hebben wij de functie loadmat () uit scipy.io
gebruikt. De volgende code wordt gebruikt om een .mat-bestand in de code te krijgen:

loadmat ( (directory waar het te importeren bestand zich bevindt))

Bijvoorbeeld:

loadmat (r'C:\Users\Gebruiker\Desktop\pws\netwerk\traincompound\Train',
mat dtype=True)

Dit importeert het bestand genaamd “Train” in de gegeven directory op de gebruikte
computer. Dit is de lijst met gegevens van de ECG’s die wij gebruiken om het netwerk te
trainen. Ook moeten de antwoorden, ook wel labels genoemd, worden geimporteerd in onze
code. De antwoorden van alle ECG’s zijn gegeven in een .csv-bestand. Deze extensie staat
voor “comma seperated values” (door komma gescheiden waarden). Om een .csv-bestand te
importeren maken wij gebruik van de code:

pd.read csv((directory waar het te importeren bestand zich bevind))

Bijvoorbeeld:

pd.read csv(r'C:\Users\Gebruiker\Desktop\pws\netwerk\train\REFERENCE.csv"',
header = None)

Dit importeert het bestand genaamt ‘REFERENCE.csv’ uit de gegeven directory. Dit bestand
bevat de labels van alle ECG’s die worden gebruikt om het netwerk mee te trainen. Daarnaast
zie je dat in de functie ook header = None als parameter mee wordt gegeven. Dit betekent
dat het desbetreffend .csv-bestand geen “header” (kopje, naam van kolom) heeft. Deze helpt
ons om alle data volledig te kunnen importeren. Wanneer het .csv-bestand namelijk een
header heeft, zou deze header (de eerste rij aan waarden binnen het bestand) in eerste instantie
niet correct geimporteerd worden. De functie gaat er namelijk in eerste instantie vanuit dat er
wel een header in het bestand zit (de standaardwaarde van header is 0. Deze 0 representeert
daarbij de eerste rij van het bestand, het is namelijk vaak conventioneel om in de informatica
vanaf 0 te tellen). De eerste rij aan waarden wordt daardoor gezien als naam van de kolom,
1.p.v. als een waarde. Omdat ons .csv-bestand geen header heeft, en er om deze reden in de
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eerste r1j al gegevens staan, zetten we de parameter gelijk aan de waarde None. We geven
hiermee aan dat het bestand geen header bevat, waardoor de eerste rij samen met de rest van
het bestand correct geimporteert wordt.

Voor het importeren van de gegevens en labels hebben we de volgende code gebruikt:

trainingData = loadmat(r'C:\Users\Gebruiker\Desktop\pws\netwerk
\traincompound\Train')

trainingAnswers = pd.read csv(r'C:\Users\Gebruiker\Desktop\pws\netwerk
\train\REFERENCE.csv', header = None)

validationData = loadmat (r'C:\Users\Gebruiker\Desktop\pws\netwerk
\validationcompound\Test'

validationAnswers = pd.read csv(r'C:\Users\Gebruiker\Desktop\pws\netwerk
\validationcompound\REFERENCE.csv', header = None)

Zoals te zien is worden de gegevens opgeslagen in een aparte variabelen. Hierdoor kan er later
in de code met gemak gerefereerd worden aan elk stuk data. In deze variabelen worden dus
alle nodige gegevens (validatie- en testdata) opgeslagen, waarbij onderscheid wordt gemaakt
tussen de data en de antwoorden, en tussen het trainen en testen (validation).

3.5.1 Trainingdata

Nadat alle onbewerkte gegevens zich in variabelen in onze code bevinden, moeten de
gegevens uit deze variabelen worden bewerkt zodat ze door een neuraal netwerk gebruikt
kunnen worden. Om te weten hoe we de gegevens moeten bewerken, is het handig eerst te
kijken hoe onze gegevens er nu uit zien.

De code die wordt gebruikt om een variabele (of waarde zelf) in de console weer te geven is:
print (x)

Dit print de gegevens van variabele x in de console.

Om te bekijken hoe onze gegevens in de variabele trainingData eruit zien gebruiken we:
print(trainingData)

Dit geeft in de console de output (verkort weergegeven):

{'_header_ ': b'MATLAB 5.0 MAT-file, Platform: PCWIN64, Created on: Sun
Oct 6 18:02:17 2019', ' _version_': '1.0', ' globals ': [], 'x':
array([ [(array([[-127, -162, -197, ..., ~-18, -22, -21]],
dtype=intl6),)],

[ (array([[128, 157, 189, ..., 0, 1, 2]], dtype=intl6),)],

[ (array ([[ 56, 73, 85, ..., -64, -36, -20]], dtype=intl6),)],

[ (array([[-202, -235, -272, ..., -313, -173, -52]]1,

dtype=intl6),)],

[ (array([[-227, -297, -374, ..., -54, -44, -36]],
dtype=intl6),)],

[(array([[-237, -286, -338, ..., ~-16, -17, -18]1,
dtype=intl6),)]11],

dtype=[('val', '0')1])}
We hebben hier te maken met een dictionary, wat is te zien aan de gekrulde haakjes. In deze

dictionary wordt de string ’x’ geassocieerd met een ndarray. Deze ndarray bevat alle gegevens

49



Een intelligente ECG-Analyse

atkomstig uit de training ECG’s. Het bevat zodoende 8528 ECG’s. Deze gegevens worden in
trainingData gerangschikt als een aaneenschakeling van Python lists en ndarrays.

De binnenste ndarrays zijn hierbij van belang. Deze bevatten namelijk de daadwerkelijke
waarden die de metingen van de ECG’s representeren. Specifiek gezegd representeert een van
de binnenste ndarrays precies één ECG. Bij deze ndarrays wordt ook een parameter genaamd
dtype gelijkgezet aan int16. Hierdoor wordt het data-type object van alle elementen in de
ndarray gelijkgezet aan int16. Dit houdt in dat er sprake is van integers die waardes aan
kunnen nemen van -32768 tot en met 32767 (deze vallen in sommige andere
programmeertalen onder het datatype byte).

De rangschikking aan gegevens is als volgt weer te geven:

_Een dictionary met de gegevens van de ECG’s (en metadata)
__ De string X’ geassocieerd aan een ndarray
Deze ndarray met daarin een list en een dtype
Deze list met daarin 8528 andere lists genesteld
Elk van deze lists met een ndarray
Deze ndarrays met waarden behorende bij één ECG en een dtype

De validationData is in eenzelfde structuur gegeven. Het enige verschil is dat het aantal
ECG’s verschilt. De validationData beschikt namelijk over 300 ECG’s, terwijl de
trainingData 8528 ECG’s bevat.

3.5.2 Labels

De volgende variabele die we hebben gebruikt is trainingAnswers. Om de structuur hiervan
te bekijken gebruiken we de code

print(trainingAnswers)

Dit geeft in de console een output van 64 regels. Dit geeft de volgende output (verkort

weergegeven):

0 1
0 A00001 N
1 A00002 N
2 A00003 N
3 A00004 A
4 A00005 A

8525 A08526 N
8526 A08527 N

8527 A08528 N

[8528 rows x 2 columns]

De gegevens van deze labels gebruiken het datatype DataFrame. De tabelvormige structuur
hiervan is terug te zien in de structuur van de output: er is sprake van 8527 rijen, elk bestaande
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uit twee kolommen. De eerste kolom geeft hierbij de naam van een ECG, en de tweede
kolom de label behorende bij dat ECG. De tweede rij is bijvoorbeeld 0 200001 N. Het
eerste cijfer, 0, geeft hierbij het nummer van de rij aan. Het tellen van rijen begint in dit geval
met 0. Het tweede dat we zien in de eerste kolom is 200001. Dit is de naam van een ECG
waarbij een bepaalde label hoort. Ten derde zien we de letter N. Dit is het label van het ECG.
De betekenissen van de labels zijn als volgt:

- N voor Normal sinus (normaal ritme)

- A voor Atrial fibrillation (boezemfibrilleren)

- o voor Other rythm (ander soort ritme, niet normaal)

- ~voor Noise (geen waarneembaar ritme, foutieve meting)

De tweede r1j geeft zodoende aan dat het bestand 200001 het label N heeft. De laatste rij
(tussen vierkante haakjes) geeft ons de structuur van trainingAnswers: deze bestaat uit 8528
rijen (0 tot 8527) en 2 kolommen (naam en label).

Opvallend is dat eerste rij van trainingAnswers bestaat uit 0 1. Deze twee getallen
representeren respectievelijk de eerste en tweede kolom aan gegevens. Zoals eerder verteld is,
hebben we bij de import een waarde voor de parameter header meegegeven, namelijk None.
Hiermee hebben we aangegeven dat er geen sprake is van een header in het bestand. Door
deze waarde als parameter mee te geven heeft de functie zelf de header 0 1 toegevoegd.
Deze 0 en 1 worden respectievelijk gezien als kopjes voor de eerste en tweede kolom
gegevens. Wanneer we dit niet als parameter hadden meegegeven, had het datatype

200001 als header gezien van de eerste kolom, en N als header van de tweede kolom.
Hierdoor wordt deze rij niet correct geimporteerd in onze code.

De validationAnswers variabele is in eenzelfde structuur gegeven. Het enige verschil is het
aantal labels (en daarmee rijen) in beide bestanden. De validationData beschikt over 300
labels, in plaats van de hierboven weergegeven 8528 labels van trainingAnswers.

De vier in deze paragraat genoemde bestanden zullen we later gebruiken voor het trainen en
testen van het netwerk.

3.5.3 Bruikbaarheid gegevens

Nadat we weten hoe de gegevens in onze code eruitzien, moeten we deze omzetten in een
correct formaat, waarmee deze aan een neuraal netwerk kunnen worden gegeven. Om te
beginnen hebben we een aantal lege lists aangemaakt. Deze hebben we in onze code gebruikt
om nodige gegevens in op te kunnen slaan.

Een lege list wordt aangemaakt met de volgende code:

(naam van variabele) = []

Hierin wordt de nieuwe lege list opgeslagen in de (nieuwe) variabele. De code die wij hebben
gebruikt om lege lists aan te maken die later in de code worden gebruikt is als volgt:

useable trainingData = []
useable validationData = []
useable trainingAnswers = []
useable validationAnswers = []
removelIndices = []
removeIndicesValidation = []
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Deze variabelen zullen later in de code worden gebruikt. Vervolgens hebben we de bruikbare
gegevens over het ECG uit de variabelen gehaald. Dit hebben we gedaan met de volgende
code:

trainingCompound = trainingDatal['x']
validationCompound = validationDatal['x']

Dit neemt de ndarray met alle data, geassocieerd met ‘x’ in de dictionary trainingData of
validationData, en slaat dit op in de variabele trainingCompound of
validationCompound. Vervolgens hebben we een functie gebruikt om de labels uit
trainingAnswers en validationAnswers om te zetten van het datatype DataFrame naar
een list, omdat dit het makkelijker maakte ermee te werken.

De code die hiervoor gebruikt kan worden is als volgt:

(variabele 1) = (variabele 2).values

Hierbij worden de gegevens uit variabele 2 omgezet in een list en opgeslagen in
variabele 1 Hierbij kunnen variabele 1 en variabele 2 hetzeltde zijn. In dat geval
worden de gegevens die zich oorspronkelijk in de variabele bevonden vervangen.

De volgende code hebben wij zelf gebruikt:

trainingAnswers = trainingAnswers.values
validationAnswers = validationAnswers.values

Het stuk code trainingAnswers.values geeft hierbij aan dat wij alleen de waarden uit
trainingAnswers willen hebben, ofwel de gegevens uit de tweede kolom. Deze gegevens uit
de variabelen trainingAnswers en validationAnswers worden omgezet in lists en
opgeslagen in de variabelen trainingAnswers en validationAnswers

In een neuraal netwerk staat het aantal inputneuronen vast. Hierdoor is het niet mogelijk om
ECG’s met meerdere lengtes te kunnen classificeren. Om deze reden moeten wij van de
trainingCompound en de validationCompound alle ECG’s met een lengte van 9000
metingen in een nieuwe variabele gezet, om deze vervolgens voor het netwerk te kunnen
gebruiken. De ECG’s die wij van PhysioNet hebben verkregen, verschillen namelijk veel van
lengte. Het merendeel van de ECG’s heeft echter een lengte behorende bij 9000 opnames. In
de rest van het verslag zullen verwijzen naar “een lengte van 9000”. Om te testen of een ECG
een lengte van 9000 heeft, hebben wij een functie ingebouwd in Python gebruikt. Deze
functie is als volgt:

len( (naam variabele 1)) = (naam variabele 2)

Dit slaat de lengte van variabele 1 op in variabele 2. De datatypes van variabele 1 en
variabele 2 moeten gelijk zijn. Indien dit niet het geval is komt hier een error uit als gevolg.

Om te testen of de lengte van een variabele x 9000 is, gebruiken we de volgende code:
len(x) == 9000

De dubbele =-tekens geven aan dat er wordt getest of dat wat links van de tekens staat gelijk is
aan dat wat rechts van de tekens staat. Het gebruik van dubbele =-tekens heeft dus een ander
betekenis dan het gebruikt van een enkel =-teken. Deze expressie representeert als uitkomst
een bool. Als de list x een lengte heeft van 9000 gegevens, representeert de expressie de
waarde True. Als x een andere lengte heeft dan 9000 gegevens, geeft dit de uitkomst False.

Dit hebben wij als volgt gebruikt:
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for value in range(8528):
for x in trainingCompound[value] [0][0]:
if (len(x) == 9000):
useable trainingData.append(x)
else:
removelIndices += [value]
for v in trainingAnswers[value] [1]:
if (value not in removelIndices):
useable trainingAnswers += [y]

Er wordt hierbij 8528 keer een aantal lijnen code uitgevoerd (d.m.v. range (8528)), en een
waarde oplopend van O tot en met 8527 in value gedaan. 8528 is zoals eerder gezien het
aantal ECG’s is dat wij in de trainingCompound hebben.

De tweede lijn geeft aan dat voor elke waarde value trainingCompound[value] [0][0] zal
worden opgeslagen in x. Zoals eerder gezien zitten in trainingCompound meerdere lists
(gegevens van de ECG) in een ndarray genesteld. We kunnen dit als het ware opvatten als
meerdere dimensies. Het getal dat tussen de eerste vierkante haakjes zit, value, geeft aan
welke list van de eerste dimensie moet worden genomen. Voor O wordt de eerste list gepakt,
voor 1 de tweede list, etc. Er wordt hier dus weer vanaf 0 geteld. Het getal tussen de tweede
vierkante haakjes geeft aan welke list uit het volgende niveau moet worden gepakt. Op dit
niveau is er sprake van maar één list waar alles in staat. Het getal is dus 0, om daarmee de
eerste (en enige) list te pakken. Het getal tussen de derde vierkante haakjes geeft weer welke
list uit het volgende niveau moet worden gepakt. Er is op dit niveau wederom maar één
ndarray waar alles in staat, dus 1s het getal 0. Er kan worden gezegd dat de lijn
trainingCompound[value] [0][0] als het ware een list met daarin de gegevens behorende
bij een ECG. Ditzelfde principe wordt toegepast bij de lijn trainingAnswers[value] [1],
echter representeert deze de labels van de training set.

Vervolgens kijken we of de lengte van een ECG gelijk is aan 9000 (lijn 3), waarna we deze
toevoegen aan useable trainingData (lijn 4) indien dit het geval is. Indien dit niet het
geval is, houden we bij waar deze ECG zich bevindt door de bijbehorende index op te slaan
in removeIndices += [value](lyjn 6). Om te bepalen welke labels horen bij de opgeslagen
ECG’s in useable trainingData gebruiken we deze index: zolang (de index van) een label
is geassocieerd met (de index van) een ECG die is opgeslagen in useable trainingData,
voegen we deze label toe aan useable trainingAnswers. Deze loop werkt omdat alle
ECG’s en labels op volgorde staan. We hebben na deze loop dus een variabele

useable trainingData met daarin alle ECG’s met een lengte van 9000, en de variabele
useable trainingAnswers met daarin alle bijbehorende labels op dezelfde volgorde.

Eenzelfde soort loop wordt gebruikt voor de bewerking van de validation ECG’s en labels. De
volgende code hebben wij hiervoor gebruikt:

for value in range(300):
for x in validationCompound[value] [0][O0]:
if (len(x) == 9000):
useable validationData += [x]
else:
removelndicesValidation += [value]

for v in validationAnswers[value][1]:

if (value not in removelIndicesValidation):
useable validationAnswers += [y]

De verschillen met de vorige loop zijn dat in deze loop de variabele validationCompound en
validationAnswers worden gebruikt. Daarnaast worden lijjnen code 300 keer uitgevoerd
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(d.m.v. range (300)). Dit omdat er 300 ECG’s in onze test set zaten. Na deze loop hebben
we dus de variabele useable validationData, met daarin alle test ECG’s met een lengte
van 9000, en een variabele useable validationAnswers met daarin alle bijbehorende labels
in dezelfde volgorde.

3.5.4 Omzetting naar ndarray

De gegevens in useable trainingData, useable trainingAnswers,

useable validationData en useable validationAnswers bevinden zich nu in een list.
Ons neurale netwerk kan echter alleen gegevens uit een ndarray gebruiken. Om een list om te
zetten naar een ndarray wordt de volgende functie gebruikt:

(variabele 1)=np.asarray( (variabele 2))

De functie np.asarray () zet variabele 2 om in een ndarray. Deze ndarray wordt
vervolgens opgeslagen in variabele 1. Variabele 1 en variabele 2 kunnen hetzeltde
zijn.

De code die wij hebben gebruikt is als volgt:

useable trainingData=np.asarray(useable trainingData)

useable validationData=np.asarray(useable validationData)
useable trainingAnswers=np.asarray(useable trainingAnswers)
useable validationAnswers=np.asarray(useable validationAnswers)

Dit zet de variabelen useable trainingData, useable trainingAnswers,

useable validationData en useable validationAnswers om van lists naar ndarrays.
De labels staan nu allemaal als strings in de variabelen useable trainingAnswers en
useable validationAnswers. Ons neurale netwerk kan echter alleen integers als labels
gebruiken en als output geven. Daarom moeten we de strings omzetten in integers. Hiervoor
hebben wij wederom een loop gebruikt. De loop die wij hebben gebruikt is als volgt:

for value in range(5977):

if (useable trainingAnswers|[value] == 'N"):
useable trainingAnswers[value] = 0

elif (useable trainingAnswers[value] == 'A'):
useable trainingAnswers[value] = 1

elif (useable trainingAnswers[value] == '0'):
useable trainingAnswers[value] = 2

else:
useable trainingAnswers[value] = 3

Als een label de waarde 'n' aanneemt, wordt deze omgezet naar de integer 0. Als de label de
waarde 'A' aanneemt, wordt deze omgezet naar de integer 1 etc. Vervolgens hebben wij een
vergelijkbare loop gemaakt om de strings in useable trainingAnswers om te zetten in
integers. Hiervoor hebben wij de volgende code gebruikt:

for value in range(218):

if (useable validationAnswers[value] == 'N'):
useable validationAnswers([value] = 0

elif (useable validationAnswers[value] == 'A'):
useable validationAnswers[value] = 1

elif (useable validationAnswers[value] == '0'):
useable validationAnswers([value] = 2

else:
useable validationAnswers([value] = 3

De enige verschillen zijn dat een range van 218 wordt meegegeven, dit omdat er 218
validation ECG’s en dus ook 218 test labels zijn die wij gebruiken. Dit in tegenstelling tot de
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range van 5977 die in de vorige loop wordt meegegeven. Ook wordt in deze loop de
variabele useable validationAnswers in plaats van de variabele

useable trainingAnswers gebruikt. Dit omdat we in deze loop de validation labels om
willen zetten.

Nu hebben we de labels in de variabelen useable validationAnswers en
useable trainingAnswers, in de vorm van strings met een numier.

- Het nummer 0 was voorheen ‘N’. Dit staat voor normal sinus, en dus voor een ECG
met een normaal ritme.

-  Het nummer 1 was voorheen ‘A’. Dit staat voor atrial fibrillation, en dus voor een
ECG met boezemfibrilleren.

- Het nummer 2 was voorheen ‘O’. Dit staat voor other rythm, en dus voor een ECG
met een ongewoon ritme dat niet boezemfibrilleren is.

- Het nummer 3 was voorheen ‘~’. Dit staat voor noise, en dus voor een ECG met een
foutieve meting.

Deze nummers zitten echter in de vorm van een string in de nparray. Om deze te veranderen
naar integers, gebruiken we hiervoor de volgende code:

(variabele 1)=(variabele 2).astype(int)

Dit zet de gegevens in variabele 2 om van een string naar een integer. Bijvoorbeeld van
[€0°,°1°,°2°3’] naar [0,1,2,3]. Dit wordt vervolgens opgeslagen in variabele 1. variabele 1
en variabele 2 kunnen hetzeltde zijn.

De code die wij hebben gebruikt is als volgt:

useable validationAnswers= useable validationAnswers.astype (int)
useable trainingAnswers=useable trainingAnswers.astype(int)

Dit zet alle strings met getallen in useable validationAnswers en
useable_trainingAnswers(NTlnamfhnegem.

I)e‘vornlvan,useable_trainingData(ﬁluseable_validationData.kan&ﬂSVTﬂgtvvorden
weergegeven: (aantal arrays, aantal waarden binnen elke ndarray). Dit bedraagt (5977, 9000)
en (218, 9000) voor respectievelijk useable trainingData en useable validationData.
Er is hier sprake van ndarrays met twee dimensies. Ons neurale netwerk kan echter alleen
gegevens atkomstig uit een driedimensionale ndarray gebruiken als input. Om de variabelen
useable trainingData en useable validationData om te zetten in een ndarray met een
derde dimensie hebben wij de volgende code gebruikt:

useable trainingData=useable trainingData.reshape(5977, 9000, 1,)
useable validationData=useable validationData.reshape(218, 9000, 1,)

Dit zet de useable trainingData om in een ndarray met de vorm (5977, 9000, 1) en de
useable validationData om in de vorm (218, 9000, 1). De labels moeten in een
eendimensionale ndarray staan, en staan dus al in de juiste vorm.

3.6.1 De onderdelen van ons neuraal netwerk

Om te beginnen hebben we de vorm of architectuur van ons model gedefinieerd. Dit bepaalt
wat voor vorm en volgorde de verschillende layers in ons neuraal netwerk hebben. Voor ons
neurale netwerk gebruiken we een zogenoemde “sequential model”. Dit is het meest
gebruikte model voor neurale netwerken en is een model waarin de verschillende layers achter
elkaar zijn geschakeld. Hiervoor hebben wij de volgende code gebruikt:
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model = tf.keras.models.Sequential ([ (beschrijving layers van het netwerk)])

Tussen de haakjes wordt een list meegegeven met daarin de beschrijving van de structuur van
alle layers van het netwerk. Het volledige model wordt vervolgens opgeslagen in een variabele
genaamd model.

Elk van de layers heeft een apart functionaliteit. Deze functionaliteit wordt bepaald door de
verschillende gebruikte functies in de aparte layers. Zo beschikken 3 layers bij ons over de
mogelijkheid om max-pooling toe te passen.

Wij hebben gekozen om 1D-convolutie te gebruiken voor ons netwerk. De reden hiervoor is
het formaat van onze gegevens. De ECG’s zoals wij die hebben verkregen staan in een
eendimensionaal formaat. Een ECG bestaat namelijk in essentie alleen uit een rij metingen,
waarbij het tijdsinterval tussen alle metingen constant is (een driehonderdste seconde), met een
frequentie van 300Hz. Door het eendimensionale formaat bezitten de gegevens niet over
concrete cijfers van de tijdsdimensie, maar dat maakt voor een neuraal netwerk niet uit, omdat
een neuraal netwerk niet weet wat tijd is en het voor het netwerk geen verschil maakt of de
ECG’s met 300 Hz of met 3000 Hz zijn opgenomen. Ook moet voor het gebruiken van 1D-
convolutie worden gekeken naar de benodigde dimensies de input van het netwerk. Die zijn
namelijk driedimensionaal. Hierom hebben wij in de vorige paragraaf onze traingegevens ook
in een driedimensionale ndarray omgezet (5977, 9000, 1). De vorm van de input moet
nameljjk zijn: ((aantal verschillende gegevens),(aantal metingen in een rij van metingen),(aantal
rijen van metingen binnen een gegeven)). In ons geval is het aantal verschillende gegevens
5977 voor de trainset, omdat de trainset over 5977 ECG’s beschikt. We hebben ECG’s van
300Hz en 30 seconden in onze trainset gedaan, wat betekent dat elke ECG uit 9000 metingen
bestaan. De gebruikte ECG’s zijn single-lead ECG’s, waardoor alle metingen als een rij
kunnen worden gezien en we dus maar 1 rij met gegevens per ECG hebben, terwijl het bjj
een 12-lead ECG uit 12 rijen zou bestaan. Vandaar dat onze gegevens gepast zijn voor 1D-
convolutie.

Daarnaast maken wij zoals eerdergenoemd gebruik van max-pooling. Door te experimenteren
met het aantal layers hebben we vernomen dat het gebruik van 8 hidden layers de beste
nauwkeurigheid geeft, zonder dat het te lang duurt om het netwerk te trainen. Daarom
hebben wij 8 hidden layers gebruikt, waarbij elke beschikt over de mogelijkheid tot 1D-
convolutie. Daarnaast hebben we door te experimenteren vernomen dat het gebruik van 3
max-pooling-functies goede resultaten geeft zonder dat het te lang duurt om het netwerk te
trainen (binnen een aantal uur). We hebben om de 2 layers een max-pooling-functie gebruikt,
waardoor de hidden layers globaal gezien kunnen worden gezien als 3 onderdelen van elk 3
layers bestaat, gevolgd door een output layer. De structuur is als volgt:

- Layer 1 (input) met 1D-convolutie en max-pooling
- Layer 2 met 1D-convolutie

- Layer 3 met 1D-convolutie

- Layer 4 met 1D-convolutie en max-pooling

- Layer 5 met 1D-convolutie

- Layer 6 met 1D-convolutie

- Layer 7 met 1D-convolutie en max-pooling

- Layer 8 met 1D-convolutie

- Layer 9 met 1D-convolutie

- Layer 10 met globalaveragepooling (de output)
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3.6.2 Convolutie

In onze input layer en al onze hidden layers hebben wij gebruikt gemaakt van convolutie.
Elke layer begint met een functie die dit mogelijk maakt. Convolutie wordt door middel van
de volgende code weergegeven:

tf.keras.layers.ConvlD(strides, padding, use bias, filters, kernel size,
dilation_rate)

In deze functie moeten verschillende parameters worden meegegeven. Dit zijn:

- Strides. Deze geeft aan hoeveel vakjes de kernel verschuift per berekening (de stride).

- Padding. Deze geeft de hoeveelheid padding aan die wordt toegevoegd. De waarde
“valid” kan hierbij worden toegewezen aan deze parameter, en geeft aan dat er geen
padding wordt gebruikt. De waarde “same” kan ook worden toegewezen. In dat geval
wordt er padding toegepast.

- Use_bias. Use_bias geeft aan of de neuronen in een layer een bias hebben of niet. Bjj
False wordt er geen parameter dienend als bias aangemaakt, bij True wel.

- Filters. Filters geeft aan hoeveel filters er worden gebruikt in een layer. Elke filter
produceert uiteindelijk een feature map. Zo wordt er van een ECG meerdere feature
maps gemaakt bij een aantal filters groter dan 1.

- Kernel_size. Kernel_size geeft de afmetingen van de gebruikte kernel aan. Het wordt
gegeven in een integer a, waarbij het formaat van de kernel a x a is, bijvoorbeeld 4x4.

- Dilation_rate. Dilation_rate geeft aan of en hoeveel waarden worden overgeslagen
door een kernel. Dit beinvloedt het aantal benodigde parameters en hiermee ook de
tijd die nodig is om het netwerk te trainen. De waarde 1 betekent hierbij dat niks
wordt overgeslagen, 2 betekent dat een op de twee gegevens wordt gebruikt, 3
betekent dat een op drie gegevens wordt gebruikt, etc. ®”

Speciale aandacht hierbij verdient de parameter “filters”. Deze parameter specificeert het aantal
filters dat de convolutiefunctie op een layer gaat toepassen. Nadat convolutie is uitgevoerd met
meerdere filters is er dus sprake van meerdere features maps (gelijkt aan het aantal filters). Dit
kan het best worden gezien met betrekking tot onze inputvorm, dat (5977,9000,1) bedroeg.
Dit kan worden gezien als een vel papier met hierop 5977 ECG’s, die elk gerepresenteerd
worden door een rij van 9000 cijfers. Je hebt dus een vel papier met 5977 rijen van 9000
cijfers. Door de convolutie worden van dit vel papier feature maps gemaakt. Als voorbeeld
nemen we een convolutiefunctie met filters=300 en padding=same. Dit neemt als input
onze ECG’s, dus in een formaat van (5977,9000,1). De functie maakt hier nu 300 feature
maps van, voor elke filter een, waarbij het formaat van elke feature map gelijk is aan het

formaat van de ECG omdat er padding op is toegepast. Het formaat van de output wordt dan
(5977,9000,300).

Verder kunnen nog meer parameters worden meegegeven, maar van deze hebben wij geen
gebruik gemaakt. Voor ons eerste layer hebben wij de volgende code voor de
convolutiefunctie gebruikt:

tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=300, kernel size=16, dilation rate=l)

Hierin is strides=1, wat betekent dat per keer dat convolutie wordt uitgevoerd de kernel 1
vakje verschuift. Padding="SAME’, wat betekent dat er padding wordt gebruikt waardoor de
output dezelftde afmetingen heeft als de input, use bias=True, wat betekent dat er een bias
wordt gebruikt, £ilters=300, wat betekent dat er per convolutie 300 filters zijn,

B3 (MissingLink, sd)
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kernel size=16, wat betekent dat de kernel een grootte heeft van 16x16 en
dilation rate=1, wat betekent dat geen waarden door de kernel worden overgeslagen en
alles wordt meegerekend.

3.6.3.1 Batchnormalization

Na elke convolutie hebben wij een batchnormalization uitgevoerd. Dit zet alle gegevens om
naar waarden tussen de -1 en 1, waarbij het gemiddelde 0 en de standaarddeviatie 1 is.
Hierdoor worden vormen of kenmerken beter gerelativeerd. Dat wil zeggen dat bepaalde
waarden geen extreme invloed op de uitkomst van berekeningen uit kunnen oefenen, doordat
deze geen extreem hoge waarden kunnen bereiken. De code die wij hebben gebruikt voor
batchnormalization is als volgt:

tf.keras.layers.BatchNormalization ()
Er hoeven hierbij geen parameters tussen de haakjes mee worden gegeven.

3.6.3.2 ReLu

Na de batchnormalization-functies hebben wij activatiefuncties gebruikt. Wij hebben gekozen
voor de ReLU-functie in de neuronen van de input en hidden layers. Hiervoor hebben wij de
volgende code gebruikt:

tf.keras.layers.RelLU(),

Er hoeven hierbij wederom geen parameters tussen de haakjes mee worden gegeven. De
activatiefunctie wordt op deze plek gebruikt, omdat de gegevens al zijn bewerkt: ze zijn
namelijk hiervoor al langs een convolutie layer zijn geweest.

3.6.3.3 Max-pooling

Hierna hebben wij gebruik gemaakt van max-pooling-functies. De functie die wij hiervoor
hebben gebruikt is MaxPooling1D, omdat wij een 1D-convolutioneel netwerk hebben en
onze gegevens dus in 1D gegeven zijn. De max-pooling-functie zorgt ervoor dat alleen de
hoogste waarden binnen een filter (pool size) worden doorgegeven aan de volgende layer.
Dit reduceert de benodigde tijd om een netwerk te trainen doordat lage nummers weg
worden gelaten, en alleen de hoge, belangrijke gegevens worden doorgegeven. De volgende
code hebben wij gebruikt voor max-pooling:

tf.keras.layers.MaxPoolinglD(pool size=2, strides=2, padding='SAME'),

Hierin worden tussen de haakjes drie parameters meegegeven. Ten eerste wordt de

pool size meegegeven. Deze is vergelijkbaar met de kernel size van de ConviD-functie
en geeft de grootte van het poolingvenster weer en wordt gegeven in de vorm van een
integer. Een pool size van 2 betekent dat het venster 2x2 is, en dus uit deze vier waarden de
hoogste waarde gebruikt. Vervolgens wordt een waarde voor strides meegegeven. Dit
bepaalt hoeveel vakjes het poolingvenster verschuift per berekening, net als bij de Conv1D-
tunctie. Als strides over de waarde 2 beschikt wordt het venster na elke berekening 2 maal
opgeschoven. padding="SAME" geeft aan dat er hier padding wordt toegepast. *”

3.6.3.4 Dropout

Als laatste functie in elke hidden layer en input layer hebben wij een dropout-functie gebruikt.
Deze functie zorgt ervoor dat er een aantal willekeurige gegevens niet worden doorgegeven
aan de volgende layer. Dit verbetert op lang termijn het resultaat, doordat het netwerk
aanleert om ook te kunnen functioneren wanneer bepaalde gegevens wegvallen, waardoor het

P71 (MissingLink, n.d.)
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minder geneigd is op een specifiek gegeven te oordelen. Hierdoor verlaagt het de kans op
overfitting, maar wordt het trainproces langer. Wij hebben de volgende code gebruikt voor
onze dropout-functie:

tf.keras.layers.Dropout (0.3),

Hierin wordt tussen de haakjes een parameter meegegeven, een float. Dit representeert
hoeveel dropout wordt toegepast. Een waarde van 0.3 betekent dat 30% van de gegevens
wegvalt, en 70% van de gegevens door de volgende functie kan worden gebruikt. Door te
experimenteren met verschillende waarden hebben we voorspeld dat een dropout van 0.3 het
beste resultaat geeft voor ons netwerk.

3.6.3.5 Globalaveragepooling

Een andere functie die wij in ons netwerk hebben gebruikt is een globalaveragepooling-
functie. Deze hebben wij gebruikt in onze output layer. De globalaveragepooling-functie
neemt van alle waarden in het poolingvenster het gemiddelde en geeft dit door aan de
volgende functie. Door gebruik te maken van deze functie worden gemiddelde waarden
gebruikt, waardoor het makkelijker wordt om de waarschijnlijkheid van iets te berekenen, wat
van belang is in de output layer. Vandaar dat we de globalaveragepooling-functie in de output
layer hebben gebruikt. We hebben hiervoor de volgende code gebruikt:

tf.keras.layers.GlobalAveragePoolinglD(),

Hierbij zijn tussen de haakjes geen parameters meegegeven.

3.6.3.6 Flatten

De flatten-functie is een andere functie die we in onze output layer hebben gebruikt, na onze
globalaveragepooling-functie. Deze functie zet de gegevens van het driedimensionale formaat
die door de convolutielagen is gebruikt om naar een tweedimensionaal formaat die kan
worden gebuikt om waarschijnlijkheden mee te berekenen. Wij hebben hiervoor de volgende
code gebruikt:

tf.keras.layers.Flatten(),

Bij deze functie zijn tussen de haakjes geen parameters meegegeven.

3.6.3.7 Dense

De laatste functie die wij hebben gebruikt is de dense-functie. Deze maakt een eenvoudige,
volledig verbonden, laag neuronen aan. Deze hebben wij in de output layer gebruikt om
hiermee 4 output neuronen te genereren die de waarschijnlijkheid van 4 uitkomsten kunnen
weergeven, voor elke label een. Wij hebben hiervoor de volgende functie gebruikt:

tf.keras.layers.Dense (4, activation='softmax'),

Hierbij worden twee parameters meegegeven. Een integer, het getal 4, wat het aantal
neuronen weergeeft. Er moeten 4 neuronen zijn omdat er 4 verschillende uitkomsten moeten
kunnen zijn (N, AF, O en ~, of omgezet in cijfers, 0 1 2 en 3). Daarnaast geven we het soort
activatiefunctie die we willen gebruiken mee. De functie heeft dus een ingebouwde
activatiefunctie. Wij hebben hierbij gebruik gemaakt van de softmax-functie, omdat deze het
meest geschikt is voor een output layer.

3.7.1 De structuur van het netwerk
Voor het optimaal functioneren van een neuraal netwerk is het van belang de juiste structuur
te gebruitken. Omdat elk neuraal netwerk gericht is op het gebruiken van een andere soort
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data, moet ook elk neuraal netwerk een andere structuur hebben. Wij hebben naar de
optimale structuur van ons neuraal netwerk gezocht door te experimenteren met verschillende
varianten. Het fundament van ons netwerk is gebaseerd op een neuraal netwerk ontworpen
door Goodfellow, A. Goodwin, R. Greer, P.C. Laussen, M. Mazwi en D. Eytan ] Deze
heeft ook als doel het classificeren van ECG’s (in 3 categorieén: Normal Sinus Rhythm, Atrial
Fibrillation, Other Rhythm). Wij hebben bij het experimenteren rekening gehouden met de
eisen van ons neurale netwerk waardoor we gelimiteerd zijn in het aantal layers en parameters
in het netwerk, om zo de duur van het trainen binnen de grenzen te houden.

De structuur van het netwerk bestaat uit 10 layers. Op elke layer wordt een aantal functies
toegepast die deze layer op een bepaalde manier manipuleren, waarna een nieuwe layer
ontstaat. De eerste layer is de input layer, de volgende 8 layers zijn hidden layers en de laatste
layer is de output layer. De verschillende functies hebben wij per layer hieronder in een tabel
weergegeven. Zoals eerder gezien geeft een parameter wat extra informatie aan de functie,
waardoor deze zijn werk (beter) kan doen.

Tabel 3.2, Een gedetailleerde beschrijving van de structuur van ons neuraal netwerk

Functie ‘ Parameter ‘ Parameter ‘ Parameter
Layer 1: Input layer met pooling

ConvlD strides = 1 padding = “SAME” | use_bias=TRUE

filters=300 kernel_size=16 dilation_rate=1
BatchNormalization
ReLU
MaxPooling1D pool_size=2 strides=2 padding="SAME”
Dropout 0.3

Layer 2: Hidden layer 1

ConvlD strides = 1 padding = “SAME” | use_bias=TRUE

filters=150 kernel_size=8 dilation_rate=2
BatchNormalization
ReLU
Dropout 0.3

Layer 3: Hidden layer 2

ConvlD strides = 1 padding = “SAME” | use_bias=TRUE

filters=150 kernel_size=8 dilation_rate=2
BatchNormalization
ReLU
Dropout 0.3

Layer 4: Hidden layer 3 met pooling

ConvlD strides = 1 padding = “SAME” | use_bias=TRUE

filters=150 kernel_size=8 dilation_rate=2
BatchNormalization
ReLU
MaxPooling1D pool_size=2 strides=2 padding="SAME”
Dropout 0.3

Layer 5: Hidden layer 4

ConvlD

strides = 1 ‘ padding = “SAME” ‘ use_bias=TRUE

1 (Goodfellow, et al., 2018).
Y Bigen werk
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filters=75 kernel size=8 dilation_rate=4
BatchNormalization
ReLU
Dropout 0.3
Layer 6: Hidden layer 5
ConvlD strides = 1 padding = “SAME” | use_bias=TRUE
filters=75 kernel size=8 dilation_rate=4
BatchNormalization
ReLU
Dropout 0.3
Layer 7: Hidden layer 6 met pooling
ConvlD strides = 1 padding = “SAME” | use_bias=TRUE
filters=75 kernel size=8 dilation_rate=4
BatchNormalization
RelLU
MaxPooling1D pool_size=2 strides=2 padding="SAME”
Dropout 0.3
Layer 8: Hidden layer 7
ConvlD strides = 1 padding = “SAME” | use_bias=TRUE
filters=75 kernel size=8 dilation_rate=6
BatchNormalization
ReLU
Dropout 0.3
Layer 9: Hidden layer 8
ConvlD strides = 1 padding = “SAME” | use_bias=TRUE
filters=75 kernel size=8 dilation_rate=6
BatchNormalization
RelLU
Dropout 0.3
Layer 10: Output layer
GlobalAverage-
Pooling1D
Flatten
Dense 4 activation=
’softmax’

Voor alle Conv1D-layers zijn de eerste 3 parameters hetzelfde. Ze hebben allemaal strides=1,

padding="SAME” en use_bias=TRUE. Verder zijn er 3 parameters die per laag verschillen,

dit zijn filters, kernel_size en dilation_rate.

Het aantal filters verschilt per layer omdat het in elk volgende layer minder “oplettend” naar

de gegevens kijkt. Waarbjj er in de eerste layer erg “oplettend” naar de gegevens moet

worden gekeken, zodat het neuraal netwerk geen parameters over het hoofd ziet, wordt het in

de volgende lagen minder “oplettend” om zo de belangrijkste parameters eruit te halen en de

berekeningstijd te verminderen. Een lager aantal filters heeft een lagere nauwkeurigheid tot

gevolg, maar zorgt dus ook voor een minder lange berekeningstijd.

De kernel_size wordt ook kleiner, ditmaal alleen na de eerste pooling layer. Dit omdat er na
de pooling functie de gegevens in een kleiner formaat worden gegeven. Waarbjj in de eerste
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layer de gegevens alle punten van de ECG’s bevatten, hebben de layers na pooling functies
een gereduceerd formaat. Doordat de vorm van de gegevens kleiner wordt moet er naar
kleinere patronen worden gezocht. Daarom wordt de kernel_size lager na de eerste layer.

De dilation_rate wordt groter in latere layers. Dit is vergelijkbaar met het afnemen van het
aantal filters. Het convolutievenster slaat bij een hogere dilation_rate meer gegevens over,
waardoor het minder goed wordt in het spotten van parameters. Dit is in latere layers minder
belangrijk omdat dit in voorgaande layers al is gedaan, en in de latere layers er alleen maar naar
verbanden tussen de parameters wordt gezocht. Een hogere dilation_rate heeft een lagere
nauwkeurigheid tot gevolg, maar het zorgt ook voor een lagere berekeningstijd.

De dropout-functie heeft een integer als parameter. Deze integer is voor elke dropout-functie
hetzeltde, namelijk 0.3. Wij zijn op de waarde 0.3 gekomen door te experimenteren met
verschillende dropouts en 0.3 heeft daarbij voor de hoogste nauwkeurigheid gezorgd.

De MaxPooling1 D-functie wordt gegeven met 3 parameters, pool_size, strides en padding.
Deze parameters zijn voor elke pooling-functie hetzelfde. De parameters van de pooling-
functies die wij hebben gebruikt zijn gebaseerd op de structuur van het neuraal netwerk
gemaakt door Goodfellow, A. Goodwin, R. Greer, P.C. Laussen, M. Mazwi en D. Eytanm.

De dense-functie in de output layer heeft ook 2 parameters. Een hiervan is de integer 4. Dit
geeft aan dat het 4 neuronen moet hebben. Dit is omdat het neuraal netwerk de
waarschijnlijkheid van 4 mogelijke uitkomsten moet berekenen, namelijk N, AF, O of ~.
Verder wordt de activation=""softmax”’ gegeven, waarmee we aan kunnen duiden dat wij
softmax als activatiefunctie willen gebruiken.

3.7.2 De parameters van het netwerk

Een CNN beschikt in zijn geheel over een parameters (niet te verwarren met de parameters
die een functie kan nemen zoals in de vorige paragraaf). Deze parameters betreffen de weights
van de verbindingen tussen de neuronen en de biases. Een weergave van alle parameters van
een neuraal netwerk kan met de volgende code worden verkregen:

model.summary ()

Deze code geeft een samenvatting van alle parameters in het netwerk wat is opgeslagen in de
variabele model. Wanneer deze code op ons netwerk wordt toegepast is in de console de
volgende output af te lezen:

Layer (type) Output Shape Param #
convld_36 (ConvlD) multiple 5100

batch_normalization_36 (Batc multiple 1200
re_lu_36 (ReLU) multiple 0

max_poolingld_12 (MaxPooling multiple 0

dropout_37 (Dropout) multiple 0

2 (Goodfellow, et al., 2018).
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convld 37 (ConvilD) multiple 360150
batch_normalization_37 (Batc multiple 600
re_lu_37 (ReLU) multiple 0
dropout_38 (Dropout) multiple 0
convld_38 (ConviD) multiple 180150
batch_normalization_38 (Batc multiple 600
re_lu_38 (ReLU) multiple 0
dropout_39 (Dropout) multiple 0
convld_39 (Convi1D) multiple 180150
batch_normalization_39 (Batc multiple 600
re_lu_39 (ReLU) multiple 0
max_poolingld_13 (MaxPooling multiple 0
dropout_40 (Dropout) multiple 0
convld_40 (Convi1D) multiple 90075
batch_normalization_40 (Batc multiple 300
re_lu_40 (ReLU) multiple 0
dropout_41 (Dropout) multiple 0
convld_41 (ConviD) multiple 45075
batch_normalization_41 (Batc multiple 300
re_lu_41 (ReLU) multiple 0
dropout_42 (Dropout) multiple 0
convld_42 (ConviD) multiple 45075
batch_normalization_42 (Batc multiple 300
re_lu_42 (ReLU) multiple 0
max_poolingld_14 (MaxPooling multiple 0
dropout_43 (Dropout) multiple 0
convld_43 (ConvilD) multiple 45075
batch_normalization_43 (Batc multiple 300
re_lu_43 (RelLU) multiple 0
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dropout_44 (Dropout) multiple 0

convld_44 (Conv1D) multiple 45075

batch_normalization_44 (Batc multiple 300

re_lu_44 (RelLU) multiple 0

dropout_45 (Dropout) multiple 0

global_average_poolingld_4 ( multiple 0

flatten_5 (Flatten) multiple 0
dense_6 (Dense) multiple 304
Total params: 1,000,729
Trainable params: 998,479
Non-trainable params: 2,250

Dit is als volgt af te lezen; de eerste functie 1s de ConvlD-functie. Deze maakt gebruik van
een totaal aan 5100 parameters. Hierbij moet worden onthouden dat elke connectie tussen
neuronen, en elk neuron zelf, verschillende parameters voor verschillende functies kan
aannemen, aangezien er voor elk neuron een nieuwe functie met nieuwe parameters wordt
gecreéerd. De tweede functie is de batch normalization-functie. Deze maakt gebruik van 1200
parameters. De derde is de ReLU-functie, deze gebruikt 0 parameters, enzovoort. Aan het
eind zijn alle parameters opgeteld en weergegeven achter “Total params”. Dit staat voor het
totaal aan parameters. Het totale aantal parameters van ons netwerk is zodoende 1,000,729
weights en biases. Ons netwerk bevat dus ongeveer 1 miljoen parameters.

3.8 Het trainen van ons netwerk

Na het beschrijven van de structuur van het netwerk kan het met behulp van enkele functies
getraind worden. Tijdens het trainen worden de parameters van het netwerk langzaam
omgezet naar een samenhangend geheel dat in staat is patronen te herkennen en hiermee
(hopeljjk) met een goede nauwkeurigheid ECG’s te classificeren. Helaas 1s het onmogelijk om
in kaart te brengen hoe het CNN precies te werk gaat, omdat het in ons geval om een
miljoen parameters gaat, die elk individueel worden veranderd en aangeleerd.

Na het beschrijven van de structuur van het netwerk moet de structuur voorbereid worden
om getraind te worden. Voordat het mogelijk is het netwerk te trainen, moet er een compile-
functie van Keras op het model worden uitgevoerd. Deze functie specificeert de manier
waarop het netwerk getraind zal worden. De functie wordt gegeven in de code:

(variabele 1) .compile(optimizer=,

loss=,
metrics=[])

Deze code voert de compile-functie uit op variabele 1. Deze variabele moet dus het
netwerk zijn: bij ons heet deze model. Er worden in de functie 3 parameters gebruikt,

namelijk optimizer, loss en metrics.
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Optimizer specificeert op wat voor manier de parameters in een netwerk veranderen tijdens
het trainen, zodat het netwerk nauwkeuriger wordt. Verschillende optimizers gebruiken
verschillende functies om de veranderingen in de parameters tijdens het trainen te bepalen.

Loss bepaalt de gebruikte functie om de “loss” te berekenen. “loss” staat voor de afwijking
tussen de uitkomst het ware antwoord van het netwerk. Doordat het neuraal netwerk geen
concrete uitkomsten geeft, maar waarschijnlijkheden, zijn er verschillende mogelijkheden om
te berekenen hoe “goed” of hoe “fout” het netwerk heeft gefunctioneerd, door te kijken naar
hoe ver de uitkomsten van de werkelijkheid afwijken. Dit is anders dan de nauwkeurigheid.
De nauwkeurigheid geeft aan hoeveel procent van de keren het neuraal netwerk de hoogste
waarschijnlijkheid aan het juiste antwoord geeft, maar kijkt in tegenstelling tot de loss-functie
niet naar het gegeven percentage zelf. Het doel van het trainen is om de loss zo laag mogelijk
te krijgen. De loss wordt als het ware gebruikt als “feedback” voor het trainen, zodat de
trainfunctie weet of het de goede kant op gaat of niet. Tijdens het trainen richt het netwerk er
dan ook op de loss zo laag mogelijk te krijgen.

Als laatste eigenschap wordt metrics meegegeven. Dit bepaalt welke uitkomsten het trainen
van het netwerk geeft. De meest gebruikte metric voor classificatie is accuracy
(nauwkeurigheid). De metric wordt, in tegenstelling tot de loss, niet gebruikt voor het trainen

zelf, maar is alleen bedoelt als statistiek. !

De compile-functie die wij hebben gebruikt voor onze eigen code is als volgt:

model.compile (optimizer="'adam',
loss=' sparse categorical crossentropy',
metrics=['accuracy'])

Hierin is model de betreftende variabele, omdat het neuraal netwerk voorheen is opgeslagen
in de variabele model. Als optimizer hebben wij gegeven ‘adam’. Dit is de meest gebruikte
optimizer voor neurale netwerken.

Voor loss hebben wij gegeven 'sparse_categorical_crossentropy'. Wij hebben hiervoor gekozen
omdat dit het meest geschikte loss-functie is voor netwerken gericht op classificatie. **

Voor metrics hebben wij ‘accuracy’ meegegeven. Dit zorgt ervoor dat er tijdens en na het
trainen in de console resultaten te zien zijn in de vorm van accuracy, die wij kunnen
gebruiken voor de documentatie van de prestatie van het netwerk in hoofdstuk 4.

De tweede functie die wij voor het trainen van ons netwerk hebben gebruikt is de fit-functie
van Keras. Deze functie gebruikt het netwerk, dat voorheen door de compile-functie is
aangepast en daarmee gereed is gemaakt voor training, en gebruikt gespecificeerde gegevens
om een bepaalt aantal keer het netwerk te trainen. Dit trainen gebeurt door als het ware op de
tast de parameters (zoals weights en biases) langzamerhand aan te passen. Wanneer een
aanpassing een positief effect heeft, wordt er nog een stap in deze richting gedaan, en wanneer
een aanpassing negatief eftect heeft wordt juist het omgekeerde geprobeerd. Bij deze functie
komen de twee onderdelen van onze code, het in het goede formaat brengen van de ECG’s
en het neuraal netwerk, byj elkaar. De functie ziet er als volgt uit:

(variabele 2) = (variabele 1) .fit((variabele 3), (variabele 4), epochs=)
' (Keras)
% (Brownlee, How to Choose Loss Functions When Training Deep Learning Neural

Networks, 2019)
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Hierbij wordt de fit-functie uitgevoerd op variabele 1. Ditis het het netwerk. Bij de
functie zelf worden vervolgens 3 parameters meegegeven.

variabele 3 moet een variabele zijn waarin de gegevens staan waarmee het netwerk moet
trainen, in de vorm van een ndarray en in dimensies die geschikt zijn voor het netwerk. In ons
geval zijn dit de ECG's.

variabele 4 moet een variabele zijn met alle labels (antwoorden) van de gegevens in
variabele 3. De labels moeten werderom staan in een ndarray, met daarin integers. Het aantal
verschillende integers moet gelijk zijn aan het aantal neuronen in de output layer, omdat elk
van deze neuronen een specifieke label representeert. In ons geval is dit een ndarray met
integers van O tot 3 (dus in totaal 4 integeras, ofwel 4 outputs van het netwerk).

De derde parameter die wij mee hebben gegeven is het aantal epochs. Het aantal epochs is het
aantal keren dat de functie de gehele training set door gaat om het netwerk te trainen. Bij het
kiezen van het aantal epochs moet rekening worden gehouden met de benodigde tijd voor het
trainen, de gewenste nauwkeurigheid, en het risico op overfitting. Een eis van ons netwerk
was dat het te trainen moet zijn in enkele uren. Voor de nauwkeurigheid hebben we als doel
om minstens 90% te behalen. Wij hebben het model zo gemaakt dat het ongeveer een minuut
duurt om de hele dataset door te gaan. Wij hebben gekozen om het netwerk in ongeveer 3
uur te trainen, om te voorkomen dat de computer oververhit raakt en het trainen te lang
duurt. 180 epochs bleek hiermee overeen te komen.

Als laatste wordt de uitkomst van het trainen opgeslagen in variabele 2. Dit is zodat later de
resultaten nog kunnen worden teruggevonden. Dit is met name van belang voor het evalueren
van de prestatie van het netwerk wat in hoofdstuk 4 wordt beschreven.

Voor de fit-functie hebben wij de volgende code gebruikt:

train = model.fit (useable trainingData, useable trainingAnswers,
epochs=180)

Hierbij wordt de functie £it uitgevoerd op de variabele model. Het gebruikt de gegevens in
de variabele useable trainingData om mee te trainen. Hier staan de gegevens van onze
ECG’s in. Daarnaast gebruikt het de gegevens in de variabele useable trainingAnswers als
labels om de uitkomst van het netwerk te controleren en hiermee het netwerk te trainen. Als
laatste is voor het aantal epochs de integer 180 meegegeven. Het resultaat wordt opgeslagen in
de variabele train, zodat de resultaten van het trainen later geanalyseerd kunnen worden in

hootdstuk 4.

Naast de fit-functie is er ook nog een evaluate-functie. Deze functie heeft als doel het
netwerk, nadat deze is getraind, te testen. Dit wordt gedaan via onze test set. De training set
wordt niet gebruikt om er zeker van te zijn dat het netwerk zichzelf niet heeft aangeleerd om
alleen de specifieke gegevens waarop het is getraind te classificeren, maar ook in staat is om
nieuwe gegevens waarmee het nog niet eerder in contact is geweest te kunnen classificeren,
waardoor ook kan worden gezien in hoeverre er overfitting heeft plaatsgevonden. De werking
hiervan lijkt erg op die van de fit-functie, echter worden de parameters door de evaluatie-
functie niet aangepast, wat bij de fit-functie wel het geval is. De functionaliteit van het
netwerk verandert door de evaluatie-functie dus niet, het netwerk wordt dus niet getraind.
Voor de evaluate-functie wordt de volgende code gebruikt:

(variabele 2) = (variabele 1) .evaluate((variabele 3), (variabele 4))

Hierbij wordt de evaluate-functie uitgevoerd op variabele 1.variabele 3 dient hierbij als
gegeven om het netwerk mee te testen, en variabele 4 dient als een ndarray met labels om
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te controleren of het netwerk het juiste antwoord heeft gegeven. Vervolgens wordt dit
opgeslagen in variabele 2, om op deze manier de uitkomst te bewaren voor latere analyse.
Het enige verschil met de fit-functie is dat het aantal epochs niet wordt gespecificeerd. Dit is
omdat het aantal epochs altijd 1 is. Het heeft namelijk geen zin om een netwerk meerdere
keren hetzeltde gegeven (ECG) te geven terwijl hij niet is aangepast. Hij geeft dan nameljjk
twee keer dezelfde uitkomst, net alsof je twee keer dezelfde waarde door eenzeltde wiskundige
functie doet. De uitkomst van een evaluate-functie zal dus elke keer dat het wordt uitgevoerd
hetzelfde blijven zolang de parameters (en dus ook het model zelft) niet zijn aangepast. Voor
de evaluate-functie hebben wij de volgende code gebruikt:

model.evaluate (useable validationData, useable validationAnswers)

Hierbij wordt de evaluate-functie uitgevoerd op model. De variabele

useable validationData geeft hierbij de ECG’s in de test set. De variabele

useable validationAnswers geeft de juiste antwoorden die het netwerk had moeten
geven. De nauwkeurigheid wordt vervolgens logischerwijs uitgerekend door het totaal aan
goede antwoorden te delen door het totaal aan gegeven ECG’s. Deze wordt zodoende niet
gegeven als percentage.

3.9 Conclusie
De deelvraag van dit hoofdstuk was:

Hoe functioneert ons kunstmatig neuraal netwerk en hoe is het gestructureerd?

In dit hoofdstuk hebben wij eerst gekeken naar alle benodigdheden voor het schrijven van een
programma, in ons geval een kunstmatig neuraal netwerk (specifiek gezegd een CNN).
Daarna hebben we beschreven op welke manier onze code is geprogrammeerd. Vervolgens
hebben we de code die wij hebben geschreven uitgelegd. Het CNN dat we hebben gemaakt
bestaat uit 10 layers, inclusief input en output. Daarnaast beschikt ons netwerk over ongeveer
1 miljoen parameters. Als laatste hebben we gekeken naar de manier waarop het netwerk is
getraind en welke functies hiervoor zijn gebruikt.
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Introductie hoofdstuk 4

Na alle code te hebben geschreven en deze te hebben ontdaan van alle errors (door deze
herhaaldelijk te hebben getest en verbeterd) was het netwerk klaar voor de trainingsfase. Voor
het trainen moestten wij de computer waarop de code werd uitgevoerd drie uur lang met rust
laten. Wel moest erop worden gelet dat de computer niet oververhit raakte, en dat deze niet
automatisch uit zou schakelen. Wanneer de computer oververhit zou raken zouden de interne
componenten beschadigt kunnen raken. Wanneer de computer uit zou worden geschakeld
zouden alle gegevens en trainingsdata verloren gaan. Dit zou betekenen dat we het
programma opnieuw uit moeten voeren.

Nadat we het netwerk hebben getraind, kunnen wij de resultaten hiervan visualiseren en
analyseren. In dit hoofdstuk kijken we naar hoe we de resultaten van het trainen van het
netwerk kunnen verkrijgen, hoe deze kunnen worden geinterpreteerd, en wat voor conclusies
we hieruit kunnen trekken.

Om puur het principe van het analyseren van de resultaten duidelijk te kunnen maken,
gebruiken we in de volgende paragraat voorbeelden die niet atkomstig zijn uit ons eigen
neurale netwerk.

4.1 Visualisatie

Tijdens het trainen van het netwerk worden er in de console voortdurend de voortgang
gevisualiseerd. Deze visualisaties worden frequent aangevuld wanneer een bepaalt aantal
ECG’S door het netwerk is geclassificeerd. Het aantal inputs dat door het netwerk gaat (totdat
de voortgang in de console vernieuwd wordt) vormt een batch (set, partij). Het aantal
gegevens in een batch kan worden gespecificeerd door een zogenoemde batch size (batch-
grootte) mee te geven. Deze batch size zorgt er als het ware voor dat de gehele set aan ECG’s
in stukjes wordt gehakt, zodat het niet allemaal in een keer erdoor hoeft. Terwijl het originele
formaat van de set (5977, 9000, 1) was, zorgt de batch size ervoor dat de set in stukjes van
(batch_size, 9000, 1) wordt verdeeld. Het netwerk functioneert door een groep van meerdere
ECG’s tegeljjkertijd door het netwerk te laten classificeren, waarbij de batch size het aantal
ECG’s wat per keer door het netwerk gaat weergeeft. Deze bedraagt standaard 32 en dit
functioneerde in ons netwerk goed. Om deze reden hebben wij geen andere batch size
gespecificeerd. Een voorbeeld van een output die in de console tijdens het trainen kan staan is:

Epoch 1/5

60000/60000 [ ] - 3s 48us/sample - loss:
0.2958 - accuracy: 0.9143

Epoch 2/5

34144/60000 [ > e ] - ETA: 1s - loss: 0.1469 -

accuracy: 0.9557

Deze is om demonstratiedoeleinden niet atkomstig van ons eigen netwerk. De resultaten van
ons eigen netwerk zullen worden beschreven in de volgende paragraaf.

Zoals te zien is geeft de console een output over het aantal (uitgevoerde) epochs, en geeft deze
zodoende een output weer, betreffende het aantal gegevens dat door het netwerk is gegaan.
Voor de vierkante haakjes staat hoeveel van de totale hoeveelheid inputs (60000) door het
netwerk heen zijn gegaan. Gegeven dat de batch size in dit geval 32 is, kan door een deling
worden berekend dat het de 1067° batch betreft. Tussen de vierkante haakjes wordt de
voortgang hiervan weergegeven. Vervolgens wordt ons ook nog informatie aangeboden over
de duur van het trainen van de huidige epoch, de gemiddelde tijd per gegeven, de gemiddelde
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uitkomst van de loss-functie in de betreffende epoch en in de volgende regel de gemiddelde
uitkomst van de accuracy (nauwkeurigheid), 0.9143. Deze informatie bedroeg in de eerste
epoch respectievelijjk 3 seconden, 48 microseconden, 0.2958 en 0.9143.

Byj de tweede epoch (die nog aan de gang was), staat ook “ETA”. Dit staat voor Estimated
Time of Arrival (voorspelde tijd van aankomst). Dit is een voorspelling van hoelang deze
epoch nog zal duren. Deze bedraagt in dit geval 1 seconde.

Men zou, mits het neurale netwerk goed functioneert, observeren dat de loss naarmate het
netwerk in volgende epochs komt verminderd, terwijl de accuracy verhoogt. Een loss onder
de 0, of een accuracy boven of onder de 0, is niet mogelijk.

Na de laatste epoch van de fit-functie wordt de evaluate-functie uitgevoerd en wordt in de
console wederom een nieuwe output gegeven in dezelfde structuur als hoe de fit-functie een
epoch weergeeft. De accuracy en loss van de evaluate-functie is te gebruiken om het resultaat
van het netwerk te beoordelen, doordat deze zijn gemaakt wanneer het netwerk klaar was met
trainen. Een vergelijking tussen de accuracy en loss van de laatste epoch van de fit-functie en
de resultaten van de evaluate-functie kunnen worden gebruikt om de ernst van de overfeeding
te beoordelen.

Naast het gebruiken van de gegevens die tijdens het trainen als output in de console komen, is
het handig om de resultaten op een overzichtelijke manier te visualiseren. Dit is mogelijk met
de gegevens in de variabele train die de uitkomsten van de fit-functie bevat. Een handige
manier om een overzicht van de loss en accuracy te krijgen is door het maken van een grafiek.
Hiervoor hebben wij functies uit de deelbibliotheek pyplot, dat onderdeel uitmaakt van de
softwarebibliotheek Matplotlib, gebruikt. Wij hebben voor het visualiseren van de loss en
accuracy van de fit-functie de volgende code gebruikt:

plt.plot(train.history['accuracy'])
plt.ylabel ('accuracy")

plt.xlabel ('epoch nummer')
plt.grid()

plt.show()
plt.plot(train.history['loss'])
plt.ylabel ('loss'")

plt.xlabel ('epoch nummer')
plt.grid()

plt.show()

In alle regels wordt de deelbibliotheek matplotlib.pyplot geraadpleegd in de vorm plt. Ten
eerste wordt de functie plot () gebruikt. Deze maakt een nieuwe grafiek aan. Als parameter
wordt meegegeven train.history['accuracy']. Hierin zijn de trainingsgegevens van ons
netwerk geregistreerd die teruggeroepen worden met de functie history. Deze functie
representeert hierbij wat een “callback” wordt genoemd. ! Onder een callback wordt een
verzameling functies verstaan die in bepaalde stadia tijdens de trainingsprocedure worden
toegepast. Zulke callbacks kunnen gebruikt worden om de interne staat en statistieken van ons
netwerk te kunnen bekijken. De fit-functie geeft dit object telkens terug voor gebruik. Het
object bevat hierbij alle huidige en voormalige trainingsgegevens op het gebied van o.a.
accuracy en loss. Er wordt hierbij ook gespecificeerd dat wij alleen een grafiek willen maken
op basis van de nauwkeurigheid van het netwerk (d.m.v. 'accuracy'). Deze grafiek zal dus
de classificatienauwkeurigheid van het trainen ons netwerk gaan plotten. Ten tweede roepen

I (Chollet, sd)
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wij twee functies aan, waarmee we een naam geven aan de x- en y-as. Hierna roepen we een
functie aan waardoor de grafiek een roostervorm (grid) krijgt, en gebruiken we een functie die
deze grafiek als output in de console weergeeft. De volgende 5 regels maken een nieuwe
grafiek aan in hetzelfde formaat, maar dit keer voor de loss.

Voorbeelden van hoe deze grafieken eruit kunnen zien zijn als volgt:
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Figuur 4.1."' Een voorbeeld van een grafiek van de accuracy van een fit-functie bij 20
epochs.
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Figuur 4.2.1 Een voorbeeld van een grafiek van de loss van een fit-functie bij 20 epochs.

Deze zijn voor demonstratiedoeleinden wederom niet atkomstig uit ons eigen netwerk. In de
figuren hierboven ziet men de output die in de console is te vinden wanneer de zojuist
beschreven code wordt gecombineerd met een neuraal netwerk, waarbij gewerkt wordt met
20 epochs. Het is waar te nemen dat de accuracy in de eerste epoch rond de 0.76 ligt (zie
figuur 4.1). Dit betekent een classificatienauwkeurigheid van 76%. Na de eerste epoch stijgt de
grafiek ongeveer met een wortelverband. De grafiek lijkt ook te duiden op een asymptoot
voor een accuracy van 1. Deze score zou een perfecte nauwkeurigheid van 100% betreften.
Voor een goed werkend netwerk zou dit een slecht teken zijn, aangezien dit zou duiden op
erge overfitting. De bedoeling van neurale netwerken is immers om een bepaald patroon te
vinden tussen trainingsdata, waarna vervolgens dit toegepast kan worden op data die nog niet
gezien zijn. Een percentage van 100% zou betekenen dat het netwerk ontzettend goed de
trainingsdata kan classificeren (het classificeert nameljjk alle data goed), maar waarschijnlijk niet
in het classificeren van ongeziene data. In de eerste epoch bedraagt de nauwkeurigheid
ongeveer 76%, terwijl in de laatste epoch de nauwkeurigheid ongeveer 98% bedraagt. Het
netwerk waaruit de figuren zijn gemaakt, is dus beter geworden in het classificeren van ECG’s.

In de grafiek van de loss ziet men dat het eerste punt rond de 0.85 ligt, wat betekent dat de
loss van de eerste epoch gemiddeld 0.85 bedroeg. Daarna neemt de grafiek ongeveer via een
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omgekeerd wortelverband af, waarbij er een horizontale asymptoot lijkt te zijn iets boven y =
0.00. Dit betekent dat de uiteindelijke loss iets boven de O (rond de 0.05 ligt).

4.2.1 Resultaten

W1ij hebben het netwerk in totaal twee keer getraind. Hierbij hebben we twee verschillende
hoeveelheden epochs gebruikt. Het is mogelijk om nog meer hoeveelheden epochs te testen,
maar wij hebben besloten om het netwerk maar twee keer te trainen. De reden hierachter zit
in de tijdsduur en in het gevaar voor oververhitting van de computer. Wij hebben besloten
om de eerste keer het netwerk te trainen met 180 epochs, om ongeveer 3 uur bezig te zijn.
Vervolgens kozen we ervoor om met 100 epochs te trainen, omdat wij vermoedden dat er bjj
de eerste training sprake was van overfitting en we hierdoor bij 100 epochs mogelijk een beter
resultaat konden krijgen.

In beide gevallen hebben we exact dezelfde code gebruikt, met uitzondering van de
hoeveelheid epochs. Hierdoor is de duur van het trainen van een epoch beide keren gelijk
gebleven. De duur van het trainen van een epoch is te achterhalen uit de output die in de
console is weergegeven. De gegevens zijn als volgt:

Epoch 1/100

5977/5977 [ ] - 96s léms/sample - loss: 0.9554
- accuracy: 0.5894

Epoch 2/100

5977/5977 [ ] - 73s 12ms/sample - loss: 0.7080
- accuracy: 0.6970

Epoch 3/100

5977/5977 [ ] - 73s 12ms/sample - loss: 0.5841
- accuracy: 0.7529

Epoch 4/100

5977/5977 [ ] - 73s 12ms/sample - loss: 0.5139
- accuracy: 0.7910

Deze is vergelijkbaar met de voorbeelden uit de voorafgaande paragraaf. Het is af te lezen dat
de eerste (van de 100) epochs in totaal 96 seconden duurde. Dit is echter de eerste epoch. De
eerste epoch duurt normaliter langer dan de rest van de epochs, doordat bij de eerste epoch de
nodige parameters moeten worden aangemaakt in het computergeheugen, terwijl die by de
volgende epochs al aanwezig zijn en alleen nog maar veranderd hoeven te worden. Het is af te
lezen dat de tweede epoch in totaal 73 seconden heeft geduurd. Dit is wél bruikbaar voor het
berekenen van de duur van het trainen van het netwerk, doordat de duur van epoch 2
ongeveer gelijk is aan de duur van de andere (met uitzondering van de eerste) epochs. Zo is te
zien dat de derde en vierde epoch ook 73 seconden duurden. We kunnen dus de volgende
berekening gebruiken voor het berekenen van de totale benodigde tijd van het netwerk:

Totale benodigde tijd = 73 seconden * aantal epochs

Met deze berekening kunnen we beredeneren dat de eerste training 73180 = 13.140
seconden duurde, en de tweede training 73100 = 7.300 seconden duurde. Dit komt op het
volgende neer:

Duur 1° training: 3:39:00
Duur 2° training: 2:01:40

Dit komt erg nauwkeurig overeen met hoe lang het in de werkelijkheid duurde.
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4.2.2 Resultaten eerste training

Voor de eerste training hebben we besloten 180 epochs te gebruiken. Daarom hebben wij in
de fit-functie 180 epochs gespecificeerd. Verder is aan de beschreven code niks veranderd. Na
het starten van de code kon de computer 3,5 uur met rust worden gelaten. Om oververhitting
te voorkomen is het trainen gebeurd in een goed geventileerde ruimte, waardoor de computer
niet te heet werd en geen schade ondervond. Na het trainen van het netwerk waren de
volgende resultaten uit de console af te lezen:

Epoch 171/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0245
- accuracy: 0.9925

Epoch 172/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0311
- accuracy: 0.9900

Epoch 173/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0248
- accuracy: 0.9928

Epoch 174/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0232
- accuracy: 0.9926

Epoch 175/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0349
- accuracy: 0.9880

Epoch 176/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0317
- accuracy: 0.9880

Epoch 177/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0209
- accuracy: 0.9928

Epoch 178/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0215
- accuracy: 0.9926

Epoch 179/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0197
- accuracy: 0.9936

Epoch 180/180

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0347
- accuracy: 0.9896

Dit is de output van de laatste 10 epochs. Het is te zien dat elke epoch 72 seconden duurt, wat
ongeveer overeenkomt met wat we hebben voorspeld. Daarnaast is te zien dat de accuracy
rond de 0.99 zit, en dat het nog weinig veranderd. De loss ligt gemiddeld rond de 0.3, en
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hierin treedt vrijwel geen verandering meer op. Hieruit is te veronderstellen dat een hoger
aantal epochs een insignificant verandering meer in de resultaten van de training geeft.

De resultaten van de validation zijn als volgt:

218/1 [ ] - 2s 1llms/sample - loss: 0.4558 -
accuracy: 0.9541

Hieruit is af te lezen dat de loss 0.4558 bedroeg, en de accuracy 0.9541 was. Deze accuracy
betekent dat er 208 ECG’s goed zijn geclassificeerd (0.9451%218=208), en 10 fout. Hier is een
wezenlijk verschil met de training gegevens van de laatste epochs merkbaar. In de laatste
epochs was de nauwkeurigheid rond de 0.99, wat neerkomt op ongeveer 1 op de 100 fout,
maar in de validation is een accuracy van 0.9541 behaald, wat neerkomt op ongeveer 1 op de
20 fout. Ook de loss is hoger. Terwijl er in de laatste epochs van de training een loss van rond
de 0.3 voordeed, was er in de validation een loss van 0.4558. Een accuracy die in de validation
5x slechter dan in de laatste epochs van het trainen is en een loss die in de validation 1.5x
hoger 1s dan de laatste epochs van het trainen duidt op overfitting.

De resultaten van de eerste training zijn ook in grafieken gevisualiseerd door middel van de
hiervoor beschreven functies uit pyplot. In de eerste grafiek is de accuracy weergegeven voor
het aantal epochs, en in de tweede grafiek 1s de loss weergegeven voor het aantal epochs.
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Figuur 4.3.'" De grafiek van de accuracy van de eerste training.

In figuur 4.3 1s de accuracy uitgezet tegen het aantal epochs. Er is een wortelverband tussen de
accuracy en het epoch nummer. We kunnen beredeneren dat bij een oneindig aantal epochs
de accuracy 1 1s, waarbij de asymptoot van de grafiek dus ligt bij een accuracy van 1. Het
blijkt echter dat de accuracy maar langzaam omhooggaat. Daarnaast weten we dat we voor de
validation een accuracy van (maar) 0.9541 hebben gehaald, wat betekent dat er waarschijnlijk
sprake is van overfitting, omdat het verschil tussen training en validation zo groot is. Uit deze
twee zaken kunnen wij concluderen dat een hoger aantal epochs waarschijnlijk geen hogere
accuracy geeft bij de validation.
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Figuur 4.4.'% De grafiek van de accuracy van de eerste training.

In figuur 4.4 1s de loss uitgezet tegen het aantal epochs. Er is een omgekeerd wortelverband
tussen de loss en het aantal epochs. We kunnen beredeneren dat bij een aantal epochs van
oneindig de loss 0 wordt. We kunnen dus zeggen dat de asymptoot ligt bij een loss van 0 en
een oneindig aantal epochs. Het is echter te zien dat in de laatste 50 epochs de loss weinig
meer veranderd. Daarnaast weten we dat de loss van de validation 0.4558 was, wat veel hoger
was dan de loss van de laatste epochs en duid op overfitting. Uit deze twee zaken kunnen we
concluderen dat een hoger aantal epochs waarschijnlijk geen verbetering in de loss van de
validation geeft.

Door onze gegevens te observeren hebben we al geconcludeerd dat een hoger aantal epochs
het resultaat van ons netwerk niet zal verbeteren. Daarnaast is een erg groot verschil in loss en
accuracy tussen de laatste 10 epochs van het trainen en de validation waarneembaar. We
vergelijken het gemiddelde van de training van de laatste 10 epochs en de validation, en
berekenen hiermee een verschilfactor door de waarden de validation te delen door de waarde
van de training.

Gemiddelde loss laatste 10 epochs training: 0.0267
Loss validation: 0.4558
Verschilfactor loss: 17.1x
Gemiddeld aantal fouten per 100 van laatste 10 epochs training: 0.875
Gemiddeld aantal fouten per 100 van validation: 4.587
Verschilfactor accuracy: 5.2x

Uit deze berekeningen blijkt dat de loss en de accuracy beduidend slechter zijn bij de
validation dan bij de laatste 10 epochs. Hieruit hebben wij geconcludeerd dat er waarschijnlijk
sprake is van overfitting.

Met de kennis dat de training accuracy altijd gelijk of beter is dan de validation accuracy,
kunnen we met figuur 4.3 concluderen dat bij een aantal epochs van onder de 70 geen beter
resultaat voor de validation te behalen valt, omdat hierbij de accuracy van de training onder de
0.95 ligt, en hiermee dus geen validation accuracy van boven de 0.9541 te behalen valt.

Bij de loss geldt ook dat de loss van de training niet slechter (en dus hoger) kan zijn dan de loss
van de validation. Door met deze kennis naar figuur 4.3 te kijken kunnen we concluderen dat
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we met minder dan 15 epochs geen lagere loss voor de validation kunnen halen, omdat bij
minder dan 15 epochs de loss van de training boven de 0.45 ligt.

Met deze kennis hebben wij een nieuw aantal epochs opgesteld voor de tweede training. Het
is hierbij belangrijk te vermelden dat er geen mogelijkheid is precies te weten welk aantal
epochs het beste resultaat zou geven. We kunnen alleen een voorspelling maken gebaseerd op
de gegevens van de eerste training. Voorheen hebben we al kunnen concluderen dat een
aantal epochs van 70 of minder geen beter resultaat kan geven. Op basis daarvan hebben we
gekozen voor een aantal epochs dat boven de 70 ligt. In ons geval dus 100.

4.2.3 Resultaten tweede training

Bij de tweede training is het netwerk op 100 epochs getraind. Het is belangrijk op te merken
dat wij hiervoor een netwerk met nieuwe parameters hebben gebruikt. We hebben dus niet
het netwerk dat voor de eerste training is gebruikt doorgetraind. Het totaal aan epochs na de
tweede training bedroeg dan ook 100, niet 280 (180+100). Dezelfde structuur is echter wel
opnieuw gebruikt. Zoals genoemd hebben wij hiervoor gekozen omdat wij vermoedden dat
er bij de eerste training spraken was van overfitting. De validation accuracy zal normaliter
nooit hoger zijn dan de accuracy van de laatste epoch, omdat er altijd in meer of mindere
mate sprake 1s van overfitting, doordat het netwerk traint op de training data en daardoor by
de training data uiteindelijk, na genoeg te hebben getraind, optimale resultaten zal verkrijgen.
Een deel van de parameters zal namelijk specifieck worden geoptimaliseerd aan de hand van
deze set.

De laatste 10 epochs van het trainen waren als volgt:
Epoch 91/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0859
- accuracy: 0.9711

Epoch 92/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0867
- accuracy: 0.9684

Epoch 93/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0803
- accuracy: 0.9701

Epoch 94/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0783
- accuracy: 0.9742

Epoch 95/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0894
- accuracy: 0.9660

Epoch 96/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0877
- accuracy: 0.9702

Epoch 97/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0798
- accuracy: 0.9709

Epoch 98/100
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5977/5977 [ ] - 72s 12ms/sample - loss: 0.0805
- accuracy: 0.9706

Epoch 99/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0657
- accuracy: 0.9776

Epoch 100/100

5977/5977 [ ] - 72s 12ms/sample - loss: 0.0868
- accuracy: 0.9687

Hierin is te zien dat in de laatste 10 epochs de loss weinig verandert. De accuracy is hierbij
ook weinig verandert, maar mogelijk nog een klein beetje gestegen. De gemiddelde accuracy
van de laatste epoch bij deze training is hierbij 0.9687 geweest, terwijl die bij de eerste training
0.9896 bedroeg. Hieruit kan worden geconcludeerd dat we niet nog minder dan 100 epochs
moeten gebruiken voor een hogere validation uitkomst. Dit komt overeenkomt met onze
voorspelling.

De resultaten na het classificeren van de validation set zijn als volgt:

218/1 [ ] - 1s éms/sample - loss: 0.3811 -
accuracy: 0.9450

Hieruit kunnen we aflezen dat de accuracy van de validation bij de tweede training 0.9450
bedroeg, wat 94,5% 1s. Op een validation set van 218 ECG’s betekent dit dat er 206 goed zijn
geclassificeerd, en 12 fout, terwijl er bij de eerste training maar 10 fout waren. Dit is 0.9%
lager dan de accuracy bij de eerste training. De loss bedroeg 0.3811, wat 0.075 lager is dan de
loss van de eerste training. De accuracy van de tweede training is dus slechter dan de eerste
training. De loss is daarentegen iets beter dan de eerste training. Een verklaring hiervoor kan
zijn dat bij de tweede training het netwerk minder “twijfel” had over de juiste classificaties die
het heeft gegeven, wat een lagere loss tot gevolg heeft, maar het vaker “net mis” heeft gehad,
wat een lagere accurracy tot gevolg heeft. De accuracy is echter waar het in de praktijk écht
om draait, deze geeft immers aan hoeveel hij goed heeft geclassificeerd.

W1ij hebben de resultaten van de tweede training ook gevisualiseerd doormiddel van grafieken
met de functies van Pyplot. In de eerste grafiek is de accuracy weergegeven voor het aantal
epochs, en in de tweede grafiek is de loss weergegeven voor het aantal epochs.
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Figuur 4.5.'"" De grafiek van de accuracy van de tweede training.
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In figuur 4.5 1s de accuracy weergegeven tegenover het aantal epochs. Een accuracy van 0.5
betekent hierbij dat er in de betreffende epoch 50% van de ECG’s door het netwerk correct
zijn geclassificeerd. Er is een wortelverband tussen de accuracy en het epochnummer. De
asymptoot ligt op een accuracy van 1. Bij een oneindig aantal epochs zal het netwerk instaat
zijn om alle ECG’s correct te classificeren bij het trainen. Dit is echter niet het doel van het
netwerk, want door overfitting zijn de training accuracy en validation accuracy niet evenredig
verbonden. Uit deze grafiek kunnen we concluderen dat een hoger aantal epochs een hogere
(test) accuracy geeft. Omdat we weten dat de accuracy van de tweede training lager was dan
de accuracy van de eerste training kunnen we ook concluderen dat een hoger aantal epochs
gepaard zal gaan met een accuracy hoger dan de validation van de tweede training.

0.8 1

0.6 1

loss

04 4

0.2 1

o 20 40 &0 80 100
epoch nummer

Figuur 4.6.""" De grafiek van de loss van de tweede training.

In figuur 4.6 1s de loss weergegeven tegenover het aantal epochs. Deze loss wordt berekend
met de zogeheten loss-functie. De loss geeft weer hoeveel de outputs (percentages) afwijken
van het goede antwoord. De loss heeft een omgekeerd wortelverband verband met het aantal
epochs. De asymptoot zit hierbij bij een loss van 0. Bij een oneindig aantal epochs is het
netwerk perfect getraind en zal het altijd met 100% zekerheid het juiste antwoord geven. Het
1s uit deze gegevens te concluderen dat het netwerk last heeft van een geringe hoeveelheid
overfitting. De loss van het trainen zit vanaf de 30° epoch onder de 0.3, en behaalt uiteindeljk
een waarde van onder de 0.1. De validation heeft echter een loss van 0.3811. Dit verschil
komt door overfitting.

W1ij kunnen hierbij dus concluderen dat de tweede training praktisch gezien een slechter
resultaat heeft gegeven dan de eerste training, doordat de accuracy lager is uitgevallen dan de
accuracy van de eerste training. Daarmee kunnen we concluderen dat het optimale aantal
epochs dichter bij 180 dan bij 100 ligt. Het is uit deze resultaten onmogelijk te voorspellen
welk aantal epochs bij ons netwerk het optimale resultaat geeft. Daarentegen kunnen we wel
concluderen dat de nauwkeurigheid die met ons neurale netwerk te behalen valt minimaal
95,4% is, zoals bereikt 1s bij de eerste training.

4.3 Het resultaat

Voor het oordelen over het resultaat van ons kunstmatig neuraal netwerk kijken we naar de
hoogst behaalde nauwkeurigheid. Dit doen we omdat dit de nauwkeurigheid is waar het in de
praktijk echt om draait. In de praktijk zal het netwerk een classificatie geven die als voorlopige

"I Eigen werk
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diagnose kan worden gezien. Bij deze toepassing draait het dus om de nauwkeurigheid, het
gaat erom hoe vaak het netwerk de juiste classificatie geeft. De hoogst behaalde
nauwkeurigheid van ons netwerk was 95.4% met 180 epochs. Dit betekent dat het mogelijk is
ons netwerk te trainen tot een nauwkeurigheid van minimaal 95.4%.

Om te oordelen over het resultaat van het netwerk, is het belangrijk eerst te weten welke
gegevens het netwerk gebruikt. Alle ECG’s die wij hebben gebruikt komen van PhysioNet.
Deze ECG’s zijn aan PhysioNet geschonken door AliveCor. Alle ECG’s zijn daarna door een
expert geclassificeerd, waaruit de labels zijn ontstaan. Aangezien elk mens fouten kan maken,
en het om een dataset van duizenden gegevens gaat, is het aannemelijjk dat enkele van deze
ECG’s onjuist zijn gelabeld. Dit kan zowel zijn gebeurd in de training set, als in de validation
set. Dit betekent dat het netwerk bij het trainen, al dan sporadisch, foute labels heeft gekregen.
Dit leidt ertoe dat het netwerk zelf ook weer foute labels gaat geven. Deze foute labels
worden dan echter als juist gezien door het netwerk. Hieruit kunnen we concluderen dat het
werkelijk behalen van een nauwkeurigheid van 100% niet het perfecte resultaat is. Een echte
nauwkeurigheid van 100% betekent alleen dat het netwerk op precies dezelfde wijze
classificeert als hoe de expert die alle labels heeft gemaakt het doet. Dit betekent dat wanneer
een andere expert ernaar zou kijken, die aannemelijk de fouten van de eerste expert opmerkt,
zal concluderen dat het netwerk niet 100% nauwkeurig functioneert. Het is echter de vraag in
hoeverre experts in staat zijn ECG’s juist te classificeren. Zolang fouten hierin worden
gemaakt, zal het nooit mogelijk zijn een kunstmatig neuraal netwerk te creéren die in staat is
tets met 100% nauwkeurigheid iets te classificeren. Deze waarschijnlijkheid tot incorrectie in
het labelen moeten we meenemen in ons oordeel. "

Naast het feit dat de labels “fout” kunnen zijn, is er nog een factor die niet vergeten mag
worden bij het beoordelen van de waarde van de nauwkeurigheid, namelijk de “noise” label.
De “noise”, ofwel “~” label staat voor “ruis”. Deze label heeft de expert gegeven aan ECG’s
die hij niet kon labelen, omdat de opname te onduidelijk was. Een beoordeling van
“onduidelijk” is een beoordeling die van persoon tot persoon erg kan verschillen. Het kan zijn
dat een andere expert een aantal van deze “onduidelijk” gelabelde ECG’s wel zou kunnen
classificeren. Het kan evenzo zijn dat ons neuraal netwerk in staat is deze ECG’s met ruis te
classificeren. Het netwerk heeft echter aangeleerd om, wanneer de expert een ECG met ruis
heeft gelabeld, dat ook te doen. De groep “ruis” kan dus ook een invloed uitoefenen op hoe
goed wij kunnen oordelen over de nauwkeurigheid van ons netwerk. "

Nog een andere factor die moet worden meegenomen bij het oordelen over de
nauwkeurigheid is de atkomst van de gebruikte gegevens. Wij hebben gebruik gemaakt van
gegevens die atkomstig zijn van AliveCor apparaten. AliveCor apparaten maken ECG’s
bestaande uit één lead. In hoofdstuk 1 hebben we gezien dat de meest voorkomende ECG
bestaat uit 12 leads. Dit geeft logischerwijs een nauwkeuriger resultaat dan een ECG bestaande
uit één lead. Daarnaast is het zo dat de ECG’s van AliveCor door mensen zelf thuis zijn
opgenomen, terwijl een normale ECG door een dokter in het ziekenhuis wordt opgenomen.
Om deze twee redenen kunnen er onnauwkeurigheden in de metingen optreden en kunnen
foutieve metingen ontstaan. Het gebruiken van nauwkeurigere ECG’s, bijvoorbeeld ECG’s
bestaande uit 12 leads, zou dus voor een betere nauwkeurigheid kunnen zorgen. Ook kan het

" (PhysioNet, 2017)
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netwerk, als deze is toegepast op toekomstige technieken die nauwkeuriger kunnen meten,
een nauwkeuriger resultaat kunnen geven.

Tevens 1s het belangrijk te vermelden dat wij ons netwerk hebben beperkt tot ECG’s met een
lengte van 30 seconden, en hiermee een deel, namelijk 2551 van de 8528 ECG's, niet
gebruikt voor de training omdat deze een afwijkende lengte hadden. Daarnaast zijn 82 van de
300 validation ECG’s niet gebruikt voor de validation, omdat deze ook een afwijkende lengte
hebben. Dit probleem is op te lossen door een uitgebreidere preprocessing te doen, waarbij
alle ECG’s tot eenzelfde lengte worden gemaakt, en/of door meerdere netwerken te maken
waarbij elk netwerk classificeert bij andere lengtes.

Een manier om te oordelen over hoe goed ons kunstmatig neuraal netwerk functioneert is
door het te vergelijken met andere kunstmatige neurale netwerken. Aangezien de gegevens
die wij hebben gebruikt atkomstig zijn van een coderingsuitdaging, zijn verschillende andere
netwerken te vinden gemaakt door onderzoekers van verschillende universiteiten. Om te
oordelen over het resultaat van ons kunstmatig neuraal netwerk, kunnen we onze
nauwkeurigheid vergelijken met de nauwkeurigheid van een netwerk van een onderzoeker.
W1ij hebben ervoor gekozen ons kunstmatig neuraal netwerk te vergelijken met dat van de
onderzoeker Andreas Werdich, omdat hij ook een CNN heeft ontworpen voor dezelfde
gegevens, en hiervan naast een overzichtelijke weergave op GitHub heeft ook nog twee
informatieve video’s op YouTube heeft gemaakt. Andreas Werdich heeft met zijn neuraal
netwerk een nauwkeurigheid van ongeveer 80% en een loss van ongeveer 0.6 behaald, na een
training van 300 epochs. Hij heeft een netwerk met 3,554,532 parameters gebruikt, terwijl wij
1,000,729 parameters hebben gebruikt. Wij hebben een nauwkeurigheid van ongeveer 95%
en een loss van ongeveer 0.45 behaalt. Ons netwerk functioneert dus betrekkelijk beter dan
zijn netwerk. Er moet wel echter wel gezegd worden dat Andreas Werdich een netwerk heeft
gemaakt voor het classificeren van alle ECG’s in meerdere categorieén, waarbij het netwerk
dus ook werkt op ECG’s met andere lengtes. We kunnen dus concluderen dat ons netwerk bij
het classificeren van ECG’s met een lengte van 9000 niet onder doet aan zijn netwerk. "

4.4 Toekomst en discussie

Naast het feit dat we nu een redelijk resultaat hebben kunnen behalen, kunnen we met onze
kennis ook kijken naar de toekomst van ons netwerk. Ons netwerk kan namelijjk nog worden
geoptimaliseerd voor een betere nauwkeurigheid door een andere training, of door
aanpassingen in de structuur. Daarnaast kan de structuur van het netwerk dat wij hebben
gemaakt worden aangepast om voor andere doeleinden, het systeem kan bijvoorbeeld worden
uitgebreid zodat het classificeren van ECG’s met een langere lengtes mogelijk wordt, of
andere vormen van beelden, zowel in de biomedische industrie als daarbuiten.

Om te beginnen kan de nauwkeurigheid van ons netwerk worden verbeterd door het
optimale aantal epochs te vinden. De kans is klein dat bij 180 epochs het optimum ligt. Door
vaker het netwerk te laten trainen en daarbij het aantal epochs te veranderen kan men
uiteindelijk op een optimum komen. Een ander aspect wat hierbij komt is een aanpassing in
de dropout, aangezien men met een hogere dropout een hoger aantal epochs kan worden
uitgevoerd, zonder een aanzienlijk risico op overfitting. Het trainen is daarbij wel erg
tijdrovend, maar kan wel de mogelijkheid bieden om een hogere nauwkeurigheid te behalen.

2 (Werdich, 2017)
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Ten tweede kan de structuur van de layers in ons netwerk worden aangepast. Wij hebben
namelijk door telkens kleine aanpassingen in de parameters van de gebruikte functies in de
verschillende layers geprobeerd het optimum in structuur te vinden. Dit is echter een
tijdsintensief proces, aangezien er tal van aanpasbare variabelen binnen de gebruikte functies
zijn, waardoor er altijd wel aanpassingen zullen zijn die voor een iets beter resultaat zorgen.
Door te experimenteren met de verschillende parameters in de gebruikte functies kan worden
onderzocht wat een beter resultaat levert. Daarnaast kan ook de complete structuur van ons
netwerk worden veranderd. Er kan bijvoorbeeld een ander aantal hidden layers worden
gebruikt, of er kunnen een of meerdere nieuwe functies aan een aantal layers worden
toegevoegd. Wij zijn beperkt in het aantal layers, doordat een groter aantal layers een groter
aantal parameters met zich meebrengt. Een groter aantal parameters gaat gepaard met een
langere trainingstijd. Wanneer men over een snellere computer beschikt (een alternatief kan
ook een externe server zijn), of meer tijd ter beschikking heeft is het mogelijk de structuur
van ons netwerk uit te bereiden, wat waarschijnlijk een hogere nauwkeurigheid tot gevolg zal

hebben.

Een andere mogelijkheid is het netwerk aanpassen voor een ander doel. Dit kan zijn voor
langere ECG’s, wat behaalt kan worden door simpelweg de structuur van de input layer aan te
passen. Daarnaast kan het netwerk worden gebruikt om andere beelden te classificeren. Bij het
behouden van de 1D convolutie-functie 1s het soort beelden beperkt tot 1D. Wanneer men
deze functie vervangt tot 2D convolutie zullen 2D beelden ook kunnen worden
geclassificeerd. Echter is het waarschijnlijk dat wanneer het netwerk in contact komt met
andere beelden dan ECG’s, het netwerk minder goed gaat functioneren, omdat het specifiek is
ontworpen voor onze data, ECG’s.

Het is te verwachten dat in de toekomst boezemfibrilleren voor een groter deel zal worden
opgespoord door middel van langere ECG’s en beeldvormingsmodaliteiten, zoals MR I-scans
of echoscopie. Cardioloog Natasja de Groot verwacht dat kunstmatige intelligentie ook op
deze nieuwe technieken toepasbaar zijn. I’ Beeldvormingsmodaliteiten zoals MRI-scans en
echoscopiebeelden zouden uiteindelijk ook door een neuraal netwerk kunnen worden
geclassificeerd. Ons netwerk zou in dat geval grondig aangepast moeten worden. Een goed
begin daarbij is om ervoor te zorgen dat het netwerk ECG’s met grotere lengtes kan
classificeren.

4.5 Conclusie
De deelvraag van dit hoofdstuk was:

Hoe goed is ons kunstmatig neuraal netwerk in het opsporen van boezemtfibrilleren op
ECG’s?

We hebben in dit hoofdstuk beschreven hoe we erachter kunnen komen wat de resultaten van
ons kunstmatig neuraal netwerk zijn. Daarna hebben we deze resultaten geanalyseerd en
vergeleken met een ander kunstmatig neuraal netwerk. Daarnaast hebben we gekeken naar alle
toekomstige mogelijkheden met ons netwerk.

De beste manier om te oordelen over het succes van ons kunstmatig neuraal netwerk is door
te kijken of we aan onze eisen voldoen. Onze eisen waren als volgt.

- Het moet te trainen zijn binnen een aantal uren

P Zie bijlage: Interview
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- Het moet 4 verschillende uitkomsten kunnen geven na de classificatie
- Het moet trainbaar zijn met onze trainset

- Het moet testbaar zijn met onze testset

- Nauwkeurigheid van minstens 90%

Ons netwerk is getraind in ongeveer 2 en 3.5 uur. Het voldoet dus aan de eerste eis. Het
netwerk classificeert in 4 verschillende uitkomsten en voldoet dus ook aan de tweede eis. Het
netwerk traint met de trainset en test met de testset, dus voldoet ook aan de derde en vierde
eis. Ten slotte hebben we met ons netwerk een nauwkeurigheid van ongeveer 95% behaalt,

en voldoet het ook aan de laatste eis. We kunnen hieruit concluderen dat ons kunstmatig
neuraal netwerk succesvol is als we kijken naar onze eisen. Daarnaast hebben we gekeken naar
de verbeterpunten van ons kunstmatig neuraal netwerk. We kunnen hieruit concluderen dat
er potentie is voor een betere nauwkeurigheid mits er meer tijd in wordt geinvesteerd. Om dit
hootdstuk af te sluiten kunnen we ook nog concluderen dat ons netwerk ook toepasbaar is op
toekomstige technieken, mits het hiervoor grondig wordt aangepast.
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Conclusie

De hoofdvraag van ons profielwerkstuk was als volgt:

Hoe kan een kunstmatig neuraal netwerk worden toegepast voor het opsporen
van boezemfibrilleren?

In het eerste hoofdstuk van ons profielwerkstuk hebben we gezien hoe we boezemfibrilleren
kunnen opsporen op ECG’s, en hoe dit op de klassiecke manier wordt gedaan. In hoofdstuk
twee hebben we gezien hoe kunstmatige intelligentie is en hebben we geconcludeerd dat een
CNN het best geschikt is voor onze doeleinden. Vervolgens hebben we in hoofdstuk drie
beschreven hoe we een kunstmatig neuraal netwerk zelf hebben ontworpen voor het
classificeren van ECG’s en het opsporen van boezemfibrilleren. Ten slotte hebben we in
hootdstuk vier de resultaten hiervan geanalyseerd en de verbeterpunten beschreven.

Om het verslag af te sluiten kunnen concluderen dat het mogelijk is om een CNN te
ontwerpen voor het classificeren van boezemfibrilleren. We zien de nauwkeurigheid van ons
netwerk, wegens pragmatische doeleinden, echter wel liever richting de 98-99% gaan. We
hopen dat met meer tijd en investeringen in deze technologie de hoeveelheid patiénten die
juist gediagnostiseerd kunnen worden in de nabije toekomst zal stijgen.
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Bijlagen

Logboek
Datum | Tijd Aantal | Bezigheden Door | Betrokken | Opmerkingen
uren wie | docent(en)
23-03- | 12:00- | 3 uur | -Brainstormen over Roy | n.wv.t - Mindmap
2019 15:00 | O min | mogelijke en gemaakt.”*!
onderwerpen d.m.v. | Liron
mindmap.
26-03- | 20:00- | 1 uur | -Onderwerp Roy |[n.v.t. n.v.t.
2019 21:30 | 30 min | uitkiezen bij gekozen | en
vak en hierop verder | Liron
oriénteren.

" Voor weergave van mindmap, zie https://mm.tt/12390218232t=DR gWrBM;of
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27-03- | 17:30- | 1 uur | -Informatie en Roy | n.v.t. - Voorlopig

2019 19:00 | 30 min | toepassing vinden en onderwerp:
over gekozen Liron Classificeren
onderwerp bij ander hartritme-
vak. stoornissen d.m.v.

kunstmatige

-Database met intelligentie
voldoende
(kwalitatieve)

gegevens vinden

28-03- | 10:10- | O uur | -Gezocht naar Roy | Meneer - Beiden zijn
2019 10:25 | 15 min | potentiéle begeleiders. | en Geurts bereid om ons te
Liron begeleiden.
Meneer
Miiller - Meneer Miiller

is in staat om ons
(deels) te helpen
op het gebied van

programmeren.
28-03- | 15:00- | 1 uur | -Progressie tot nu toe | Roy | Meneer -Start logboek
2019 16:30 | 30 min | uitwerken en Huitink
Liron

-Overleg met meneer

Huitink over wat er

in verslag 250

woorden moet.
30-03- | 11:00- | 1 uur | -Start schrijven van Roy |[n.v.t. -Start mini-PWS
2019 12:00 | O min | verslag 250 woorden
31-03- | 14:30- | 2 uur | -Digitaal onderzoek | Roy | n.v.t. -Nieuwe databases
2019 16:00 | O min | naar potentiéle en gevonden

onderwerpen. Liron
13-04- | 16:00- | 1 uur | -Digitaal onderzoek | Roy | n.v.t. n.v.t.
2019 17:00 | O min | naar werking neurale | en

netwerken. Liron
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17-4- 20:45- | Ouur | -Voltooiing tijdelijk | Roy | n.v.t -Eind 250
2019 21:15 30 min | oriéntatieverslag (250 | en woorden verslag
woorden) Liron -Afronden mini-
PWS
20-4- 14:30- | O uur | -Leren van de Roy | n.wv.t n.v.t.
2019 15:00 | 30 min | (partiéle) afgeleide
04-05- | 16:10- | 1 uur -Sigmoid-functie Roy | n.v.t -Word bestand
2019 17:40 | 30 min | met numpy en met bronnen
onderzoeken Liron aangemaakt
-Map met links
aangemaakt
05-05- | 14:00- | 2 uur | -Arrays met numpy Roy |n.v.t -Sigmoid en
2019 16:00 | O min | onderzoeken en ReLU als
Liron mogeljjke
-Mogelijke activatiefuncties
activatiefuncties
onderzoeken
10-05- | 12:05- | Ouur | -Gesprek met meneer | Roy | Meneer -Advies gekregen:
2019 12:20 | 15 min | Geurts over PWSin | en Geurts maatschappelijk
algemeen Liron (praktisch) nut
onderzoeken,
d.m.v. een
ziekenhuis
bezoeken
12-05- | 15:20- | 1 uur | -De werking van Roy | n.v.t -Simpele class
2019 17:05 | 45 min | classes onderzocht en voor de structuur
met de toepassing op | Liron van ons neuraal
neurale netwerken netwerk gemaakt
19-05- | 20:20- | Ouur | -Neurale netwerken | Liron | n.v.t. n.v.t.
2019 21:05 | 45 min | verslag van Michael
Nielsen onderzoeken
20-5- 12:40- | O uur | -Begin Roy |n.v.t. -Begin van
2019 13:25 | 45 min | oriéntatieverslag en oriéntatieverslag
-Mogeljjke databases | Liron -Link van
onderzoeken mogelijke
databases

toegevoegd aan
bronnenbestand
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bezoeken bekijken

20-5- 12:00- | 1 uur | -Oriéntatieverslag Roy |[n.v.t. -Onderwerp
2019 13:30 | 30 min | verder uitwerken ‘neurale
netwerken' verder
uitwerken
27-05- | 12:40- | O uur | -Verder werken Roy | n.wv.t. -Oriéntatieverslag
2019 13:25 | 45 min | oriéntatieverslag en aangepast
-Zoeken naar Liron -Links van
mogelijke databases mogeljjke
databases
toegevoegd aan
bronnenbestand
07-06- | 12:35- | O uur | -Gesprek met meneer | Roy | Meneer -Advies gekregen:
2019 12:50 | 15 min | Geurts over PWS en Geurts Gebruik van
Liron APA, keuze van
database
-Informatie over
oriéntatieverslag
en presentatie
gekregen
09-06- | 16:15- | O uur | -Nieuwe mogelijk Liron | n.v.t. n.v.t.
2019 17:00 | 45 min | bruikbare databases
zoeken
09-06- | 17:05- | 2 uur | -Database uitgekozen | Roy | n.v.t. -ECG opname
2019 19:20 | 15 min | -Opmaak en database
oriéntatieverslag Liron uitgekozen en
aangepast onderzocht
-APA-verwijzingen -Door meneer
aangepast Geurts aanbevolen
-Digitaal onderzoek APA-
naar verwijzingen
hartritmestoornissen toegepast
16-06- | 17:00- | 3uur | -Opmaak Roy |n.v.t. -Mogelijk bezoek
2019 20:00 | O min | oriéntatieverslag en aan
aanpassen Liron Streekziekenhuis
-Verder werken aan Koningin Beatrix
oriéntatieverslag Winterswijk of
-Hoofdvraag en Slingeland
deelvragen ziekenhuis
geformuleerd -Hoofdvraag en
-Mogeljjkheden om deelvragen
een ziekenhuis te geformuleerd
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17-06- | 12:05- | O uur | -Gesprek met meneer | Roy | Meneer -Feedback over
2019 12:25 | 20 min | Geurts en Geurts het begin van het
Liron oriéntatieverslag
gekregen
-Ideeén over
ziekenhuisbezoek
gekregen
-Datum
presentatie
oriéntatieverslag
gekregen
17-06- | 12:40- | O uur | -Verder werken aan Roy | n.v.t n.v.t.
2019 13:25 | 45 min | oriéntatieverslag en
Liron
21-06- | 20:00- | 1 uur | -Doelen Roy | n.v.t -Klaar om een
2019 21:20 | 20 min | ziekenhuisbezoek en afspraak te maken
vastgelegd Liron om een
ziekenhuis te
bezoeken
-Inhoud
oriéntatieverslag
bijna compleet,
2000 woorden
22-06- | 18:15- | 2 uur | -Verder werken aan Roy | n.v.t -Oriéntatieverslag
2019 20:45 | 30min | oriéntatieverslag en bijna compleet,
Liron 3500 woorden.
28-06- | 12:05- | O uur | -Feedback gekregen | Roy | Meneer n.v.t
2019 12:20 | 15 min | over ons en Geurts
oriéntatieverslag Liron
29-06- | 18:00- | O uur | -Begin met Roy |n.v.t n.v.t
2019 18:30 | 30 min | powerpoint voor en
presentatie van Liron
oriéntatieverslag
30-06- | 16:00- | 1 uur | -Afronden Roy |n.v.t -Oriéntatieverslag
2019 17:30 | 30 min | oriéntatieverslag en is compleet en
-Verder werken aan | Liron afgewerkt.
powerpoint
01-07- | 15:00- | O uur | -Afmaken Liron | n.v.t -Powerpoint voor
2019 15:50 | 50 min | powerpoint presentatie
oriéntatieverslag
af.
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02-07- | 10:00- | O uur | -Prestatie Roy | Meneer -Deelvraag 4
2019 10:30 | 30 min | oriéntatieverslag en Geurts aanpassen
Liron | Meneer
Huitink
Meneer
Blankenbor
g
18-07- | 13:45- | 2uur | -Opmaak Roy | n.v.t. n.v.t.
2019 16:00 | 15 min | profielwerkstuk en
aanpassen Liron
-Voorwoord
geschreven
-Introductie
geschreven

-beginnen aan

hoofdstuk 1

02-08- | 15:10- | O uur | -Aanpassing Liron | n.v.t. n.v.t.
2019 15:30 20 min | hoofdstuk 1

-Hoofdstuk bijlagen

invoegen
02-08- | 20:40- | 1 uur -Verder werken aan Liron | n.v.t. n.v.t.
2019 21:55 15 min | hoofdstuk 1 en

-Beginnenaan Roy

hoofstuk 2
05-08- | 14:30- | O uur -Verder werken aan Liron | n.v.t. n.v.t.

2019 15:15 45 min | hoofdstuk 1

07-09- | 13:20- | 3 uur -Verder werken aan Liron | n.v.t. n.v.t.
2019 16:50 30 min | hoofdstuk 1 en en

hoofdstuk 2 Roy
15-09- | 12:50- | 1 uur -Verder werken aan Liron | n.v.t. n.v.t.
2019 14:40 50 min | hoofdstuk 1 en en

hoofdstuk 2 Roy
15-09- | 19:25- | O uur -Verder werken aan Liron | n.v.t. n.v.t.
2019 19:45 20 min | hoofdstuk 1 en

-Informatie over Roy

matlab opzoeken

15-09- | 20:40- | 1 uur | -Af maken van Liron | n.v.t. -Hoofdstuk 1 is
2019 22:10 | 30 min | hoofdstuk 1 en voor nu afgerond.
-Verder werken aan | Roy Wordt mogelijk
hoofdstuk 2 nog later
veranderd.

-6100 woorden.
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-Een neuraal netwerk
zoeken om onze
gegevens mee te
testen

21-09- | 21:00- | O uur | -MATLAB installeren | Liron | n.v.t n.v.t.
2019 21:30 | 30 min | en informatie en
opzoeken over Roy
MATLAB
22-09- | 19:00- | 2uur | -Informatie opzoeken | Liron | n.v.t -Butterworth
2019 21:30 | 30 min | over MATLAB en filter mogelijk te
-Informatie opzoeken | Roy gebruiken (in
over preprocessing algemene zin).
functies
24-09- | 18:00- | 1 uur | -Informatie opzoeken | Liron | n.v.t -Butterworth
2019 19:30 | 30 min | over Butterworth en filter misschien te
filter-functie in Roy gebruiken in de
MATLAB MATLAB-
-Informatie opzoeken omgeving
over pre-processing
27-09- | 12:05- | O uur | -Gesprek met meneer | Liron | Meneer -Opsplitsen van
2019 12:30 | 25 min | Geurts over verloopt | en Geurts hoofdstuk 2 in 2
tot nu toe Roy aparte
hootdstukken.
29-09- | 18:30- | 2 uur | -Informatie opzoeken | Liron | n.v.t n.v.t.
2019 21:00 | 30 min | over convolutionele en
neuraal netwerken Roy
06-10- | 16:45- | 5 uur | -Onderzoeken hoe Liron | n.v.t n.v.t
2019 21:45 | Omin | we onze bestanden in | en
ons programma Roy
kunnen laden
-Al onze gegevens
van verschillende
bestanden
samenvoegen in één
bestand via code in
MATLAB
-Onderzoeken hoe
we onze gegevens
klaar kunnen maken
voor een neuraal
netwerk
8-10- 19:00 | 3uur | -Onze gegevens klaar | Liron | n.v.t n.v.t
2019 22:00 | O min | maken voor een en
neuraal netwerk Roy
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13-10- | 14:30- | 5uur | -Onze code aanpassen | Liron | n.v.t. -We hebben nu
2019 19:30 | O min | -Onze code testen en een code die we
met een netwerk Roy in een neuraal
netwerk kunnen
inbrengen.
21-10- | 15:00- | 1 uur | -Onderzoeken welk Liron | n.v.t. -Conv1D of
2019 16:30 | 30 min | netwerk we het best en Conv2D voor ons
kunnen gebruiken Roy netwerk
-Onderzoeken hoe gebruiken
Conv1D werkt
-Comments aan onze
code toevoegen
22-10- | 17:00- | 3 uur | -Verder onderzoeken | Liron | n.v.t. n.v.t.
2019 20:30 30 min | hoe een ConvlD en
netwerk werkt Roy
-Onderzoeken wat
het verschil tussen
ConvlD en Conv2D
s
23-10- | 17:00- | 1 uur | -Verder onderzoeken | Liron | n.v.t. n.v.t.
2019 18:20 | 20 min | hoe een Conv1D en
werkt Roy
-Onderzoeken welke
andere layers nodig
zijn en hoe die
werken
-Verder werken aan
verslag H3
23-10- | 19:00- | 1 uur | -Onderzoeken welke | Liron | n.v.t. -Een model met
2019 20:20 | 20 min | layers nodig zijn en een
hoe die werken nauwkeurigheid
-Uitproberen welke van 86.7% op 20
variaties van een epochs kunnen
model het best trainen
werken
24-10- | 15:20- | 1 uur | -Onderzoeken welk Liron | n.v.t. n.v.t.
2019 17:50 | 30 min | model het best werkt | en
-Verder werken aan Roy
verslag H3
-Onderzoeken hoe
we de resultaten van
ons netwerk kunnen
weergeven
25-10- | 20:00- | 1 uur | -Verder werken aan Liron | n.v.t. n.v.t.
2019 21:00 | Omin | verslag H3
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26-10- | 17:45- | 2 uur | -Verder werken aan Liron | n.v.t. n.v.t.
2019 20:00 | 15 min | verslag H3 en
Roy
10-11- | 15:20- | 1 uur | -Verder werken aan Liron | n.v.t. n.v.t
2019 17:00 | 40 min | verslag H3 en en
aanpassen H1 Roy
13-11- | 17:10- | 1 uur | -Verder werken aan Liron | n.v.t. n.v.t
2019 18:40 | 30 min | verslag H3
17-11- | 16:50- | 1 uur | -Verder werken en Liron | n.v.t. n.v.t
2019 17:35 | 45 min | verbeteren verslag H3
23-11- | 16:00- | 1 uur | -Verder werken aan Liron | n.v.t. n.v.t.
2019 17:40 | 40 min | verslag H3 en H2 en
Roy
30-11- | 13:00- | 2 uur | -Verder werken aan Liron | n.v.t. n.v.t
2019 15:00 | O min | verslag H2 en
Roy
07-12- | 15:30- | 1 uur | -Verrder werken aan | Liron | n.v.t. n.v.t
2019 17:20 | 50 min | verslag H2 en H3 en
-Aanpassen opmaak Roy
15-12- | 14:30- | 1 uur | -Verder werken aan Liron | n.v.t. n.v.t
2019 15:10 | 40 min | verslag H2 en H3 en
Roy
20-12- | 15:15- | O uur | -Controleren verslag | Liron | Meneer n.v.t.
2019 15:55 40 H1 Geurts,
min -Doorsturen verslag Meneer
naar meneer Geurts Heinhuis
en meneer Heinhuis
voor feedback van de
ZOoOon van meneer
Geurts (T. Geurts) en
Heinhuis zelf.
22-12- | 16:15- | 2 uur | -Verder werken aan Liron | n.v.t. n.v.t.
2019 18:25 | 10 min | verslag H1 en H2 en
Roy
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23-12- | 16:50- | 1 uur | -Verder werken aan Liron | n.v.t. n.v.t.
2019 17:50 | O min | verslag H1 en H2 en

Roy
24-12- | 17:35- | Ouur | -Op basis van Liron | n.v.t. n.v.t.

2019 18:05 30 min | feedback van T.
Geurts H1 verbeteren

25-12- | 17:00- | 1 uur -Verder werken aan Liron | n.v.t. -Hoofdstuk 3 is
2019 18:20 | 20 min | verslag H3 nu af
26-12- | 17:00- | 1 uur -Verder werken H2 Liron | n.v.t. n.v.t
2019 18:30 30 min | -Verbeteren H2 en en
H3 Roy
27-12- | 18:00- | O uur -Verder werken H2 Liron | n.v.t. n.v.t.
2019 18:30 | 30 min en
Roy
28-12- | 19:15- | 2 uur -Verder werken H2 Liron | n.v.t. n.v.t.
2019 21:30 O min | -Verbeteren en en
aanvullen H3 Roy
29-12- | 19:10- | 1 uur -Verbeteren en Liron | n.v.t. n.v.t.
2019 20:20 10 min | aanvullen H3 en
Roy
31-12- | 16:30- | 1 uur -Verder werken H2 Liron | n.v.t. -Besloten om
2019 18:20 | 50 min | -Verbeteren H3 en hoofdstuk 5 weg
-Verwijderen H5 Roy te laten
-Besloten om
achter elk

hoofdstuk een
conclusie te

schrijven.
1-1- 16:20- | 1 uur | -Verbeteren H3 Liron | n.v.t. n.v.t.
2020 18:10 | 50 min | -Beginnen aan H4 en
Roy

3-1- 18:15- | 2 uur | -Voorbereiden op het | Liron | n.v.t. n.v.t.
2020 21:00 | 45 min | trainen van het en

netwerk Roy

-Controleren verslag

H2 en H3
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4-1- 19:00- | O uur | -Voorbereiden Liron | n.v.t -Klaar om
2020 19:45 | 45 min | trainen van netwerk, netwerk te trainen
tensorflow-gpu
werkend maken
6-1- 17:30- | 2 uur | -Netwerk trainen Liron | n.v.t - Later andere
2020 19:30 -Interviewvragen en hoeveelheid
maken Roy epochs proberen
(overfitting
voorkomen)
7-1- 8:00- | Ouur | -Netwerk trainen met | Liron | n.v.t -Vorig resultaat
2020 8:30 30 min | andere hoeveelheid was beter
epochs
7-1- 19:00- | 2 uur | -Verder werken H4 Liron | n.v.t n.v.t
2020 20:30 | 30 min | -Verbeteren H3 en
Roy
9-1- 18:15- | 3uur | -Verder werken H4 Liron | n.v.t -Klaar om
2020 21:15 | Omin | -Verbeteren H2, en afspraak te maken
verwerken feedback | Roy voor interview
Meneer Heinhuis
-Voltooiing
voorbereiding
interview
11-1- 18:45- | 1 uur | -Verder werken aan Liron | n.v.t n.v.t
2020 20:00 15 min | H4 en
-Inleiding verbeteren | Roy
16-1- 14:15- | 1 uur | -Verder werken aan Liron | n.v.t n.v.t
2010 16:00 | 45 min | H4 en
-Verbeteren H1 Roy
17-1- 19:00- | 1 uur | -Verder werken H4 Liron | n.v.t n.v.t
2010 20:20 | 20 min | -Verbeteren H1 en
Roy
18-1- 19:00- | O uur | -Verder werken H4 Liron | n.v.t n.v.t
2020 19:45 | 45 min | -Verbeterekn H1 en
Roy
19-01- | 13:00- | 2 uur | -H4 afgerond Liron | n.v.t. n.v.t.
2020 15:15 15 min | -Verbeteren H1, H2 en
en H3 Roy
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21-1- 11:30- | O uur | -Interview afnemen Liron | n.v.t -Opname
2020 11:50 20 min | met Natasja de Groot | en gemaakt voor
Roy verwerking in het
verslag
21-1- 17:20- | 1 uur -Verwerken Liron | n.v.t n.v.t.
2020 18:30 10 min | interview en
Roy
24-1- 20:00- | 1 uur -Verder werken H4 Liron | n.v.t n.v.t
2020 21:00 | O min | (en verwerken en
interview) Roy
—Verbeteren H2
25-1- 19:15- | 1 uur -Feedback van Liron | n.v.t n.v.t
2020 20:45 30 min | meneer Geurts en
verwerken Roy
26-1- 14:00- | 9 uur | -Afronden verslag Liron | n.v.t. n.v.t.
2020 23:00 | O min en
Roy
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Interview

Naam cardioloog: Prof. Dr. Natasja MS de Groot
Datum: 21-1-2020

Afgenomen door: Roy Korthout en Liron Brundel
Manier van opname: Ingebouwde microfoon in mobiel

Is het beoordelen/classiticeren van ECG’s een belangrijke taak in de gezondheidszorg?
Waarom (niet)?

Het classificeren van ECG’s is een erg belangrijke taak, vooral voor cardiologen. Dit is omdat
ECG’s normalerwijs worden gebruikt voor de diagnostiek van hardritmestoornissen en het is
voor een goede diagnose belangrijk dat de beoordeling van de ECG goed is. Het gebeurt
zelden dat wanneer een dokter een ECG classificeert, dat er een foute classificatie wordt
gegeven, maar bij automatische classificatie kan het nog wel eens gebeuren dat er een foute
uitkomst gegeven wordt.

Is er behoefte aan automatisering bij de classificatie van boezemfibrilleren? Hoe toont zich
dat?

Er is zeker behoefte aan. Zeker omdat er steeds meer mogelijkheid vormt om ECG’s te
maken door nieuwere opnametechnieken (zoals AliveCor). Zo worden patiénten bijvoorbeeld
registratietechnieken meegegeven waarmee zeven dagen iemand zijn hardritme wordt
opgenomen. Het controleren van een ECG van zeven dagen zou handmatig erg lang duren,
waardoor automatisering erg gewenst is.

Wat voor potentie zit u in de toepassing van kunstmatige intelligentie in de cardiologie?
Kunstmatige intelligentie kan worden toegepast voor het beoordelen van ECG’s, maar verder
ook voor het beoordelen van MR I-scans, echobeelden, enzovoort. Er moet echter nog wel
veel worden verbeterd in de nauwkeurigheid van deze automatische classificatiemethoden. Zo
kan bijvoorbeeld een hartritme tijdens het rennen lijken op boezemfibrilleren in een ECG,
wat een neuraal netwerk opmerkt als boezemfibrilleren.

Bent u bekend met de apparatuur van AliveCor?

Ja.
Indien ja:
Geeft de hard- en sofiware van AliveCor een bruikbaar resultaat?
Ja en nee. Ja omdat de kwaliteit van de opnames goed is. Nee omdat een AliveCor
ECG een momentopname is, en daarom alleen wordt gemaakt wanneer een patiént
verwacht hartkloppingen te hebben. Hierdoor worden asymptomatische
hartritmestoornissen (hartritmestoornissen zonder klachten) gemist.

Ziin de metingen ontstaan door de apparatuur van AliveCor betrouwbaar voor het
classificeren van boezemfibrilleren ?

Voor de identificatie van boezemfibrilleren kan het voldoende zijn, maar een langere
opname kan beter zijn.

Indien nee:

Wat maakt de apparatuur van AliveCor onbetrouwbaar? En wat zouden

belangrijke verbeterpunten zijn? (AliveCor is 1 lead ECG en is dit wel
genoegrs)
De korte duur van de opname maakt het onbetrouwbaar. Ook is het een
nadeel dat het intervalopnamen zijn. Een langere opname zou beter zijn. Ook
zou het hebben van meerdere leads een verbeterpunt zijn.
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Wiy hebben een netwerk ontworpen dat ECG’s van AliveCor met 95% nauwkeurigheid kan
classificeren. Is dit bruikbaar in de gezondheidszorg?

Een nauwkeurigheid van 95% is een erg mooi resultaat, maar een percentage van 98% zou wel
beter zijn, maar het is wel bruikbaar in de gezondheidszorg.

Welke toekomstige ontwikkelingen verwacht u bij de classificatie van boezemtfibrilleren?

Ik verwacht dat we in de toekomst mensen voor langere perioden gaan meten. Wat nu voor
enkele dagen kan zal in de toekomst voor maanden kunnen. Er zijn bijvoorbeeld mensen wie
maar een keer per jaar last hebben van boezemfibrilleren, maar dit kan alsnog ernstige
gevolgen zoals een herseninfarct hebben. Naast betere ECG’s zullen er waarschijnlijk nieuwe
technieken komen die gegevens rechtstreeks van het hart gebruiken. Ik denk dat er
bijvoorbeeld beeldvormingsmodaliteiten (beeldvormend medisch onderzoek, onderzoek
doormiddel van beeldopnames i.p.v. laboratoriumonderzoek, bijv. CT-scan, echografie, MRI-
scan, PET-scan), en dat je aan de hand daarvan iets zegt over het hartritme. Daarnaast ook
non-invasieve metingen (metingen waarvoor het menselijk lichaam niet binnen hoeft worden
gedrongen)

Is een classificatienetwerk ook toepasbaar op toekomstige technieken, zoals driedimensionale
ECG’s?
Ik verwacht wel dat dat het geval zal zijn.

Vindt u dat er in de hedendaagse biomedische wetenschap genoeg aandacht wordt besteed
aan kunstmatige intelligentie?

Er wordt heel veel aandacht aan besteed. Er is snelle vooruitgang, maar er kan altijd meer in
geinvesteerd worden.

Ziet u kunstmatige intelligentie als hulpmiddel of als vervangingsmiddel in de zorg?
Ik zie het als hulpmiddel.

In hoeverre kunnen we 1n de toekomst de gezondheidszorg overlaten aan computers?

Ik denk dat er altijd een humane component in blijft zitten. Ik denk echter wel dat computers
een steeds belangrijke rol zal krijgen. In de toekomst zal het misschien ongeveer 60%
computers, 40% mensen zijn.
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Python code

Hieronder staat de code die door ons is geschreven voor ons profielwerkstuk. Deze code is
geschreven in de programmeertaal Python. Enkele stukken tekst zijn in het groen met een
hekje (#) ervoor weergegeven. Dit zijn zogenoemde comments en worden door de computer
genegeerd. Deze comments dienen als toelichtingen of opmerkingen om de code
overzichtelijjker te maken.

#importeren van (deel)bibliotheken
from scipy.io import loadmat
import pandas as pd

import tensorflow as tf

import numpy as np

import matplotlib.pyplot as plt

#importeren van gegevens

#list van alle train data met lengte 8528

trainingData =

loadmat (r'C:\Users\Gebruiker\Desktop\pws\netwerk\traincompound\Train"')
#fdictionary van alle train labels met lengte 8528

trainingAnswers =

pd.read csv(r'C:\Users\Gebruiker\Desktop\pws\netwerk\train\REFERENCE.csv"',
header = None)

#list van alle test data met lengte 300

validationData =

loadmat (r'C:\Users\Gebruiker\Desktop\pws\netwerk\validationcompound\Test")
#dictionary van alle test labels met lengte 300

validationAnswers =

pd.read csv(r'C:\Users\Gebruiker\Desktop\pws\netwerk\validationcompound\REF
ERENCE.csv', header = None)

#aanmaken lege lists

useable trainingData = []
useable validationData = []
useable trainingAnswers = []
useable validationAnswers = []
removelIndices = []
removelIndicesValidation = []

#gegevens omzetten

trainingCompound = trainingData['x'] #alleen de gegevens 'x' uit de train
data halen en opslaan in trainingCompound

validationCompound = validationData['x'] #alleen de gegevens 'x' uit de
test data halen en opslaan in validationCompound

trainingAnswers = trainingAnswers.values #de train labels omzetten van een
panda array naar een numpy array

validationAnswers = validationAnswers.values #de test labels omzetten wvan
een panda array naar een numpy array

#loop die door alle train gegevens gaat
for value in range(8528):
for x in trainingCompound[value] [0][0]:
if (len(x) == 9000): #neemt alle gegevens met een lengte van 9000
useable trainingData.append(x) #maakt uit alle gegevens met een
lengte van 9000 een training data list met 5977 arrays
else:
removeIndices += [value] #slaat de nummers van gegevens die
niet 9000 lang zijn op
for y in trainingAnswers[value][1]:
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if (value not in removelIndices): # pakt alle labels van de gegevens
die wel 9000 lang zijn
useable trainingAnswers += [y] #maakt een list van training
labels van 5977

#loop die door alle validation gegevens gaat
for value in range(300):
for x in validationCompound[value] [0][O0]:
if (len(x) == 9000): #neemt alle gegevens met een lengte wvan 9000
useable validationData += [x] #maakt uit alle gegevens met een

lengte van 9000 een validation data list van arrays 218

else:

removeIndicesValidation += [value] #slaat de nummers van

gegevens die niet 9000 lang zijn op

for v in validationAnswers[value] [1]:
if (value not in removelIndicesValidation): # pakt alle labels wvan
de gegevens die wel 9000 lang zijn
useable validationAnswers += [y] #maakt een list van validation
labels van 218

fzet alle lists met gegevens (data of labels) om naar numpy arrays
useable trainingData=np.asarray(useable trainingData)

useable validationData=np.asarray(useable validationData)

useable trainingAnswers=np.asarray(useable trainingAnswers)
useable validationAnswers=np.asarray(useable validationAnswers)

#loop door alle validation labels
for value in range(218):

if (useable validationAnswers[value] == 'N'):
useable validationAnswers[value] = 0 #zet elke label 'N' om naar de
string O
elif (useable validationAnswers[value] == 'A'):
useable validationAnswers[value] = 1 #zet elke label 'A' om naar de
string O
elif (useable validationAnswers[value] == '0'):
useable validationAnswers[value] = 2 #zet elke label 'O' om naar de
string O
else:
useable validationAnswers[value] = 3 #zet elke andere label ('~'")

om naar de string O

#loop door alle training labels
for value in range(5977):

if (useable trainingAnswers[value] == 'N'"):
useable trainingAnswers[value] = 0 #zet elke label 'N' om naar de
string O
elif (useable trainingAnswers[value] == 'A'):
useable trainingAnswers[value] = 1 #zet elke label 'A' om naar de
string O
elif (useable trainingAnswers[value] == '0'):
useable trainingAnswers[value] = 2 #zet elke label 'O' om naar de
string 0
else:
useable trainingAnswers[value] = 3 #zet elke andere label ('~') om

naar de string O
#zet alle labels in de answers array om van strings naar integers

useable validationAnswers= useable validationAnswers.astype (int)
useable trainingAnswers=useable trainingAnswers.astype(int)
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#zet de training data om naar de juiste input shape voor het netwerk
useable trainingData=useable trainingData.reshape(5977, 9000, 1,)
useable validationData=useable validationData.reshape (218, 9000, 1,)

useable trainingData = np.asfarray(useable trainingData)

#aanmaken model
model = tf.keras.models.Sequential ([
#layer 1 convld + pooling
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=300, kernel size=16, dilation rate=l),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.MaxPoolinglD(pool size=2, strides=2, padding='SAME'),
tf.keras.layers.Dropout (0.3),
#layer 2 convld
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=150, kernel size=8, dilation rate=2),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.Dropout (0.3),
#layer 3 convld
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=150, kernel size=8, dilation rate=2),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.Dropout (0.3),
#layer 4 convld + pooling
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=150, kernel size=8, dilation rate=4),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.MaxPoolinglD(pool size=2, strides=2, padding='SAME'),
tf.keras.layers.Dropout (0.3),
#layer 5 convld
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=75, kernel size=8, dilation rate=4),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.ReLU(),
tf.keras.layers.Dropout (0.3),
#layer 6 convld
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=75, kernel size=8, dilation rate=4),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.Dropout (0.3),
#layer 7 convld + pooling
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=75, kernel size=8, dilation rate=4),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.MaxPoolinglD(pool size=2, strides=2, padding='SAME'),
tf.keras.layers.Dropout (0.3),
#layer 8 convld
tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,
filters=75, kernel size=8, dilation rate=06),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.ReLU(),
tf.keras.layers.Dropout (0.3),
#layer 9 convld
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tf.keras.layers.ConvlD(strides=1, padding='SAME', use bias=True,

filters=75, kernel size=8, dilation rate=6),
tf.keras.layers.BatchNormalization(),
tf.keras.layers.RelLU(),
tf.keras.layers.Dropout (0.3),

#output layer
tf.keras.layers.GlobalAveragePoolinglD(),
tf.keras.layers.Flatten(),
tf.keras.layers.Dense (4, activation='softmax'),

1)

model.compile (optimizer="'adam',

loss='sparse categorical crossentropy',
metrics=["'accuracy'])

train = model.fit (useable trainingData, useable trainingAnswers,
epochs=100)

validation = model.evaluate(useable validationData,

useable validationAnswers)

model.save('real model 100epochs')

plt.plot(train.history['accuracy'])
plt.ylabel ('accuracy")

plt.xlabel ('epoch nummer')
plt.grid()

plt.show()
plt.plot(train.history['loss'])
plt.ylabel('loss'")

plt.xlabel ('epoch nummer')
plt.grid()

plt.show()
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