
Componistenclassificatie 
Neurale netwerken en harmonische analyses 

Sjoerd Versteegh 
Februari 2022 

Sjoerd Versteegh, 6B 
Het 4e Gymnasium 
Begeleider: Rebecca Sier 
Vak: Wiskunde D 

PROFIELWERKSTUK 1



Afbeelding omslag: 

Peshkov. (2019, 3 juli). Creative glowing bright brain on circuit background [Illustratie]. 
iStockphoto. https://www.istockphoto.com/nl/foto/ai-en-innoveren-concept-
gm1159476081-317061566 

PROFIELWERKSTUK 2



Inhoudsopgave 

Voorwoord  4

Samenvatting  5
Inleiding  5
Vraagstelling  5
Methodologie  5
Resultaten  7
Conclusie  7
Discussie  7

1. Inleiding  9

2. Gerelateerd werk  10
2.1. Classificatie algemeen  10
2.2. Verschillende methodes classificatie componisten  10
2.3. Datasets  12

3. Theorie achter methode  15
3.1. Beginselen van machine learning en classificatiealgoritmes  15
3.2. Neuraal netwerk  16
3.2.1. Structuur  16
3.2.2. Trainen  18
3.3.1. Recurrent neural networks (RNNs)  19
3.3.2. Long short-term memory (LSTM)  20
3.3.3. Gated Recurrent Unit (GRU)  21
3.3.4. Word embeddings  21
3.4. Prestaties van model meten  22
3.5. Harmonische analyse  23

4. Methodologie  24
4.1. Verkennende test  24
4.2. Definitieve model  24
4.3.1. Datasets  25
4.3.2. Visualisatie van gegevens  25
4.3.3. Data preprocessing  26
4.4. Neurale netwerk-architectuur  26

5. Resultaten  27

6. Conclusie  28

7. Discussie  29
7.1. Verwachtingen en resultaten  29
7.2. Vergelijking met andere onderzoeken  30
7.3. Beperkingen  30
7.4. Vervolgonderzoek  31

Literatuurlijst 32

PROFIELWERKSTUK 3



Voorwoord 

Ik ben altijd geïnteresseerd geweest in Artificial Intelligence (AI), neurale netwerken in het 
bijzonder. Er is iets aan hun speciale manier van functioneren die mij - en veel anderen - 
fascineert. Als je dit combineert met een uit zijn voegen gegroeid muziekleven, heb je een 
mooie voorraad profielwerkstukonderwerpen. Ik speel altviool en zit op het moment in drie 
orkesten (twee nationale orkesten, het JON en NJSO, en een regionaal orkest, het NHJO) en 
ga volgend jaar naar het conservatorium. 

Vóór dit profielwerkstuk heb ik me al veel bezig gehouden met neurale netwerken en 
programmeren in het algemeen, maar er nooit serieus werk van gemaakt. Ik volg bijvoorbeeld 
de video’s van Two Minute Papers , die allemaal wetenschappelijke papers samenvat over 1

voornamelijk neurale netwerken en simulatie-algoritmes. Qua programmeren zit het ook snor, 
voor mijn Honoursprogramma Gymnasia (HPG) maakte ik onder andere een app en 
onderhoud bijvoorbeeld twee (game)servers. 

Ik overwoog voordat ik aankwam bij componistenclassificatie een aantal andere projecten. 
Ten eerste een programma dat automatisch bladmuziek omslaat als je tijdens het musiceren 
het einde van de pagina nadert. Daarvoor zou een algoritme moeten herkennen wat je speelt, 
dat volgen in de bladmuziek en omslaan op het juiste punt. Omdat een dergelijk algoritme 
goed zou kunnen presteren zonder neurale netwerken toe te passen, heb ik dit laten varen. 
Een ander potentieel project was het voltooien van de tiende symfonie van Mahler. Deze 
componist heeft negen complete symfonieën geschreven, maar overleed tijdens het schrijven 
van zijn tiende. Er zou een neuraal netwerk getraind kunnen worden op eerdere symfonieën 
om vervolgens de tiende verder te genereren. Er zijn twee voornaamste redenen dat ik dit niet 
heb gedaan. Ten eerste omdat er naar mijn kennis geen datasets zijn met alle symfonieën van 
Mahler. Ten tweede omdat de huidige best presterende modellen op het gebied van 
muziekgeneratie resultaten leveren die nog veel te wensen over laten. 

Mijn basiskennis over neurale netwerken heb ik voor een groot deel uit een boek (Loy, 2019). 
Vervolgens dook ik in de wereld der wetenschappelijke papers, iets wat ik eerder nog nooit 
heb gedaan. Op dat gebied heb ik ook enorm veel geleerd, de ervaring opgedaan bij het 
werken aan dit profielwerkstuk is zeer waardevol. 

Tot slot wil ik mijn begeleider Rebecca Sier heel erg bedanken voor alle tips. Ook mijn vader, 
die mij van jonge leeftijd kennis heeft laten maken met programmeren! 

 TwoMinutePapers YouTube kanaal: https://www.youtube.com/c/KárolyZsolnai1
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Samenvatting 

Inleiding 
Wat kenmerkt de muziek van verschillende componisten? Muziekwetenschappers schreven er 
boeken over vol, maar uit onverwachte hoek komen nu nieuwe antwoorden op deze vraag.  

Artificiële neurale netwerken kunnen aan de hand van verscheidene vormen van informatie 
bepalen door wie een muziekstuk is geschreven. Zo heeft bijvoorbeeld Micchi (2018) in zijn 
onderzoek uit geluidsopnames reconstructies gemaakt van het originele notenbeeld, wat via 
een neuraal netwerk leidt tot een classificatie van de verwachte componist. Vaak worden 
gehele MIDI-bestanden als input aan een algoritme gegeven (Hontanilla et al., 2013; Kong et 
al., 2020), maar er is ook geprobeerd een handjevol specifieke aspecten te analyseren en te 
verwerken tot een classificatie van de verwachte componist  (Cuthbert et al., 2011; 
Herremans et al., 2015). 

Een muziekstuk kan ook worden gereduceerd tot een reeks akkoorden. Deze akkoorden 
worden relatief aan de toonsoort genoteerd: een harmonische analyse. De gebruikte 
akkoorden, hun functie in de toonsoort en de opeenvolging daarvan zijn in een harmonische 
analyse heel duidelijk weergegeven. Vermoedelijk onderscheiden componisten zich onderling 
door in een eigen stijl kenmerkende akkoordenreeksen samen te stellen. 

In dit onderzoek wordt een nieuwe stap gezet: een neuraal netwerk ontvangt harmonische 
analyses van muziekstukken van Bach, Beethoven en Monteverdi en bepaalt bij welke 
componist de betreffende analyse hoort. Daarmee wordt tevens op de proef gesteld of 
harmonische analyses inderdaad kenmerkend zijn voor een componist. 

Vraagstelling 
In welke mate kan een neuraal netwerk de componist van een klassiek muziekstuk 
voorspellen aan de hand van harmonische analyses van dat muziekstuk? Mijn verwachting is 
dat harmonische analyses kenmerkend zijn voor een componist, en dus geschikt om 
componisten mee te voorspellen. 

Methodologie 
Standaard neurale netwerken hechten geen waarde aan de volgorde waarin informatie wordt 
gegeven. Onderzoekers in het onderzoeksveld van tekstanalyse liepen als een van de eersten 
tegen dat probleem aan. De volgorde van woorden heeft invloed op de betekenis, net als bij 
muziek en akkoorden. Er zijn twee algoritmes ontworpen die wél volgorde van de input 
hanteren: een ‘long short-term memory’ (LSTM) en een ‘gated recurrent unit’ (GRU)-
netwerk. In dit onderzoek zijn zowel een LSTM- als een GRU-netwerk gebruikt om de 
hypothese te testen. Het GRU-netwerk behaalde de beste resultaten, daarom zal in deze 
samenvatting verder enkel op dit netwerk worden ingegaan. 
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Omdat neurale netwerken wiskundige functies zijn, 
werken ze alleen met getallen. Harmonische analyses 
moeten dus omgezet worden in getallen. In figuur 1 is 
een fragment weergegeven van een harmonische 
analyse die gebruikt is voor mijn model. m staat voor 
het maatnummer, b voor de tel in de maat en || 
representeert een korte pauze in de muziek. De 
toonsoort is aangegeven met letters zoals te zien in 
maat 4, C betekent C-groot. Daarvoor staat het stuk in 
F-groot, te zien aan het begin van de analyse. 

Uit deze lap tekst selecteer ik alleen de relevante 
informatie: namelijk de reeks akkoorden zelf, te zien 
in figuur 2. In totaal heb ik gebruik gemaakt van 45 
analyses per componist: namelijk Bach, Beethoven en 
Monteverdi. Het neurale netwerk heeft dus 135 
muziekstukken om mee werken, waarvan 108 
gebruikt worden voor de trainingsfase. 

Vervolgens zet ik de akkoorden om in vectoren, zodanig dat vectoren van akkoorden die op 
elkaar lijken dicht bij elkaar liggen in de vectorruimte. Een GRU-netwerk ontvangt al die 
vectoren en geeft een output. 

In figuur 3 is schematisch weergegeven hoe een harmonische analyse wordt verwerkt tot 
verwachte componist. Een akkoord wordt vertaald in een input vector met 128 dimensies, 
hier weergegeven met vier input nodes. De dikte van een pijl vertegenwoordigt de invloed 
van een getal op een ander netwerkcomponent. Het model heb ik geprogrammeerd in python, 
gebruikmakend van de populaire pythonlibrary Keras. Het netwerk leert door middel van een 
vorm van supervised learning, waarbij de gewichten tussen de neuronen worden aangepast 
door middel van het Gradient Descent Algoritme. 
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m0 b4 F: I 
m1 I b2 V6 b3 V2/IV b4 IV6 
m2 V b3 I || b4 IV 
m3 I6 b2 ii7 b2.5 viio6 b3 
I b4 V 
m4 I || b4 I C: IV 
...

Figuur 1: Fragment van een 
gebruikte harmonische analyse

I I V6 V2/IV IV6 V I IV 
I6 ii7 viio6 I V I I 
IV ...

Figuur 2: De selectie van tekst uit 
dezelfde analyse als in figuur 1 is 

weergegeven.
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Figuur 3: Samenvatting van mijn model



Resultaten 
In figuur 4 zie je het leerproces van het GRU-model, 
dat het beste presteert. De oranje lijn is belangrijk 
hier, deze geeft het percentage correct geclassificeerde 
stukken aan (accuracy) van stukken die het model niet 
is tegengekomen tijdens het leren. 

Het GRU-model behaalt een score van 100,0% op een 
verzameling van 27 stukken (9 per componist) die het 
model nog niet eerder is tegengekomen. Alle 27 
stukken zijn dus correct geclassificeerd als 
gecomponeerd door Bach, Beethoven of Monteverdi. 

Conclusie 
Zoals te zien in de resultaten werkt de aanpak met gebruik van harmonische analyses 
uitstekend. Er moet wel worden opgemerkt dat 100% accuracy alleen een indicatie is voor de 
prestaties van het model op deze willekeurig geselecteerde stukken. Desondanks zijn deze 
resultaten uitstekend, en overtreffen naar mijn kennis alle voorafgaande onderzoeken in dit 
onderzoeksveld! 

Discussie 
Hiermee is aangetoond dat harmonische analyses voldoende informatie leveren om 
componisten mee te classificeren. Zoals vaak voorkomt in dit onderzoeksgebied is de 
hoeveelheid beschikbare informatie een van de limiterende factoren. Neurale netwerken en 
soortgelijke algoritmes vereisen heel veel gegevens om mee te leren. Desalniettemin is 
gebleken dat het model het erg goed doet met de geringe hoeveelheid muziekstukken. 
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Figuur 4: Het leerproces van het 
netwerk
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1. Inleiding 

Het onderzoeksgebied van machine learning en muziek bevat voornamelijk twee categorieën: 
classificatie en generatie van muziek, waarover in het volgende hoofdstuk meer. Dit 
onderzoek betreft het classificeren van muziekstukken van klassieke componisten. 

Modellen voor classificatie van muziek zijn nuttig om een aantal redenen. Ten eerste kan het 
interessant zijn om na het trainen van het model te achterhalen aan de hand van welke 
kenmerken het model voornamelijk classificeert. Dat kan in dit onderzoeksveld inzicht 
leveren voor musicologen. Het model dat gepresenteerd wordt in dit onderzoek is minder 
geschikt voor het leveren van inzicht dan andere algoritmes, maar kan wel als kwalitatieve 
vergelijking dienen. Waar dit model ook voor kan worden gebruikt, is bepalen in welke mate 
een harmonische analyse bij bepaalde componisten past. Hiermee kan eventueel worden 
bepaald of een stuk wel echt door een bepaalde componist is geschreven, en niet door een 
navolger. Tenslotte kan hiermee inzicht worden verkregen in de mate waarin componisten 
overeenkomstig componeerden in een bepaalde tijdperiode. 

De hoofdvraag van dit onderzoek is in welke mate een neuraal netwerk in staat is tot 
classificatie van muziekstukken van klassieke componisten aan de hand van harmonische 
analyses. Hiervoor worden onder andere word embeddings gemaakt, en LSTM en GRU-
netwerken vergeleken. 

De opbouw van dit werkstuk is als volgt. In het hoofdstuk 2. Gerelateerd werk beschrijf ik 
soortgelijke onderzoeken en verschillende datasets die beschikbaar zijn. 3. Theorie achter 
methode is voor hen die onbekend zijn met dit onderzoeksgebied en biedt alleen 
achtergrondinformatie over de gebruikte methode, die in 4. Methodologie uiteen wordt gezet. 
De resultaten zijn te vinden in 5. Resultaten met een bijbehorende 6. Conclusie. Tot slot 7. 
Discussie, waarin onder andere de betrouwbaarheid van de resultaten wordt behandeld. Deze 
worden daarnaast vergeleken met twee andere onderzoeken die ook goed presteren. 
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2. Gerelateerd werk 

2.1. Classificatie algemeen 
Kunstmatige intelligentie wordt steeds vaker gebruikt voor steeds verscheidenere 
classificatieproblemen: van het bepalen welke bloem er op een foto staat tot 
gezichtsherkenning bij het openen van je telefoon. Zulke nieuwe technieken zijn al een groot 
onderdeel van het dagelijks leven, en zullen alleen maar invloedrijker worden. 

Onderzoek van Lecun et al. (1998) bracht voor het eerst de MNIST-dataset op de voorgrond, 
een grote digitale verzameling handgeschreven getallen. Dat is nu de meestgebruikte dataset 
om nieuwe classificatietechnieken op te testen en vaak het eerste projectje van studenten. Met 
deze dataset wordt door een neuraal netwerk geclassificeerd welk cijfer een gegeven plaatje 
voorstelt. Veel verschillende soorten algoritmes zijn hiervoor geschikt, elk met zijn voor- en 
nadelen. Het classificeren van schilders (David & Netanyahu, 2016) is voorbeeld van een 
case study waarbij gebruik wordt gemaakt van methodes die ook toegepast worden op de 
MNIST-dataset. 

Classificatie met neurale netwerken wordt ook heel veel toegepast op case studies die niet per 
definitie visueel zijn. Een van de talloze voorbeelden van een dergelijk geval is het 
voorspellen van de kans dat een individu diabetes mellitus zal krijgen (Zou et al., 2018). Het 
classificatiesysteem krijgt in dat onderzoek informatie over onder andere de leeftijd, hartslag, 
lengte en gewicht van gezonde mensen en diabetespatienten. 

Kunstmatige intelligentie loslaten op muziek wordt ook veelal gedaan. Er is echter een groot 
verschil tussen muziek genereren, verbeteren en classificeren. Een goed voorbeeld van het 
genereren van muziek is het werk van Dhariwal et al. (2020) bij OpenAI. Ze genereren 
muziek met een gezongen partij door rauwe audio (bijvoorbeeld .WAV of .MP3-bestanden) te 
genereren. In een eerder onderzoek (Huang et al., 2018) hebben ze muziek zonder stem 
gegenereerd met als product uit hun algoritme een wat abstractere muziekrepresentatie dan 
rauwe audio. Het is vergelijkbaar met hoe MIDI-bestanden in elkaar zitten. Ook wordt 
kunstmatige intelligentie gebruikt voor het verbeteren van het dagelijkse werk in de 
muziekwereld, bijvoorbeeld zoals Birtchnell (2018) beschrijft in zijn onderzoek. Bepaalde 
taken in het veld van audio mastering worden door kunstmatige intelligentie gedaan, en de 
mens kan zich focussen op andere, creatievere taken. 

2.2. Verschillende methodes classificatie componisten 
Classificatie van klassieke componisten is een onderzoeksveld dat tot dusver weinig aandacht 
heeft gekregen in de wetenschap, maar toch al een aantal verschillende aanpakken heeft 
gezien. De meeste verschillen ontstaan uit afwijkende oplossingen voor het probleem hoe je 
informatie uit een muziekstuk aan een algoritme geeft, zodat het algoritme genoeg informatie 
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heeft om componisten te kunnen classificeren. Die oplossingen kunnen grofweg worden 
onderscheiden in drie categorieën. 

De eerste categorie bestaat uit het analyseren en verwerken van een rauwe geluidsopname. 
Micchi (2018) neemt deze route. Hij voert een Fouriertransformatie uit om de frequenties te 
verkrijgen. Dit levert hij aan een neuraal netwerk met zowel drie Convolutional Neural 
Network (CNN) layers, om patronen op grotere schaal te herkennen, als een LSTM-layer 
(zodat het model in acht neemt dat de volgorde van de noten van belang is). Meer over 
LSTMs (en GRUs) in het volgende hoofdstuk. Dit model classificeert 70% van de stukken 
goed (dus 70% accuracy). Er zijn echter twee nadelen van deze methode. Ten eerste heeft de 
muzikant grote invloed over hoe het werk van een componist op de plaat komt te staan. Dat 
kan vertekenend werken. Ten tweede merken Kong, Choi, et al. (2020) terecht op dat 
aangeleverde gegevens in deze vorm veel meer rekenkracht en computergeheugen vereisen 
dan symbolische weergaves. Deze methode heeft wél als voordeel dat er al enorm veel 
opnames beschikbaar zijn, dus zoeken naar datasets zal dan geen probleem zijn. 

Het onderzoek van Kong, Choi, et al. (2020) gebruikt een dergelijke constructie met CNN-
layers en een variatie van een LSTM-layer (namelijk een aangepaste GRU-layer). Als 
invoergegevens geven zij hun model informatie over de muzieknoten uit een MIDI-bestand 
en in plaats van een LSTM-layer gebruiken zij een aangepaste versie van de GRU-layer. Bij 
het classificeren van 10 verschillende componisten halen zij een accuracy van 73,9%. In mijn 
model zijn CNN-layers achterwege gelaten, omdat er gebruik gemaakt wordt van 
harmonische analyses. Een harmonische analyse is een representatie van muziek waar kleine 
details verloren gaan, dus een CNN-layer is niet noodzakelijk. Een GRU-layer kan op gepaste 
schaal patronen herkennen. 

De tweede en derde categorieën maken beide gebruik van een symbolische weergave van 
muziek. Dat is bijvoorbeeld een MIDI- of humdrumbestand (Huron, 2022), meer hierover in 
2.3. Datasets. Aan de ene kant kan de informatie als informatiestroom (bijvoorbeeld 
verwerkte audio, muzieknoten uit een MIDI-bestand of akkoordenreeksen) door een 
algoritme worden geleid, aan de andere kant kan je bepaalde algemene aspecten van een stuk 
analyseren (bijvoorbeeld lengte van het stuk, verhouding tussen gebruikte akkoorden, etc.) en 
aan de hand van die informatie classificeren. 

Cuthbert et al. (2011) en Herremans et al. (2015) doen dit laatstgenoemde. Cuthbert et al. 
(2011) laten zien hoe je de open-source python library Music21, ontwikkeld door MIT, 
maximaal kan benutten. Die omgeving biedt krachtige functies om snel digitaal muziek te 
kunnen bewerken of analyseren. Wat Music21 erg aantrekkelijk maakt voor feature 
extraction is de integratie van jSymbolic (McKay, 2010), waar Herremans et al. (2015) ook 
gebruik van maken. Feature extraction is het extraheren van relevante informatie, ‘features’, 
uit een grotere verzameling gegevens. jSymbolic is een verzameling FEMS (Feature 
extraction methods) die op een symbolische weergave van muziek (bijvoorbeeld MIDIs) 
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kunnen worden toegepast.  Als er wordt gewerkt met een dergelijke methode die uitgaat van 
classificatie aan de hand van algemene aspecten van een stuk, is feature extraction nodig voor 
het verkrijgen van die aspecten. Classificatiealgoritmes kunnen alleen werken met getallen, 
dus worden MIDI-bestanden geanalyseerd en worden numerieke waardes aan het 
classificatiealgoritme geleverd. 

Er kan een groot voordeel zijn van het analyseren van bepaalde aspecten van een stuk (in 
tegenstelling tot een informatiestroom) afhankelijk van het doel van het onderzoek. Dat 
voordeel is de hoeveelheid inzicht die een classificatiealgoritme kan geven. Bijvoorbeeld, het 
doel van Herremans et al. (2015) is het leveren van belangrijke inzichten in verschil in stijl 
tussen componisten. Daarvoor gebruiken ze een aantal geanalyseerde aspecten van een stuk, 
en classificeren voornamelijk met beslissingsbomen en rulesets (geen neurale netwerken). 
Daaruit kunnen makkelijk de regels worden afgelezen waarmee het betreffende 
classificatiealgoritme de beste resultaten krijgt. ‘Black-box’ modellen - die voor mensen 
onbegrijpelijke regels verzinnen om mee te classificeren - worden in dit onderzoek alleen 
gebruikt om de kwaliteit van de andere algoritmes mee te vergelijken. Een beslissingsboom 
of ruleset is een stuk moeilijker te implementeren met een informatiestroom, als het 
voornaamste doel nog steeds is inzicht te bieden voor mensen. Het is voor mensen 
makkelijker af te lezen wat de verschillen tussen componisten definieert als de regels van een 
dergelijk algoritme gebaseerd zijn op algemene aspecten, in tegenstelling tot 
informatiestromen. 

Tot slot gebruiken onderzoeken van Conklin (2009), Verma en Thickstun (2019) en 
Hontanilla et al. (2013) de continue informatiestroom. Allemaal geven zij hun modellen 
muzieknoten als input. 

Naast notenreeksen kan een stuk ook met een harmonische analyse worden weergegeven als 
informatiestroom. Een harmonische analyse is een abstracte representatie van muziek 
verkregen door akkoorden weer te geven als romeinse cijfers met extra tekstuele 
toevoegingen om meer informatie over een akkoord te kunnen behouden (bijvoorbeeld 
‘viio7’, een mineur verminderd septiemakkoord van zevende trap). Bij het maken van een 
harmonische analyse gaat informatie verloren, met name de oorspronkelijke ritmes en 
melodie. Ondanks deze verloren informatie worden de akkoorden op een zeer duidelijke 
wijze aangeduid. De opeenvolging van akkoorden kan kenmerkende informatie bevatten 
waar componisten uit herleid zouden kunnen worden. In dit onderzoek ga ik gebruik maken 
van deze manier van gegevens leveren aan het neurale netwerk. 

2.3. Datasets 
Een verzameling harmonische analyses kan worden gegeneerd uit symbolische weergaves 
(bijvoorbeeld MIDI of humdrum). Daarvoor is een verzameling symbolische weergaves 
nodig, maar ook een algoritme dat ze kan omzetten in harmonische analyses. Verder kan er 
gebruik worden gemaakt van verzamelingen handmatig gemaakte harmonische analyses, 
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meer hierover later. Er is een aantal datasets die klassieke MIDI-bestanden leveren (Classical 
Archives LLC, z.d.; Gupta, 2021; Hawthorne et al., 2018; Kong, Li, et al., 2020; Midiworld, 
z.d.; Musescore, z.d.; Raffel, 2016; Teng, z.d.), elk met zijn eigen voordelen en nadelen. Vier 
MIDI-datasets en een aantal anderen in het bijzonder zijn interessant, zie tabel 1 op de 
volgende pagina voor een samenvatting. 

Ten eerste zijn er de MAESTRO dataset (Hawthorne et al., 2018) en GiantMIDI-Piano 
dataset (Kong, Li, et al., 2020). Ze zijn erg groot: respectievelijk 1184 uitvoeringen (~430 
unieke stukken) en 10.855 unieke stukken. Beiden zijn niet absoluut precies wat de timing 
van de noten betreft: de toonhoogtes komen allemaal voor, maar niet perfect op het goede 
moment (de kwaliteit verschilt per stuk). Dat komt omdat ze zijn gegenereerd aan de hand 
van menselijke uitvoeringen en die zijn vervolgens zo goed mogelijk geconverteerd naar 
MIDI-bestanden, twee processen waar absolute precisie verloren gaat. De MAESTRO dataset 
is ontstaan uit een internationaal pianoconcours (een muziekcompetitie) waarbij een apparaat 
in de piano de toetsaanslagen tijdens een optreden opneemt en opslaat als MIDI-bestand. 
Omdat het een concours is, zijn bepaalde stukken meerdere keren aanwezig in de 
verzameling, vandaar 1184 uitvoeringen met ongeveer 430 unieke stukken. De GiantMIDI-
Piano dataset is gegenereerd door eerst op het International Music Score Library Project 
(IMSLP) te zoeken naar namen van stukken en de overeenkomstige componisten, vervolgens 
naar opnames te zoeken op het internet en die om te zetten naar MIDI-bestanden. Beide 
MIDI-verzamelingen bevatten alleen pianostukken. 

De Lakh MIDI Dataset (Raffel, 2016) en MusicNet Dataset (Gupta, 2021) bestaan beiden uit 
MIDI-bestanden die handmatig zijn gemaakt, en zijn dus een perfecte weergave van hoe een 
stuk origineel is geschreven zonder dat een menselijke uitvoering of converteeralgoritme de 
nauwkeurigheid van de bestanden aantasten. De Lakh MIDI Dataset is het meest omvangrijk 
van de twee (176.581 MIDIs in totaal, waarvan er 199 klassieke muziek betreffen). De 
MusicNet Dataset bestaat uit 330 MIDI-bestanden. 

De verzameling MIDI-bestanden kan omgezet worden in een harmonische analyse volgens 
methodes voorgesteld door Faria (2018) en N. N. López (2017). Voordat de analysemethodes 
toegepast kunnen worden, moet de toonsoort van het te analyseren stuk muziek bekend zijn. 
Faria (2018) gebruikt het Krumhansl-Schmuckler key-finding algorithm (Krumhansl & 
Schmuckler, 1986) en het werk van N. N. López (2017) is gebaseerd op het algoritme van 
Temperley (1997). Het algoritme van Temperley is een stuk geavanceerder dan dat van 
Krumhansl en Schmuckler. Temperley probeert in zijn algoritme het proces van het maken 
van een harmonische analyse door een expert na te bootsen. 

Humdrumbestanden zijn een alternatieve symbolische weergave van muziek naast het 
populaire MIDI-bestandstype. Deze zijn gebaseerd op tekstuele informatie en zijn daardoor 
makkelijk te lezen door mensen. De grootste verzameling hiervan is geïntroduceerd door 
Sapp (2005), de KernScores collectie. Deze bevat 108.703 bestanden, maar die overlappen 
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grotendeels doordat een muziekstuk in veel verschillende bestandstypen kan worden 
opgevraagd (waaronder MIDI). Verma en Thickstun (2019) gebruiken hier 2438 van om 
componisten mee te classificeren. 

Naast het genereren van een verzameling harmonische analyses kan er ook gebruik worden 
gemaakt van een dergelijke verzameling die handmatig is gemaakt door experts (Devaney et 
al., 2015; Gotham et al., 2019; Neuwirth et al., 2018). De verzameling van Devaney et al. 
(2015), Theme And Variation Encodings with Roman Numerals (TAVERN), en Neuwirth et al. 
(2018), The Annotated Beethoven Corpus (ABC), zijn - samen met andere verzamelingen 
handmatig gemaakte harmonische analyses - opgenomen in de overkoepelende verzameling 
van Gotham et al. (2019), When in Rome. Daar hebben ze alle analyses naar één consistente 
syntaxis geconverteerd. Deze verzameling bevat ~450 analyses en 100.000 akkoorden. 

Mijn verwachting is dat een harmonische analyse meer kenmerkende informatie bevat over 
componisten dan eerder gebruikte vormen van gegevens. Bij het maken van harmonische 
analyses gaat weliswaar informatie over het ritme en de melodie verloren die wordt behouden 
in andere onderzoeken, maar daartegenover staat dat de gebruikte akkoorden en de 
opeenvolging daarvan op zeer duidelijke wijze zijn beschreven. Veel duidelijker dan wanneer 
eerdere onderzoeken zulke akkoordenreeksen proberen samen te stellen uit hun gekozen 
vorm van gegevens, terwijl akkoorden(reeksen) een belangrijk bestanddeel vormen van 
componeren. Vandaar dat ik de verzameling harmonische analyses van Gotham et al. (2019) 
ga gebruiken. 

Dataset Type informatie Totstandkoming Bruikbare kwantiteit

MAESTRO MIDI Gegenereerd 1184

GiantMIDI-Piano MIDI Gegenereerd 10.855

Lakh MIDI Dataset MIDI Handmatig 199

MusicNet MIDI Handmatig 330

KernScores Humdrum + MIDI Handmatig ~2500

TAVERN Harmonische analyse Handmatig 281

ABC Harmonische analyse Handmatig 70

When in Rome Harmonische analyse Handmatig ~450

Tabel 1: Verschillende datasets vergeleken met elkaar. In de kolom bruikbare kwantiteit gaat 
het om het aantal bestanden die klassieke muziek betreffen, zonder andere genres.
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3. Theorie achter methode 

Dit hoofdstuk dient als achtergrondinformatie voor diegenen met weinig voorkennis over dit 
onderzoeksveld. Theorie achter de toegepaste methodologie zal worden uitgelegd. Als je al 
ervaring hebt in dit gebied, kan dit hoofdstuk worden overgeslagen. 

3.1. Beginselen van machine learning en classificatiealgoritmes 
De term ‘AI’ (artificial intelligence) en ‘machine learning’ worden vaak verwisselbaar 
gebruikt, maar er zijn subtiele verschillen. AI is een overkoepelende term voor het vermogen 
van een computer om menselijk gedrag na te bootsen, machine learning betreft algoritmes 
waarmee een computer leert van gegevens en vervolgens voorspellingen kan maken aan de 
hand van nieuwe gegevens. Machine learning is pas rond het jaar 2000 geëxplodeerd, 
voornamelijk door de toename van rekenkracht en opslag van computers. Voor machine 
learning is een enorme hoeveelheid gegevens nodig waar computers lang mee rekenen. 

Machine learning kan grofweg worden onderverdeeld in twee categorieën: supervised 
learning en unsupervised learning. Het gaat er in dit verschil om of de uitkomst van het 
algoritme kan worden beoordeeld aan de hand van gegevens die meegeleverd zijn in de 
dataset. Een voorbeeld van supervised learning is een model dat voorspelt wat de kans op 
regen is aan de hand van bepaalde weersomstandigheden en meteen kan worden getoetst of 
de voorspelde kans op regen van het model overeenkomt met de daadwerkelijke kans. Met 
unsupervised learning leert een model zonder dat de uitkomst daarvan ‘goed of fout’ kan 
worden genoemd. Een model dat zelf teksten of muziek moet genereren is daar een voorbeeld 
van. Mijn gebruikte methode valt onder supervised learning, omdat de verwachte componist 
makkelijk vergeleken kan worden met de daadwerkelijke componist. 

Classificatiealgoritmes binnen machine learning classificeren met een ‘decision boundary’. 
Een versimpeld voorbeeld van de werking van classificatie met machine learning is te zien in 
figuur 5 en 6: er wordt aan de hand van twee aangeleverde gegevens (snelheid en gewicht) 
geclassificeerd of een dier bevriend is met de mens (friend) of vijand (foe). Zoals dat is 
afgebeeld in figuur 5 kan er makkelijk een scheidingslijn (decision boundary) worden 
getrokken zoals te zien is in figuur 6. Na het bepalen van die lijn kan er makkelijk worden 
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Figuur 5: Simpel supervised learning 
probleem (Loy, 2019)

Figuur 6: Simpel supervised 
learning probleem met decision 

boundary (Loy, 2019) 



aangegeven of een onbekend dier geknuffeld kan worden of niet, als er informatie is over de 
snelheid en gewicht. 

De kracht van machine learning komt naar voren bij het uitvoeren van classificatie in een 
veel complexere omgeving. Stel dat er niet twee, maar 100 verschillende stukken informatie 
worden gegeven waardoor de decision boundary zich in een 100-dimensionale ruimte 
bevindt? Voor mensen is dat onpraktisch, maar classificatiealgoritmes voeren precies 
dezelfde methodes uit als wanneer het maar twee dimensies waren. Een ander voordeel van 
dergelijke classificatiealgoritmes is dat ze zeer goed kunnen classificeren met een non-
lineaire lijn of vlak, zoals te zien is in figuur 11. 

Er is een groot aantal verschillende algoritmes binnen het domein van machine learning. In 
dit onderzoek maak ik gebruik van een neuraal netwerk: een algoritme dat is geïnspireerd 
door de werking van neuronen in onze hersenen. 

3.2. Neuraal netwerk 
Een neuraal netwerk is in essentie een wiskundige functie. Een bepaalde input wordt door de 
functie getransformeerd in een gewenste output. Een neuraal netwerk bestaat uit 
verschillende lagen (layers, zie figuur 7) en als er meer dan één ‘tussenlaag’ (hidden layer) 
tussen de input en output layer zit, heet het een deep neural network (DNN). Elke tussenlaag 
krijgt informatie binnen, bewerkt deze en weer geeft het door aan de volgende laag. 

Neurale netwerken zijn geweldige algoritmes om twee redenen. Ten eerste kan elke functie 
door een neuraal netwerk worden gerepresenteerd, ongeacht complexiteit (Loy, 2019, p. 16). 
Dat betekent dat alles wat als een wiskunde functie kan worden beschreven, ook door een 
neuraal netwerk ‘begrepen’ kan worden ongeacht complexiteit. Daartegenover staat wel dat 
het praktisch gezien steeds lastiger wordt een model te maken dat goed toepasbaar is op 
nieuwe ongeziene informatie (generalisatie) naarmate de complexiteit toeneemt. Het tweede 
grote voordeel is dat neurale netwerken extreem flexibel en schaalbaar zijn. Er is wat voor te 
zeggen dat ze alleen worden gelimiteerd door onze eigen creativiteit. Bijvoorbeeld: een van 
de manieren waarop fotorealistische plaatjes worden gegenereerd, is door twee neurale 
netwerken tegen elkaar op te zetten (Goodfellow et al., 2014). De een genereert de plaatjes, 
de ander classificeert of het een echte foto is of dat het gegenereerd is. Beide modellen 
worden steeds beter naarmate ze trainen. Het resultaat is een neuraal netwerk dat plaatjes kan 
genereren die door mensen als werkelijkheid worden beschouwd. 

3.2.1. Structuur 
Een neuraal netwerk bestaat altijd uit drie of meer layers: een input layer, één of meer hidden 
layers en de uitkomst (zie figuur 7). Elke layer bestaat uit neuronen, elementen die een getal 
bevatten. Er zijn verschillende soorten hidden layers. Het meestgebruikte voorbeeld is een 
dense layer. Dat is een layer die een simpele berekening uitvoert op de aangeleverde getallen 
en een nieuw getal doorgeeft aan de volgende layer. Dit wordt vaak gebruikt aan het einde 
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van een model bij het maken van een concrete output. De dense layer neemt de informatie 
van een complexe(re) layer daarvoor, bewerkt de informatie met een berekening en verkleint 
ook vaak de dimensie voor de uiteindelijke output van het model. 

Voordat we de diepte induiken over de wiskunde achter het netwerk, eerst een intuïtievere 
uitleg. Het aantal inputneuronen hangt af van het aantal datapunten dat je aan een neuraal 
netwerk geeft. In het voorbeeld van figuur 5 en 6 zouden dat twee neuronen zijn: een getal 
voor snelheid en een getal voor gewicht. Deze twee getallen gaan naar elk neuron van de 
volgende laag (zie de pijlen in figuur 7). De functie die elk neuron uitvoert in een dense layer 
is weergegeven in figuur 9. 

Alle neuronen in de volgende layer berekenen met de twee getallen uit het voorbeeld een 
nieuw getal dat ze bewaren. Twee variabelen die invloed hebben op deze berekening zijn de 
weight (‘gewicht’) en bias. Elk neuron heeft zijn eigen weights en biases: voor elk neuron uit 
de layer daarvoor één gewicht en bias. 

Het gewicht bepaalt hoezeer de informatie uit een neuron van de vorige layer invloed heeft 
op de waarde (de activatie) van het neuron zelf. Stel dat we een model maken dat de prijs van 
een huis moet voorspellen en we informatie meegeven over het aantal kamers, 
grondoppervlak en hoeveelheid vogels die overvliegen. Dat laatste zal waarschijnlijk 
helemaal ongerelateerd zijn aan de prijs van het huis. Als het inderdaad onbelangrijk is, krijgt 
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Figuur 7: Schematische weergave van neuraal netwerk en drie dense layers. Cirkels zijn 
neuronen, pijlen representeren doorgegeven informatie. (IBM Cloud Education, 2020a)



dat een laag gewicht in tegenstelling tot de belangrijke indicatoren zoals oppervlakte en het 
aantal kamers die een groot gewicht krijgen. 

De bias fungeert als een soort ‘activatiegrens’. Een erg lage negatieve bias zorgt ervoor dat 
een neuron een heel hoge activatie (groot getal) moet hebben voordat het in staat is neuronen 
in de volgende laag te beïnvloeden. Een hoge, positieve bias werkt omgekeerd. 
 
Tot slot wordt er een activatiefunctie toegepast. Deze functie 
transformeert het getal van het neuron. Er zijn heel veel 
verschillende activatiefuncties. Vaak wordt voor hidden layers 
een Rectified Linear Unit (ReLU) functie gebruikt die 0 geeft 
wanneer het getal negatief is, en de waarde onveranderd laat 
als het getal positief is. De laatste layer van een model bevat 
vaak de sigmoid functie (figuur 8), die ik ook gebruik in mijn 
model. Negatieve waardes convergeren snel naar 0, en 
positieve waardes naar 1. Een belangrijk vereiste voor een 
activatiefunctie is dat deze goed differentieerbaar moet zijn 
voor de backpropagation, waarover later meer. 

In figuur 9 is de formule weergegeven voor de output van een 
dense layer die wordt doorgegeven aan de volgende layer.  
is de output van de dense layer,  de activatiefunctie,  is een 
matrix met de gewichten van de neuronen van de dense layer, 

 de biases en tot slot staat  voor de input van de neuronen 
uit de vorige layer waar de dense layer mee in contact staat. 

3.2.2. Trainen 
Het trainen van een neuraal netwerk houdt in dat er berekend 
wordt wat de optimale waardes van de weights en biases zijn. 
Daarvoor moet het model weten wat de gemiddelde afwijking   
(loss) is tussen de voorspellingen en daadwerkelijke waardes, 
zodat die geminimaliseerd kan worden. Er zijn ook hier 
verschillende functies om dit te berekenen. Zodra de 
afwijking berekend is, kan door middel van de afgeleide 
bepaald worden welke ‘richting’ het model op moet voor 
betere prestaties. Dat heet gradient descent. In figuur 10 is dit 
principe weergegeven. 

Het aanpassen van de weights en biases gebeurt in twee stappen: feedforward en 
backpropagation. Initieel worden de gewichten en biases willekeurig gekozen. Dit model zal 
uiteraard zeer slecht presteren. Toch laten we het de gemiddelde afwijking berekenen door 
alle stukken informatie van de trainingsset aan te bieden en de output te vergelijken met de 

⃗y
σ W
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Figuur 8: Sigmoid functie 
(Richards, 2008)

Figuur 10: Gradient descent 
(IBM Cloud Education, 

2020b)

⃗y = σ(W ⃗x + ⃗b )

Figuur 9: Functie van dense 
layer. (Loy, 2019)



daadwerkelijke uitkomsten, dit heet feedforward. Ik zal hier niet diep in de wiskunde duiken 
over het afleiden van de mate waarin elk gewicht of bias moet veranderen, de 
backpropagation. Het komt neer op het afleiden van alle functies die samengesteld het 
netwerk vormen en de kettingregel toe te passen. Door de kettingregel ontstaat van de 
achterste layer naar voren een beeld van hoe de gewichten en biases kunnen worden 
aangepast voor betere prestaties. Door enkel af te leiden wordt de algemene afwijking van het 
model lager en lager, tot het een (lokaal) minimum bereikt. De afwisseling van feedforward 
en backpropagation vindt elke trainingscyclus plaats. 

Vóór het trainen kan plaatsvinden, moet een dataset worden 
gesplitst: een deel trainingsdata en een ander deel om de 
prestaties van een model te evalueren. Het is belangrijk dat dit 
met een onafhankelijke verzameling gegevens plaatsvindt, 
omdat het model alle gewichten en biases aanpast voor een zo 
klein mogelijke afwijking in de trainingsset. Het gevaar op 
overfitting ligt altijd op de loer. Overfitting vindt plaats als het 
model zich zozeer gaat aanpassen aan de gegevens van de 
trainingsset dat de gevonden patronen niet meer werken 
wanneer ze toegepast worden op nieuwe gegevens. In figuur 
11 is dit weergegeven. De zwarte lijn (decision boundary) zou 
het beste toepasbaar zijn op nieuwe gegevens, maar als het 
model gaat overfitten ontstaat een groene lijn. Deze neemt 
alle ‘meetfouten’ en uitzonderingen mee in de bepaling van 
nieuwe gegevens. Dit resulteert in slechte resultaten op een 
ongeziene validatieset. 

3.3.1. Recurrent neural networks (RNNs) 
Het neurale netwerk beschreven in 3.2. Neuraal netwerk neemt niet in acht wat de volgorde 
van de inputneuronen is. Het maakt niet uit of eerst de informatie over de snelheid van een 
dier of eerst de massa wordt gegeven. Voor taal en muziek maakt de volgorde wél uit. Voor 
dit probleem zijn recurrent neural networks (RNNs) bedacht. 

RNNs vormen een groep neurale netwerken die gespecialiseerd is in het verwerken van 
informatie waarbij de volgorde van belang is en invloed heeft op de uitkomst. Een voorbeeld 
van een toepassing van een RNN is het analyseren van stemming in recensies, de volgorde 
van de woorden heeft immers grote invloed op de lading van een recensie. Samengevat gaan 
er zinnen in, doet het model zijn ding en geeft hij aan of het een negatieve of positieve 
recensie is. Dit is ook hoe mijn model componisten classificeert. Er gaan akkoordenreeksen 
in en er komt een verwachte componist uit. 
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Figuur 11: De groene lijn 
representeert een model 

met overfitting, zwarte lijn 
een normaal model.  

(Icke, 2008)



In tegenstelling tot een simpel neuraal netwerk met 
een aantal hidden layers, neuronen en één output, zit 
een RNN anders in elkaar. Ten eerste wordt de input 
opgesplitst in brokjes waar het model stapsgewijs 
langs zal komen (bijvoorbeeld woord voor woord of 
per akkoord). Bij elk stapje genereert het netwerk 
een nieuwe output aan de hand van de vorige output 
en de nieuwe input. Deze gegenereerde output 
(hidden state) wordt vervolgens weer meegenomen 
naar de volgende stap, zoals is afgebeeld in figuur 
12. Doordat het model de uitkomst van voorgaande 
stappen meeneemt naar de volgende heeft het 
netwerk geheugen. 

Er is helaas een groot probleem met dit model: het kortetermijngeheugen is erg goed, maar op 
lange termijn gaat het fout. Dat komt door het vanishing gradient probleem. Zoals eerder 
uitgelegd leert een neuraal netwerk door middel van backpropagation, maar dit is geen 
perfecte methode om de gewichten en biases bij te werken. Naarmate er wordt afgeleid vanuit 
de loss-functie door alle layers naar de kop van het model toe, gaat er informatie verloren. In 
een normaal netwerk is dat geen probleem, maar bij modellen waarbij backpropagation door 
heel veel layers moet werken (zoals bij een RNN) wel. Bij het trainen van een RNN met 
backpropagation zullen gewichten bij de eerste paar inputs nauwelijks veranderen. Daar is 
een oplossing voor bedacht. 

3.3.2. Long short-term memory (LSTM) 
Een long short-term memory (LSTM)-netwerk lijkt erg op een RNN. Het grote verschil is dat 
een LSTM-netwerk niet simpelweg de output van de vorige stap overneemt als input van de 
volgende wat wel bij een RNN gebeurt. Dat is afkomstig van de oplossing voor het vanishing 
gradient probleem. Een LSTM onthoudt selectieve brokken informatie die erg relevant zijn, 
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Figuur 12: RNN netwerk 
schematisch weergegeven (Loy, 2019)

Figuur 13: Schematische weergave van herhalende eenheid LSTM-netwerk (Olah, 2015)



dit wordt bewaard in de cell state. Zo wordt erg relevante informatie aan het begin van een 
informatiereeks niet verdrongen door minder relevante informatie die later komt. Het proces 
van selectief geheugen zorgt voor een significant complexer model, dus ik zal alleen de 
hoofdlijnen noemen. 

In figuur 13 is een schematische weergave van de herhalende eenheid van een LSTM-
netwerk weergegeven. In elke LSTM-cell (herhalende eenheid) zitten drie ‘gates’ die de cell 
state beïnvloeden, waarbij elke gate een eigen neuraal netwerk is dat getraind moet worden 
om goed te bepalen wat er onthouden en vergeten moet worden. 

De forgetgate bepaalt hoeveel van de vorige cell state vergeten moet worden. De inputgate 
bepaalt of bestaand geheugen wordt bijgewerkt met nieuwe informatie of niet. Het kan dus 
zijn dat nieuwe informatie wordt genegeerd en de informatie van de vorige cel ongewijzigd 
een volgende hele cel doorstroomt. Tot slot is er de outputgate die bepaalt hoeveel informatie 
uit de vorige hidden state en de nieuwe, bijgewerkte cell state wordt bewaard in de volgende 
hidden state. Die bewaart informatie over eerdere inputs en wordt gebruikt voor 
voorspellingen van het model. De onderdelen van een LSTM-netwerk zijn allemaal kleine 
wiskundige functies die samen en met getrainde parameters een complex model vormen. 

3.3.3. Gated Recurrent Unit (GRU) 
Gated recurrent unit (GRU)-netwerken zijn relatief nieuw 
en ook best gelijkend aan een LSTM-netwerk. Een GRU-
netwerk verschilt van zijn voorganger in twee belangrijke 
onderdelen: de cell-state is weggelaten en de inputgate ook. 
Een resetgate en updategate blijven over, en alles wordt via 
de hidden state tussen de herhalende eenheden onderling 
doorgegeven. De updategate werkt soortgelijk aan de 
outputgate van een LSTM door te bepalen hoeveel en welke 
informatie uit het verleden moet worden doorgegeven aan 
de toekomst. De resetgate bepaalt hoeveel informatie uit het 
verleden vergeten moet worden. 

Een GRU-netwerk is vaak beter geschikt voor kleinere datasets waar snelle generalisatie van 
belang is. Een LSTM-netwerk bevat veel meer parameters om te trainen dan een GRU. 
Daardoor traint een GRU sneller en heeft het minder gegevens nodig voor goed presterende 
modellen. 

3.3.4. Word embeddings 
Neurale netwerken werken alleen met getallen. Er moet dus 
een manier zijn om tekst om te zetten in vectoren met daarin 
enkel getallen. De meest simpele manier om dat te doen is 
met one-hot encoding. Met deze methode wordt elk woord 

PROFIELWERKSTUK 21

Figuur 14: Schematische 
weergave van GRU-cell 

(Tutorial Example, 2020)

Figuur 15: Voorbeeld van 
one-hot encoding 

(Heidenreich, 2018)



gerepresenteerd door een vector met allemaal nullen en op één plek een 1. De plek van die 1 
bepaalt het woord dat het representeert. Dit is afgebeeld in figuur 15. 

One-hot encoding is een slechte manier om tekst om te zetten naar een vector. Ten eerste 
omdat er heel veel lege ruimte in de vector komt, en de lengte van de vector wordt even groot 
als het aantal unieke woorden. Ten tweede geeft dit niet weer hoe woorden aan elkaar 
verwant zijn. 

One-hot encoding is een voorbeeld van een word embedding: 
een vectorrepresentatie van woorden. Er zijn echter betere 
methodes om een word embedding te maken. Het principe van 
dergelijke word embeddings is dat vectoren van vergelijkbare 
woorden (of akkoorden in dit geval) ruimtelijk gezien dicht bij 
elkaar komen te liggen. Bijvoorbeeld dat de woorden ‘blij’ en 
‘enthousiast’ onderling dicht bij elkaar liggen, en ver weg van 
woorden als ‘boos’ en ‘geïrriteerd’ (zie figuur 16). De 
dimensionaliteit van deze vectoren is een van de 
hyperparameters die handmatig geschat en geoptimaliseerd 
kan worden, net als de dimensionaliteit van de layers van het 
neurale netwerk. De dimensie van dit soort word embeddings 
is ordes van groottes kleiner dan met one-hot encoding, en 
bevat ook informatie over onderlinge verbanden tussen 
woorden, of in dit onderzoek, akkoorden. 

3.4. Prestaties van model meten 
Het meten van de classificatieprestaties van een neuraal netwerk wordt soms op verschillende 
manieren gedaan, maar de meest gebruikelijke manier is door het generen van een confusion 
matrix (zie figuur 24 en 25 in 5. Resultaten). Dit is een weergave van de classificaties die een 
model maakt op meestal nieuwe, ongeziene gegevens. Daarin is te zien hoeveel een model 
goed en fout classificeert, en ook welke fouten het model vaak maakt. 

Er zijn getallen te koppelen aan de gegevens uit een confusion matrix. De accuracy wordt 
vaak gebruikt: dat is in dit onderzoek het percentage correct geclassificeerde stukken in 
relatie tot het totaal aantal te classificeren stukken. Wanneer er met twee verschillende 
mogelijkheden wordt gewerkt bij bijvoorbeeld diagnoses van ziektes, is de precisie en recall 
van belang. Precisie is het aantal correct geclassificeerde ziektes gedeeld door het totaal 
aantal mensen die positief zijn getest (dus ook mensen die niet ziek zijn). Recall is het aantal 
correct geclassificeerde ziektes gedeeld door het aantal correct geclassificeerde ziektes plus 
de verkeerd-negatieve gevallen (wel ziek, niet opgepikt door model). Afhankelijk van het 
onderzoek heeft een prioriteit boven de ander. In dit onderzoek focus ik op de accuracy. 
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Figuur 16: Voorbeeld van 
versimpelde word 

embedding (Loy, 2019)



3.5. Harmonische analyse 
In muziektheorie kunnen alle akkoorden relatief aan de toonsoort worden geanalyseerd. Dat 
is handig omdat twee dezelfde akkoordenreeksen in verschillende toonsoorten op deze 
manier hetzelfde genoteerd worden. Een dergelijke analyse van akkoordenreeksen heet een 
harmonische analyse (zie figuur 18). Het basisprincipe is dat met romeinse cijfers de 
relatieve aftand van de grondtoon van het akkoord tot de toonsoort wordt aangegeven. Er zijn 
veel regels voor het analyseren van complexe akkoorden, daar ga ik voor nu niet op in. 
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4. Methodologie 

4.1. Verkennende test 
Zoals beschreven in 2. Gerelateerd werk is de manier waarop je een muziekstuk in numerieke 
vorm aan een algoritme kan aanbieden het grooste probleem bij componistenclassificatie. 
Aanvankelijk begon ik met verkennend onderzoek naar de vraag of een tekstuele 
harmonische analyse als tussenstap genoeg informatie levert om mee te classificeren. De 
methodologie van deze test (zie figuur 17) verschilt ten opzichte van de uiteindelijke 
methode. 

De gegevens waarmee ik ben begonnen waren MIDI-bestanden uit de MusicNet Dataset 
(Gupta, 2021). Daarvan werden de stukken van Bach en Beethoven omgezet in een 
harmonische analyse door eerst de toonsoort te bepalen met de methode van Krumhansl en 
Schmuckler (1986) en vervolgens per maat de 4 noten die het langst/vaakst te horen zijn te 
selecteren. Die 4 noten vormen een akkoord dat wordt opgeslagen. Deze aanpak genereert 
een harmonische analyse met één akkoord per maat. Die harmonische analyses worden one-
hot encoded aan een LSTM-netwerk aangeleverd. Het model van deze verkende test 
classificeert 11 van de 12 validatiestukken van Bach en Beethoven goed, maar deze 
validatieset is zeer klein. Ik denk dat die 12 stukken toevallig heel gunstig zijn uitgekozen; 
het model haalde zulke scores niet op de trainingsset. Bij de classificatie van 5 componisten 
met de MAESTRO dataset (Hawthorne et al., 2018) komt het model niet voorbij 40% 
precisie. 

De verkennende test heeft laten zien dat harmonische analyses voldoende nuttige informatie 
kunnen bevatten voor componistenclassificatie. Er kunnen wel een heel aantal aspecten van 
deze methode worden verbeterd. Ten eerste heeft het algoritme dat de toonsoort bepaalt heel 
veel beperkingen, bijvoorbeeld dat het niet rekening houdt met toonsoortwisselingen. Het 
gaat uit van één toonsoort per stuk, wat zelden voorkomt. Ten tweede is one-hot encoding een 
sub-optimale manier van gegevens leveren aan een neuraal netwerk (zie 3.3.1. Word 
embeddings). Dit is onder andere verbeterd in de uiteindelijke methode. 
 

4.2. Definitieve model 
Het definitieve model verschilt in architectuur ten opzichte van de verkennende test. Zie 
figuur 22 voor een duidelijke samenvatting van de verbeterde structuur. Onder andere de 
aangeleverde gegevens en de conversie van tekst naar numerieke waardes zijn anders. 
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MIDI-bestand Harmonische analyse One-hot encoding LSTM Dense layer Voorspelde componist

Neuraal netwerk

Figuur 17: Structuur van verkennende test



4.3.1. Datasets 
De gebruikte dataset is die van Gotham et al. (2019), When in Rome. Deze verzameling 
harmonische analyses bevat naast de akkoorden zelf ook extra informatie. Deze extra 
informatie betreft bijvoorbeeld toonsoortwisselingen, pauzes in de muziek en ook de tellen 
van de maat worden aangegeven. Zo kunnen er meerdere akkoorden per maat (en zelfs per 
tel) worden aangegeven. 

In figuur 18 is een voorbeeld weergegeven van een (uitzonderlijk korte) analyse die in de 
verzameling When in Rome voorkomt. In de paper van Gotham et al. (2019) is een 
uitgebreide uitleg te zien over de syntaxis. 

 
4.3.2. Visualisatie van gegevens 
In figuur 19 is te zien hoe de verdeling ligt wat de 
lengte van de stukken betreft. De meeste stukken 
hebben tussen de 30 en 150 genoteerde akkoorden. 
Dit is handig om te weten omdat een LSTM of 
GRU-netwerk alleen gegevens van dezelfde 
dimensie accepteren. Elk stuk (behalve het langste) 
moet dus bijgevuld worden met nullen zodat elk 
stuk hetzelfde aantal ‘akkoorden’ heeft. Het 
netwerk weet dat deze nullen geen informatie 
bevatten over akkoorden. 
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Composer: J. S. Bach 
BWV: 281 
Title: Christus, der ist mein Leben 
Analyst: Andrew Jones 
Proofreader: Dmitri Tymoczko and Hamish Robb 
Note: please email corrections to dmitri@princeton.edu 

Time Signature: 4/4 

Form: chorale 
m0 b4 F: I 
m1 I b2 V6 b3 V2/IV b4 IV6 
m2 V b3 I || b4 IV 
m3 I6 b2 ii7 b2.5 viio6 b3 I b4 V 
Note: Riemenschneider has I6/IV6 on beat 4 of m4; other editions have 
root position. 
m4 I || b4 I C: IV 
m5 V6/5 b2 I b3 ii b4 vi 
m5var1 vii/o7 b1.5 V6/5 b2 I b3 ii b4 vi 
m6 ii6/5 b2 V b3 I || b4 IV F: I 
Note: Riemenschneider has ii/o6/5 on b3 of m7 
m7 viio6 b2 I6 b3 ii6/5 b4 V b4.75 V7 
m8 I

Figuur 18: Voorbeeld van een harmonische analyse in de verzameling When in Rome.

Figuur 19: Hoeveelheid harmonische 
analyses in relatie tot aantal akkoorden 

van de betreffende analyse



De hoeveelheid harmonische analyses in de dataset is 
niet gelijk verdeeld over de componisten. De drie 
best vertegenwoordigde componisten zijn Beethoven 
(137 analyses), Monteverdi (48) en Bach (45). Dit is 
afgebeeld in figuur 20. Als de aantallen onaangepast 
aan een neuraal netwerk zouden worden aangeleverd, 
zou het netwerk door alleen maar Beethoven te 
gokken al een accuracy van 59,6% halen. Ook wordt 
hierdoor het leerproces bemoeilijkt. Om zulke 
verschijnselen te voorkomen worden willekeurig 45 
analyses van Beethoven en Monteverdi gebruikt om 
verder mee te werken. Van Bach worden alle 
analyses gebruikt. Door deze selectie wordt de 
dataset gelimiteerd door de gebruikte componist met 
het kleinste aantal stukken. Dit is waarom alleen 
Bach, Beethoven en Monteverdi zijn geselecteerd. 

4.3.3. Data preprocessing 
Er moet een selectie gemaakt worden van tekstelementen die aan het netwerk worden 
aangeboden. In dit onderzoek wordt alle informatie behalve de aangegeven akkoorden  uit de 
harmonische analyse weggelaten. Zie figuur 21 voor een weergave van wat er overblijft van 
de harmonische analyse van figuur 18. Deze conversie wordt toegepast op alle gebruikte 
harmonische analyses en vervolgens gaat deze nieuwe verzameling akkoordenreeksen naar 
het neurale netwerk. Informatie over pauzes in de muziek en toonsoortwisselingen gaat dus 
verloren bij deze selectie. 

4.4. Neurale netwerk-architectuur 
In 3.3. Recurrent neural networks (RNNs) is al een uitleg gegeven over wat LSTM en GRU-
modellen zijn en hoe een embedding layer werkt. De verwerkte harmonische analyse (figuur 
21) wordt in de embedding layer (figuur 22) omgezet in een reeks vectoren in een 128-
dimensionale ruimte (hierover later meer), met elk uniek akkoord een eigen vector. Een 
voorbeeld van twee akkoorden waarvan de vectoren dicht bij elkaar liggen zijn III en V/III, 
ze representeren namelijk praktisch hetzelfde. Zie de syntaxis in de paper van Gotham et al. 
(2019) voor meer informatie. Deze vectoren worden aan de LSTM of GRU layer (die worden 
later vergeleken) aangeboden, die de uitkomsten doorgeven aan de dense layer. Deze 
transformeert de informatie uit de LSTM of GRU layer tot een driedimensionale vector met 
de voorspelde componist. 
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Harmonische analyse Verwerkte 
harmonische analyse Embedding GRU Dense layer Voorspelde componist

Neuraal netwerk

Figuur 22: Structuur van definitief  model

I I V6 V2/IV IV6 V I IV I6 ii7 viio6 I V I I IV V6/5 I ii vi ii6/5 V I IV 
I viio6 I6 ii6/5 V V7 I

Figuur 21: De selectie van tekst uit dezelfde analyse als in figuur 18 is weergegeven.
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Figuur 20: Hoeveelheid 
harmonische analyses voor drie 
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5. Resultaten 

Het GRU-model is met de adam-optimizer, geoptimaliseerde hyperparameters en willekeurig 
gekozen harmonische analyses in staat een accuracy van 100% te behalen. Zie tabel 2 voor de 
accuracy van verschillende optimizers in combinatie met een LSTM of GRU-model na het 
optimaliseren van de hyperparameters. Het GRU-model met de adam-optimizer haalt de 
beste accuracy: alle 27 ongeziene stukken (9 per componist) zijn correct geclassificeerd, zie 
de confusion matrix in figuur 24. 
 

In figuur 23 is het leerproces van het 
uiteindelijke GRU-model te zien voor de eerste 
45 epochs (leeriteraties). De gegeven opdracht 
was 45 iteraties lang trainen en het best 
presterende model op te slaan. Door de 
oplopende accuracy rond het einde van de 
trainingssessie in zowél de trainingsset als de 
validatieset was het duidelijk dat iets meer 
training het model nog beter zou maken. De 
eerstvolgende epoch van het vervolg van deze 
trainingssessie was meteen de beste, vanaf daar 
begon het model te overfitten. De gegevens om 
dit weer te geven in een grafiek ontbreken 
helaas, maar de oplopende lijnen in figuur 23 
bereiken dus hun top in het eerstvolgende meetpunt ná het domein van dit figuur. Vanaf daar 
gaat de accuracy op de validatieset omlaag omdat overfitting plaatsvindt op de trainingsset. 

Een perfecte score op de validatieset (figuur 24) klinkt misschien te mooi om waar te zijn, 
maar het klopt wel. In de trainingsset classificeert het model één stuk verkeerd: Bach is 

Model Optimizer Validatie accuracy

GRU SGD < 60%

LSTM SGD 72,5%

LSTM RMSprop 87,2%

LSTM adam 89,0%

GRU RMSprop 93,6%

GRU adam 100,0%

Tabel 2: Accuracy van verschillende modellen en optimizers op ongeziene harmonische 
analyses.
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Figuur 23: Het leerproces van het GRU-
model met de adam-optimizer  in de eerste 

45 epochs



voorspeld waar het in werkelijkheid Beethoven is. Zie figuur 25 voor een confusion matrix 
van de hele gebruikte verzameling harmonische analyses (zowel validatieset als trainingsset). 

6. Conclusie 

De hoofdvraag is in welke mate een neuraal netwerk in staat is tot classificatie van 
muziekstukken van klassieke componisten aan de hand van harmonische analyses. Zoals te 
zien in 5. Resultaten werkt de aanpak met gebruik van harmonische analyses uitstekend: op 
de validatieset (27 ongeziene stukken) behaalt het GRU-model met de adam-optimizer een 
accuracy van 100%. Alle 27 stukken zijn correct geclassificeerd, dus het model heeft 
kenmerkende patronen voor elke componist gevonden en is in staat tot generalisatie met 
nieuwe gegevens. Er moet wel worden opgemerkt dat 100% accuracy alleen een indicatie is 
voor de prestaties van het model op deze willekeurig geselecteerde stukken. Als het model 
een grotere hoeveelheid harmonische analyses moet classificeren, wordt de kans op een 
perfecte score steeds kleiner (zie figuur 25). Desondanks zijn deze resultaten uitstekend.  
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Figuur 24: Confusion matrix van ongeziene 
dataset (accuracy is 100%)

Figuur 25: Confusion matrix van zowel 
ongeziene dataset als trainingsset (accuracy is 

99,3%)



7. Discussie 

7.1. Verwachtingen en resultaten 
De resultaten zijn ver boven verwachting. Mijn verwachting was een model dat een accuracy 
van ~80% zou halen, wat al een hoge verwachting was gezien de geringe hoeveelheid 
harmonische analyses: andere toepassingen van neurale netwerken krijgen vaak ordes van 
groottes meer datapunten aangeleverd (denk aan  > 10.000 individuele gegevens). 

Een verklaring voor de sublieme prestaties van dit model is dat de manier waarop een 
componist van akkoord naar akkoord gaat een zeer kenmerkende eigenschap is. In 
combinatie met een GRU-netwerk, dat in zijn berekeningen zowel het heden als wat er eerder 
in een stuk is gebeurd meeneemt, vormt dit een sterk model. Dat het GRU-netwerk beter 
presteert dan het LSTM-netwerk is uit te leggen met betrekking tot de dataset. Deze bevat 
weinig gegevens. Minder complexiteit zorgt in dat geval vaak voor betere generalisatie. Dat 
blijkt ook hier, een LSTM-netwerk is een stuk complexer dan een GRU-netwerk. 

Dit profielwerkstuk biedt een nieuwe methode aan voor componistenclassificatie. Ook is 
hiermee aangetoond dat harmonische analyses voldoende informatie leveren om componisten 
mee te classificeren. Omdat deze methode betere resultaten levert dan andere aanpakken, kan 
beargumenteerd worden dat de manier waarop een componist akkoordenreeksen samenstelt 
een zeer karakteristieke eigenschap is, zoals eerder genoemd. 

Er moet wel een kleine opmerking gemaakt worden over een factor die de resultaten 
eventueel iets zou kunnen vertekenen. In de gebuikte verzameling harmonische analyses van 
Gotham et al. (2019) komen soms twee analyses voor van hetzelfde stuk die onderling weinig 
verschillen. Dit betreft alleen een aantal analyses van Beethoven: 34 van de 137 gebruikte 
analyses zijn varianten in interpretatie van de harmonie. 17 stukken zijn dus gerepresenteerd 
door twee verschillende analyses. Dit zou invloed kunnen hebben op de accuracy van het 
model als twee analyses van hetzelfde stuk door de willekeurige selectie zijn gekozen. Als de 
een in de trainingsset belandt en de ander in de validatieset heeft het model bij deze 
classificatie al een zeer vergelijkbare analyse langs zien komen in de trainingsset. De kans dat 
dit gebeurt is echter klein omdat van een dergelijk analysepaar eerst beide analyses 
geselecteerd moeten worden door de willekeurige selectie, en vervolgens moeten ze zowel de 
trainingsset als validatieset belanden. Tot slot heeft dit alleen betrekking tot de 
classificatieprestaties van het model op de analyses van Beethoven. 

Ook zou de vorm van de muziekstukken eventueel invloed kunnen hebben op het vermogen 
van het model om te classificeren aan de hand van daadwerkelijke verschillen in stijl tussen 
componisten. Dat zou bijvoorbeeld fout kunnen gaan in het geval dat Beethoven 
voornamelijk werd gerepresenteerd door analyses van zijn strijkkwartetten, en Bach door zijn 
fuga’s. Hontanilla et al. (2013) hebben net als dit onderzoek tekstanalysemethodes gebruikt 
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voor componistenclassificatie en hebben dit specifieke probleem ook onderzocht. Ze hebben 
fuga’s van Bach en Shostakovich geclassificeerd met hetzelfde model als ze eerder voor 
andere MIDI-bestanden gebruikten, compenserend voor de verschillende lengtes van de 
fuga’s van de componisten. Er zijn 35 stukken van Bach en 24 van Shostakovich gebruikt. Ze 
kwamen uit op een accuracy van 96,6%. Er kan dus geconcludeerd worden dat hun 
tekstanalysesmethode, die in een aantal aspecten overeenkomt met dit model, niet afhankelijk 
is van verschillende vormen van muziekstukken: er wordt niet geclassificeerd aan de hand 
van verschillen tussen fuga’s en sonates als deze disproportioneel zijn verdeeld over 
componisten. 

7.2. Vergelijking met andere onderzoeken 
Naar mijn kennis zijn dit de beste resultaten in dit onderzoeksveld tot nu toe. Als we dit 
vergelijken met andere onderzoeken zijn er twee in het bijzonder die in de buurt komen. Ten 
eerste het model van Hontanilla et al. (2013), met een accuracy van 96,6%. Dit is echter een 
makkelijker classificatieprobleem dan mijn onderzoek. Shostakovich wordt vergeleken met 
Bach: ten eerste ligt er een significante tijdssprong tussen deze twee componisten en een 
groot verschil in stijl, ten tweede is het classificeren van twee componisten minder 
ingewikkeld dan drie. 

Daarnaast behaalt het model van Verma en Thickstun (2019) een uitzonderlijk hoge accuracy: 
93,2% wordt goed geclassificeerd onder Bach, Haydn en Beethoven. Zij geven gegevens uit 
MIDI-bestanden aan een model met twee onderdelen. Beiden bestaan uit aangepaste CNN-
layers met extra maatregelen tegen overfitting, maar het ene deel krijgt informatie over de 
noten van een enkele partij van het MIDI-bestand, het andere deel alles. Omdat ze informatie 
op het niveau van individuele noten aan hun model leveren bestaat het gevaar dat hun model 
teveel specificeert op de aangeleverde gegevens, vandaar dat ze extra maatregelen moeten 
treffen tegen overfitting. Harmonische analyses zijn meer bestand tegen dit probleem omdat 
het van nature al versimpelde representaties zijn van muziek. 

7.3. Beperkingen 
Het tekort aan grote verzamelingen muziekstukken (of eigenschappen daarvan) met 
betrouwbare kwaliteit is een probleem dat algoritmes die veel gegevens vereisen nog altijd 
dwarszit. Idealiter was de gebruikte verzameling harmonische analyses tien maal zo groot. In 
tegenstelling tot andere case studies (zoals autonome auto’s trainen) is er in de muziekwereld 
een eindig aantal gegevens om aan te bieden. Helaas zijn de meeste verzamelingen echter nog 
steeds beperkte selecties van het totale werk van componisten. Er zijn veel meer stukken 
geschreven door Bach dan is opgenomen in de gebruikte verzameling analyses (45 in totaal). 

Verder gaat er informatie verloren bij het maken van de harmonische analyses en vervolgens 
de extractie van alleen de akkoorden daaruit. Ritmes, melodieën, instrumentatie en dynamiek 
zijn een aantal voorbeelden van verloren gegevens. Het verlies van informatie zou in dit 
onderzoek ook als een voordeel kunnen werken. Informatie over toonsoort(wisselingen) is 
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opzettelijk weggelaten omdat de dataset van geringe omvang is. Als er met een kleine 
verzameling gegevens meer informatie wordt aangeleverd, zou het netwerk verkeerde 
patronen kunnen ontdekken (overfitting). Stel dat Beethoven in de geselecteerde analyses de 
enige is die moduleert van D-groot naar G-groot. In dat geval kan het netwerk die informatie 
onterecht gebruiken als kenmerk voor Beethoven: was de verzameling in deze situatie groter 
geweest, dan hadden ook andere componisten deze modulatie kunnen maken. Het verlies van 
informatie is uiteindelijk toch een beperking, omdat een deel daarvan opzettelijk verworpen 
moet worden door het tekort aan gegevens. 

7.4. Vervolgonderzoek 
Er zijn meerdere aspecten van deze methodologie die verbeterd kunnen worden in 
vervolgonderzoek. Om te beginnen kunnen nog meer bewerkingen op de dataset positieve 
invloed hebben op de resultaten. In de gebruikte harmonische analyses zijn onder andere 
pauzes in de muziek aangegeven (met ‘||’ in figuur 18). Dit zou eventueel als 
scheidingsteken kunnen worden gebruikt zodat één analyse wordt opgesplitst in meerdere 
analyses op een relatief logische wijze. Het resultaat van deze bewerking is een grotere 
verzameling analyses die korter zijn. 

De embedding-layer in het neuraal netwerk (zie figuur 22) zou kunnen worden vervangen 
door andere methodes die beter toepasbaar zijn op nieuwe, ongeziene stukken. Een voorbeeld 
hiervan is de embedding-methode geïntroduceerd door Bojanowski et al. (2017). Zij 
beschouwen een woord als een verzameling deelstukjes (n-grams) die samen de betekenis 
van een woord samenstellen (voorbeeld: ‘ruitenwisser’ bestaat o.a. uit de n-grams ‘ruiten’ en 
‘wisser’). Zo kunnen met deze deelstukjes nieuwe (zelfs verzonnen) woorden worden 
geplaatst in de embeddingruimte, waar oude methodes deze woorden niet goed kon plaatsen. 
In de context van dit onderzoek houdt dat in dat een akkoord ‘viio7’ kan worden 
onderverdeeld in ‘vii’, ‘o’ en ‘7’. Dit zijn drie n-grams die voortkomen uit één akkoord, maar 
met veel meer akkoorden kan dit algoritme een rijke woordenschat opbouwen van 
componenten van akkoorden en daarmee nieuwe akkoorden beter begrijpen. 

Ook kunnen akkoorden omgezet worden in vectoren door handmatig regels te bedenken aan 
de hand van muziektheorie. Elk akkoord wordt dan gerepresenteerd door een 
genormaliseerde vector van een kleine dimensie, waarbij elke waarde een muzikaal aspect 
van dat akkoord betreft. Bijvoorbeeld de trap van het akkoord (V = 5) en mineur of majeur 
(-1 of 1). 

Tot slot kan er ook voor worden gekozen dit onderzoek uit te voeren met een groter aantal 
componisten, zoals Haydn en Mozart. Om daarmee te kunnen werken zal het aantal analyses 
in de trainings- en validatieset waarschijnlijk maximaal benut moeten worden. Dat betekent 
dat er disproportioneel meer stukken van Beethoven worden aangeleverd dan van Mozart, 
maar een aantal onderzoeken doen dit al (bijvoorbeeld Kong, Choi, et al., 2020; Verma & 
Thickstun, 2019). 
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